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			SINOPSIS 


			 


			Un fantasma recorre nuestro presente: la inteligencia artificial. Desde finales de 2022, las herramientas digitales que permiten simular, expandir o complementar la inteligencia humana muestran una vertiginosa evolución cuyos beneficios y potenciales riesgos para nuestra especie parecen hoy en día imprevisibles. Aunque el concepto es aún algo difuso, cabe definir la inteligencia artificial como la capacidad que el ser humano ha otorgado a determinadas máquinas de aprender, razonar y comprender conceptos. Una mente infinita nos brinda un recorrido comprensible y riguroso por la historia, los procedimientos, la arquitectura tecnológica y los desafíos de toda índole, también éticos y sociales, que se ocultan tras este salto de gigante de la humanidad hacia un futuro lleno de incógnitas.  
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			Prólogo 


			 


			La inteligencia artificial (IA) está en todas partes. Muchos ni siquiera saben exactamente qué es pero oyen hablar de ella en medios de comunicación, conversaciones con amigos y familiares, anuncios... De hecho, muchas personas ni siquiera son conscientes de que están utilizando la IA desde hace tiempo. Y también son muchos los que hablan de ella sin precisión, sin rigor y hasta, a veces, erróneamente. Al haberse convertido en una expresión de moda, se le asocian cualidades que no pertenecen al campo de la IA, mezclándose frecuentemente con la robótica, la automatización, la realidad virtual y un sinfín de disciplinas diferentes. 


			Ante este panorama, surgen muchas dudas y, fruto de ellas, una posible parálisis o miedo a dar un paso en falso. Sin embargo, nos encontramos en un momento único de la historia. La IA va a transformarlo todo, absolutamente todo. Desde las herramientas en nuestro trabajo y nuestros utensilios personales o domésticos hasta la forma en la que nos relacionamos, cómo pensamos y, quizás, hasta nuestros sistemas de gobierno y el orden económico y social. Por eso, quedarse quieto, esperando, es probablemente lo más arriesgado. 


			Cuando mi editor me propuso escribir un libro sobre IA para que todas las personas comprendan lo que se nos viene encima, sobre todo al leer los titulares de las noticias en forma de mar arbolada, ora afirmando que la IA va a hacer que todos perdamos nuestros trabajos, ora vociferando que falla más que una escopeta de feria, me vi luchando contra una marea de prejuicios y sensacionalismo, generando más preguntas que respuestas. 


			Sin embargo, creo que esto es positivo. La IA es impredecible, contradictoria, emocionante para algunos, aterradora para otros. La salvación o el apocalipsis. Y a la vez, la IA es el resultado de un gran trabajo científico y tecnológico multidisciplinar, que lleva décadas fraguándose y funcionando, a nuestras espaldas, muchos más años de los que muchos creen. 


			Así, por decisión propia y con el objeto de que cualquier persona pueda tener todo el conocimiento necesario para afrontar el futuro con las mejores decisiones personales, este libro condensa mis veinticinco años estudiando y trabajando con IA, el análisis de más de cincuenta artículos científicos y una decena de libros seleccionados de toda la bibliografía existente hasta la fecha sobre la materia y una adaptación lo más cuidada posible en el texto, para que sea entendible sin necesidad de ser ingeniero de la NASA. Es cierto que los ingenieros, cuando miramos al rincón de una habitación, vemos tensores de torsión, distribuciones gaussianas, matrices de correlación, transformadas de Fourier y mecánica cuántica en el movimiento de un reloj, en la llama de una vela, en la corriente de aire que circula. Todo eso ha quedado fuera de este libro, aunque se ha mantenido en él la esencia para comprender las cuestiones complejas que permiten el desarrollo de los sistemas de IA, ya sea mediante analogías, ejemplos u otras técnicas. 


			Esta obra está pensada para ayudar a que el lector comprenda cómo surgió la IA, cómo funciona, qué ha pasado hasta ahora, qué está pasando en este momento y... Ya está. Estoy completamente seguro de que todo ese bagaje sobre el mundo de la IA servirá para que el lector se aventure a plantear qué va a suceder en el futuro, en los próximos meses y años. Para ello, el último capítulo brindará algunas cuestiones para seguir pensando, basadas en reflexiones que ya se han hecho muchos expertos en la materia. 


			Mi objetivo ha sido concreto: ser una guía completa para ayudar al lector a tomar sus propias decisiones en relación con la IA. Por eso, de las seis partes en las que está dividido, la más importante es la séptima. ¡Comenzamos! 


			
	 

	 	
	 
   


			Primera parte 


			Introducción a la inteligencia artificial 


			
	 

	 	
	 
   


			Capítulo 1 


			Qué es la inteligencia artificial 


			 


			La inteligencia artificial, también conocida por sus siglas IA o AI (en inglés, artificial intelligence), es la habilidad de un ordenador o sistema digital para realizar tareas que normalmente desarrollan los seres inteligentes. La inteligencia se puede describir como la capacidad de realizar determinadas actividades mentales, como el aprendizaje, el razonamiento y la comprensión. Así, teniendo en cuenta que el adjetivo «artificial» hace referencia a algo creado que no ocurre de manera «natural», se puede concluir que la inteligencia artificial es la capacidad que el hombre ha dado a determinadas máquinas de aprender, razonar y comprender conceptos, el entorno, o cualquier otra cosa. 


			Sin embargo, en la literatura no existe una definición exacta de qué es y qué no es inteligencia artificial. Mientras, por ejemplo, hay autores que defienden una definición antropocéntrica —sistemas que piensan o actúan «como las personas»—, otros prefieren definir la inteligencia artificial como la capacidad de los sistemas para «razonar». En consecuencia, los límites de la inteligencia artificial siguen siendo confusos. 


			Lo que sí se acepta de manera general es que determinadas tareas propias de seres inteligentes y basadas en el razonamiento, como es la resolución de operaciones matemáticas per se (realizar una suma, una división o una raíz cuadrada, entre otras), no pueden ser consideradas actividades de la IA. Por ejemplo, una calculadora no es un sistema de IA. Pero, por el contrario, sí lo es un programa de ajedrez que permite a una máquina jugar contra otro jugador, ya sea humano u otro ordenador con un programa similar. ¿Por qué? Pues parece que simplemente porque la comunidad científica considera actualmente que un programa de ajedrez aplica reglas «complejas», mientras que una calculadora implementa reglas de cálculo «sencillas». La ambigüedad y subjetividad de estos dos conceptos —complejo y sencillo— podría llevarnos a pensar que la IA habría tenido una definición cambiante a lo largo de los años, conforme la tecnología ha ido avanzando y que esta podría continuar evolucionando a lo largo de los próximos años. Desde el punto de vista del autor, así ha ocurrido y es más que probable que continúe ocurriendo, al menos hasta que la IA alcance un nivel de madurez suficiente para que su definición pueda mantenerse invariable y concreta por un periodo largo de tiempo. 


			Cuando en siglos pasados se comenzaron a fabricar autómatas, bien podrían haber pertenecido estos al campo de la IA, aunque en tal época el concepto no existiera. Para las personas de principios del siglo XX, una calculadora sí habría sido considerada como IA, al igual que la máquina de encriptación Enigma durante la Segunda Guerra Mundial. No obstante, el concepto IA surgió a mitad del siglo XX, precisamente tras la guerra, vinculado al emergente desarrollo del ordenador. Es curioso que, mientras en el mundo anglosajón denominaron a estas máquinas «computadoras» (computers), en alusión a su capacidad para realizar operaciones matemáticas de manera increíblemente rápida, en España preferimos llamarlas «ordenadores» (del francés ordinateur), enfatizando su capacidad para ejecutar una secuencia de órdenes de manera ordenada. Así, una computadora sugiere ser una «calculadora avanzada», mientras que un ordenador sugiere ser una especie de «robot que recibe órdenes». En ninguno de los dos casos, no obstante, se intuye el concepto «pensar», propio de la IA. 


			Sin embargo, la IA nació bajo la forma de algunos programas informáticos que eran capaces de ejecutar órdenes y realizar cálculos, con dos salvedades: 


			 


			• Estas órdenes eran más avanzadas que las primitivas básicas de un ordenador: mientras las secuencias típicas de un ordenador son del tipo «sumar los números de los registros A y B», estos programas permitían órdenes más abstractas como, por ejemplo, «aumentar un 10 % el control de temperatura del depósito de agua».


			• La ordenación de las secuencias también era bastante más avanzada: cuando los programas tradicionales de ordenador ejecutan una secuencia tras otra y, como mucho, forman «bucles», repitiendo varias veces un conjunto de secuencias, estos programas permitían escenarios condicionales —denominados «if... then...» en inglés, o «si... entonces...» en español— dependientes de algunas variables del entorno. Por ejemplo, una orden de este tipo podría ser: «si el tanque está lleno por encima del 50% de su capacidad, la temperatura del líquido que contiene está por debajo de 50ºC y lleva calentándose menos de una hora, abrir el grifo para añadir más agua»). 


			 


			Es decir, la IA representa una serie de reglas de razonamiento que consideramos complejas, que provocan determinadas acciones o resultados, basadas en una comprensión específica del entorno y que tratan de reproducir la forma de razonar de los humanos. Tanto es así que las modernas técnicas de IA tratan de emular incluso cómo aprendemos y procesamos la información para ser capaces de razonar, llegar a unas conclusiones y, si es necesario, tomar decisiones al respecto. Existe una expresión acuñada para describir las tecnologías orientadas a conseguir esto con mayor eficacia o eficiencia:1 «tecnologías cognitivas». Así, las tecnologías cognitivas se asemejan a la acción de la mente humana, lo que significa que proporcionan a los ordenadores las funciones de pensar y actuar como seres humanos. 


			Sin embargo, como ya se ha indicado, el concepto de IA está vivo y sigue evolucionando. La conocida como «prueba de Turing», ideada por el matemático e informático Alan Turing en 1950, también denominada en inglés «the imitation game» («el juego de la imitación»), consiste en utilizar la técnica de exponer la resolución de un problema realizada por un humano y por un ordenador a un observador. Aunque el observador sabe a priori que una de las dos soluciones (o representaciones; imaginemos, por ejemplo, una imagen) está hecha por ordenador, se determinará que tal ordenador está ejecutando un algoritmo de IA si dicho observador es incapaz de identificar cuál de las dos es. Esta definición, aunque es muy gráfica y sencilla, y está generalmente aceptada en la actualidad, no tiene en cuenta que las capacidades y el entrenamiento del propio observador para identificar lo que es humano y lo que es artificial ha ido evolucionando a lo largo del tiempo. 


			De todo lo anterior se puede extraer a modo de resumen que, aunque hay varias definiciones para la IA, muchas de ellas vagas o cambiantes a lo largo del tiempo, existe un consenso en la comunidad científica que acepta que el núcleo de la IA son las teorías, métodos, tecnologías y aplicaciones de investigación para simular, complementar y expandir la inteligencia humana. Sin embargo, como veremos más adelante, esta idea abre senderos aún inexplorados y que, con gran probabilidad, podrían transformar radicalmente la IA, tal como la conocemos actualmente. La raíz de la cuestión está en la gran diferencia que existe entre los conceptos «simular», «complementar» y «expandir» antes mencionados. En la actualidad, las técnicas y soluciones de IA están más centradas en los dos primeros, pero cuando comience la siguiente revolución centrada en expandir la inteligencia humana a nuevas fronteras, probablemente todo cambiará como nunca antes ha ocurrido en la historia. 


			Como se indica en [art 26],1 los campos de investigación de la IA incluyen ingeniería y sistemas, ciencias del cerebro, psicología, ciencias cognitivas, matemáticas, informática y muchos otros. Por ejemplo, hay soluciones de IA para reconocimiento de voz, procesamiento de imágenes, procesamiento del lenguaje natural (o NLP, por las siglas de «natural language processing», en inglés), robots avanzados inteligentes, vehículos autónomos, sistemas de distribución de la energía, atención sanitaria y telemedicina, soluciones financieras avanzadas, etcétera. 


			De hecho, en algunas soluciones concretas, la IA ha superado tanto en eficacia como en eficiencia a los humanos y constantemente se leen noticias que sugieren que la IA realiza el trabajo de determinadas personas con mayor fiabilidad, en menos tiempo y con un coste menor. Aunque esto pueda generar, a priori, cierta preocupación, conviene resaltar que todas estas soluciones, a pesar de lo espectaculares que puedan parecer o atractivas para abrir titulares en los medios, no dejan de pertenecer al grupo de la IA «estrecha» o «restringida» (ANI, por las siglas de «artificial narrow intelligence», en inglés). Este concepto se asocia a la capacidad de una solución de IA para superar el promedio de las capacidades humanas en una determinada tarea. Aunque, lógicamente, transformarán determinados procesos y formas de acometer ciertos trabajos, no suponen un mayor riesgo, al igual que tener calculadoras, la máquina de vapor o el avión, o incluso la pólvora o la bomba atómica no ha supuesto una amenaza para la especie humana, al menos hasta el momento. 


			Sin embargo, si una solución de IA fuera capaz de resolver todas las tareas propias de un humano, pertenecería al grupo de la IA «general» (AGI, por las siglas de «artificial general intelligence», en inglés) y esto sí podría suponer un serio problema. ¿Por qué? Es fácil deducir que una solución de AGI no solo sería capaz de reemplazar por completo a un humano en cualquier campo, sino que también sería capaz de sustituirlo para pensar en cómo mejorar las propias soluciones de IA. El momento en que esto ocurra en el tiempo se conoce como la «singularidad» y constituye el punto en el que la IA evolucionará por sí misma, con independencia de la especie humana. El riesgo inherente que percibimos es que, quizás, la IA llegue a convertirse en la especie dominante sobre el planeta y, al igual que hemos hecho los humanos con el resto del ecosistema, someta a todos los seres «inferiores», incluidos nosotros. Es más, aunque desconocemos los motivos, la realidad es que el Homo sapiens es el único homínido que ha quedado vivo sobre el planeta. ¿Exterminó nuestra especie a quienes eran muy parecidos a nosotros para evitar una amenaza? ¿Tuvimos ese punto extra de inteligencia y de crueldad para hacerlo? ¿Ocurrió de manera natural? Sea como fuere, la situación entre los humanos y la AGI será muy similar y, por lo tanto, hasta cierto punto es razonable que exista el miedo a resultar exterminados como especie por esta. 


			Sin embargo, aunque algunas voces pronostican la llegada inminente de la AGI, para alcanzar la singularidad la IA no debería necesitar ser programada explícitamente para realizar una tarea inteligente. Debería poder sentir, interpretar, aprender, planificar, comprender y actuar por sí misma, lo que significa que la IA debería poder interpretar correctamente datos externos, aprender de estos datos y utilizar este aprendizaje para lograr objetivos y tareas específicas a través de una adaptación flexible y sin la intervención humana. Además, esto debería lograrse sin seguir unas reglas predeterminadas ni que existiera un observador evaluando los resultados de las acciones durante todo el proceso. Así, aunque en algunas aplicaciones experimentales se sigue avanzando en esta línea, las soluciones que vemos en el mercado, por muy avanzadas y complejas que nos parezcan, distan mucho aún de este punto. 


			A lo largo de este libro, se hará un recorrido sobre las técnicas y soluciones de IA, comenzando por las originales y más simples para continuar con las más complejas y acabar planteando los posibles escenarios a los que cualquier persona o empresa se enfrenta tanto en la actualidad como en un futuro más o menos próximo. 


			Comencemos, por tanto, viendo un poco de historia. 


			
	 

	 	
	 
   


			Capítulo 2 


			Un poco de historia 


			 


			La inteligencia artificial tiene sus orígenes totalmente vinculados al desarrollo del ordenador, en la primera mitad del siglo XX. Ya en 1936, el matemático Alan Turing propuso su modelo matemático de computación que sentó las bases teóricas para el desarrollo de los primeros ordenadores durante los años posteriores. Casi en paralelo, los neurofisiólogos W. McCulloch y W. Pitts construyeron el primer modelo de red neuronal, denominado en su honor «modelo M-P», en 1943. El modelo M-P es el primer modelo matemático que describe el funcionamiento de las neuronas, descubiertas a finales del siglo XIX por el español Santiago Ramón y Cajal, para procesar información. Algunos lo consideran la primera red neuronal artificial, aunque no dejaba de ser un modelo teórico sin otra utilidad que describir cómo funcionan las neuronas en la naturaleza. 


			En esa misma época, entre 1943 y 1945, durante la Segunda Guerra Mundial, el proyecto ENIAC (siglas de «Electronic Numerical Integrator and Computer», ordenador e integrador numérico electrónico) conseguía construir el primer ordenador de la historia en la Universidad de Pensilvania, en Estados Unidos, que fue bautizado con las mismas siglas. Aunque era poco más que una calculadora, permitía programar a gusto del usuario las secuencias de operaciones que se deseaba realizar sobre los datos de manera automática y esta especie de combinación de calculadora y autómata cambió el rumbo de la historia. 


			Muy poco después, en 1949, el psicólogo canadiense Donald Hebb propuso el mecanismo por el que las neuronas aprenden, denominado «la regla de Hebb» o la «teoría hebbiana». Establece que las neuronas aprenden por repetición de estímulos, es decir, cuantas más veces se repita un estímulo concreto, más fácil le resultará identificarlo y diferenciarlo de otros. Aunque en este punto de la historia el concepto «IA» no existía, estos avances científicos se consideran las raíces de la IA, pues, como se verá a continuación, los sistemas más avanzados tratan de replicar la estructura neuronal del cerebro para reproducir su comportamiento. 


			La década posterior, la de los años cincuenta, fue muy prolífica en aplicaciones más o menos imaginativas del ordenador, más allá del cálculo numérico. Así, en 1952, el científico de IBM Arthur Samuel desarrolló un programa para jugar a las damas que podía «aprender» de las partidas jugadas e indicar movimientos posteriores cada vez mejores. Lo hacía registrando las jugadas que mejoraban el resultado en comparación con las anteriores. Esto fue exportado posteriormente al juego del ajedrez, bastante más complejo, pues cada ficha cumple unas reglas de movimientos distintas y desempeña un papel estratégico mayor o menor dependiendo de muchos factores durante la partida. 


			Sin embargo, el término «IA» no se utilizó hasta 1956, cuando John McCarthy lo empleó en uno de sus artículos científicos. Por este motivo, ese es el año que muchos consideran como el del nacimiento de la IA, aunque, como se aprecia por un lado, ya había un caldo de cultivo antes y, por otro, no hubo una implementación práctica de determinadas soluciones hasta años después. En todo caso, ahí comienza lo que se conoce como la primera generación de IA. 


			 


			Primera generación de inteligencia artificial 
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			Figura 1.1. Las tres grandes etapas evolutivas de la inteligencia artificial. 


			 


			En 1957, el psicólogo estadounidense Frank Rosenblatt propuso un modelo matemático que imitaba el funcionamiento de una neurona y que se podía implementar electrónicamente, denominado «perceptrón». La ventaja del perceptrón es doble: además de ser muy sencillo en cuanto a formulación, se pueden encadenar varios perceptrones en una malla o red, al igual que se encuentran interconectadas las neuronas del cerebro, para crear lo que se denomina una «red neuronal». Así, el perceptrón es frecuentemente llamado «neurona artificial» y las redes construidas mediante tales neuronas artificiales se denominan «redes neuronales artificiales» o ANN (por las siglas de «artificial neural networks», en inglés). 


			Sin embargo, hasta 1960 no fue posible implementar el algoritmo del perceptrón en un sistema electrónico real (hardware), que fue denominado «Mark 1 Perceptron». Este sistema tenía un conjunto de perceptrones conectados a una cámara fotográfica rudimentaria y era capaz de dilucidar —con bastantes limitaciones— si se hacía una fotografía a un hombre o una mujer. No obstante, aunque esta experiencia primitiva de ANN captara la atención de algunos rotativos de la época y asombrara a muchos, la primera generación de IA no utilizó esta tecnología, imposible de desarrollar en la práctica con los medios disponibles para aplicaciones comerciales. El Ministerio de Defensa de Estados Unidos intentó, sin éxito, utilizar las primitivas ANN para lograr una traducción automática del ruso al inglés durante la Guerra Fría. En 1966, el comité designado para ello (ALPAC) declaró inviable conseguir la traducción automática entre ambos idiomas. Este varapalo y otros como el artículo publicado por Minsky y Papert en 1969 sobre las limitaciones del tipo de problemas que puede resolver el perceptrón o el «Informe Lighthill» publicado por el Consejo Británico de Investigación Científica (SRC), condujo al «primer invierno» de la IA, donde la financiación se redujo sustancialmente y el desánimo entre la comunidad científica internacional llevó a dejar prácticamente en hibernación los desarrollos sobre ANN hasta varias décadas después. 


			Mientras las ANN descansaban en el cajón, otra tecnología muy distinta, denominada «sistemas expertos», tomaba el relevo y conformaba la base de la primera generación de sistemas de IA. El primer sistema experto fue propuesto muy poco tiempo después de la anécdota del Mark 1 Perceptron por E.A. Feigenbaum, en la Universidad de Stanford. El sistema podría determinar la estructura molecular de compuestos químicos basándose en los resultados de análisis experimentales con el espectrómetro de masas. 


			En un sistema experto existe una persona experta que determina qué reglas debe vigilar y evaluar la máquina. Por ejemplo, supongamos que queremos un sistema experto para controlar el tren lanzadera que une las terminales T4 y T4S del aeropuerto de Madrid.1 Un experto propondría reglas del tipo: 


			 


			• El tren nunca puede sobrepasar los 60 km/h. 


			• Tanto al arrancar como al frenar debe hacerlo suavemente, aumentando o disminuyendo como máximo un 10 % la velocidad cada 5 segundos.


			• Si algún pasajero activa el botón de emergencia, hay que detener el tren de inmediato.


			• Al llegar a la estación hay que avanzar a 2 km/h hasta que las puertas del tren queden exactamente alineadas con las puertas del andén y, en ese momento, detenerlo.


			• Hay que esperar con las puertas abiertas un mínimo de 3 minutos.


			• Hay que vigilar con las células fotoeléctricas de las puertas que no hay ningún pasajero entrando o saliendo, antes de cerrarlas.


			• Hay que esperar 5 segundos después de haber cerrado las puertas antes de arrancar, para dejar tiempo al último pasajero a agarrarse a una barra o sentarse. 


			 


			Y así todas las reglas que un conductor experto de trenes nos pueda facilitar. Todo ello se añade a la «base de hechos» (fig. 1.2). Un programador informático, o más concretamente un analista informático, convertirá todas estas reglas humanamente explicadas en un algoritmo. Este algoritmo es denominado «motor de inferencia» y es capaz de sustituir al operador humano por completo. Finalmente, la última caja de la figura 1.2 representa la «base de conocimiento», es decir, lo único que ve el usuario del sistema: un programa de ordenador controlando el tren. Este programa normalmente utiliza comandos tipo «if... then...» («si ocurre... entonces haz...») y no es más que la «traducción» del algoritmo, que puede estar expresado en diagrama de flujo o cualquier otra herramienta utilizada para representar un razonamiento lógico, a un lenguaje de programación. 
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			Figura 1.2. Esquema de funcionamiento de un sistema experto. 


			 


			Volviendo al desarrollo de la historia, el estudio de la IA durante este primer periodo fue innovador y los resultados mostraron excelentes perspectivas, gracias a los sistemas expertos. Mientras tanto, es vital resaltar que el campo de la informática se desarrolló como un campo propio, pero a muchísima velocidad, gracias a las interesantes aplicaciones para la gestión de documentos e información que tienen los ordenadores. Esto resultaría esencial para, progresivamente, implementar teorías y algoritmos de IA cada vez más complejos. 


			De esta manera, sobre la base de los sistemas expertos, que como se ha descrito es bastante antigua y lleva implantada en numerosos procesos industriales, bancarios, etcétera, desde hace más de medio siglo, surgieron algunas variantes, como los sistemas de «lógica borrosa» y otros. Así, cuando en los años noventa, cuando ya los ordenadores comenzaron a demostrar bastante potencia de procesamiento (miles de millones de operaciones por segundo, incluso en los ordenadores domésticos), se pensó en simplificar la programación de los sistemas expertos añadiendo un mecanismo que automatizara el desarrollo del motor de inferencia. De esa manera sería posible desarrollar sistemas expertos mucho más complejos, con muchas más reglas y, sin embargo, con menos esfuerzo. ¿Cómo? En esencia, los sistemas de lógica borrosa utilizan funciones matemáticas como «funciones de activación» y manejan rangos de variables en lugar de números exactos, imitando la lógica humana. 


			Para entender mejor ambos conceptos, veamos un ejemplo en la siguiente tabla, donde se compara la lógica «tradicional» o «exacta» de un sistema experto y la que utilizan los sistemas de lógica borrosa: 


			 

         

  
    	
    	Sistemas expertos  

    	Lógica borrosa

  

  
    	Funciones de activación 

    	Abrir el grifo / Cerrar el grifo / Abrir el grifo al 20% 

    	Abrir el grifo muy poco / Abrir el grifo al máximo / Abrir el grifo a un poco menos de la mitad 

  

  
    	Valores de las variables 

    	Temperatura = 23ºC / Temperatura = 100ºC 

    	Aproximadamente a temperatura ambiente / Cuando entre en ebullición 

  




			 


			Tabla 1. Lógica «exacta» frente a lógica borrosa. 


			 


			Los sistemas de lógica borrosa permiten que una persona experta en el control de un sistema o situación pueda prácticamente «programar su conocimiento» cualitativamente para que un ordenador sea capaz de utilizarlo. En la actualidad son ampliamente utilizados en los electrodomésticos (lavadoras, lavavajillas, aires acondicionados, etcétera) para controlar las acciones necesarias «si hay poca o mucha ropa», «si hay mucha o poca humedad ambiental», «si la ropa está muy manchada», etcétera. 


			Sin embargo, aunque estos sistemas de primera generación de IA sigan fabricándose incluso en la actualidad, durante la década de los ochenta, la segunda generación de IA comenzó a gestarse. 


			 


			Segunda generación de inteligencia artificial:  Machine Learning 


			 


			En la figura 1.1 se mostraba el comienzo del denominado «machine learning» (ML), traducido como «aprendizaje automático», a comienzos de los años ochenta. Aunque es cierto que las tecnologías habilitadoras del ML comenzaron a ser propuestas a nivel teórico en ese momento, la falta de suficientes enfoques algorítmicos, la escasa disponibilidad de datos digitalizados sobre los que operar y la limitada potencia de los ordenadores de la época hizo que, a nivel práctico, las soluciones ML no llegaran a la esfera comercial hasta hace menos de una década. 


			Pero se puede afirmar que durante la década de los ochenta se produjo una reactivación de la investigación y el desarrollo de soluciones de IA. En 1982, John Hopfield presentó un nuevo modelo de red neuronal en la Academia Nacional de Ciencias de Estados Unidos. En 1986, J.R. Quinlan propuso el algoritmo del árbol de decisión y se publicó en la prestigiosa revista Nature un artículo sobre un fenómeno vital para el aprendizaje automático de las redes neuronales denominado «retropropagación» y, en 1987, se celebró la primera Conferencia Internacional del IEEE sobre redes neuronales, con 1.800 asistentes. No obstante, no fue hasta una década más tarde, en 1997, cuando el francés Yann LeCun introdujo las redes neuronales convolucionales, que veremos más adelante, sentando las bases para el desarrollo de la siguiente generación de tecnologías de IA, de «aprendizaje profundo» o «deep learning» (DL), en inglés. 


			Volviendo al desarrollo de las tecnologías de ML, estos sistemas utilizan ejemplos para «aprender» las reglas que deben aplicar. A diferencia de los sistemas expertos de primera generación, en ML no es necesario que un experto postule las reglas que la máquina debe seguir, sino que esta es capaz de construirlas solamente identificando la relación entre ejemplos y resultados, con cierta ayuda de una persona que indique a la máquina cuándo ha identificado correctamente el dato de ejemplo y cuándo no. En definitiva, los sistemas ML imitan bastante bien la forma en que los animales y los seres humanos aprendemos a lo largo de nuestra vida. 


			El uso de ML es mucho más eficaz que los sistemas expertos en los siguientes aspectos: 


			 


			• En primer lugar, el aprendizaje automático es bueno para aprender a partir de cantidades enormes de datos estructurados. En estas circunstancias, una persona puede tardar muchísimo tiempo en procesar tantos datos para extraer conclusiones y así convertirse en un experto capaz de dictar las reglas oportunas.


			• En segundo lugar, los sistemas ML tienen la capacidad de «generalizar», después de haber procesado un gran número de ejemplos. Esto quiere decir que, si reciben un dato de entrada que nadie había considerado antes, darán una salida, generalizando las reglas que ellos mismos han generado internamente. En un sistema experto, por el contrario, si el dato de entrada no está dentro del rango o tipo que el experto ha determinado, la salida podría ser totalmente inesperada y provocar resultados desastrosos.1


			• En tercer lugar, algunos sistemas ML pueden ser diseñados para que cada nuevo dato procesado sirva para continuar «entrenando» el sistema, mejorando su rendimiento continuamente. 


			 


			Para ilustrar el funcionamiento de los sistemas ML, en la literatura se suele poner como ejemplo un sistema capaz de analizar fotografías de perros y gatos y de decir si lo que aparece en una foto concreta es un perro o un gato. Para ello, el sistema es «entrenado» con cientos o miles de fotografías. Cada vez que se le facilita una de estas fotografías, se le indica (lo hace un humano añadiendo una etiqueta a la fotografía) si se trata de un perro o un gato. Aunque parezca increíble, después de tantas observaciones, si le enseñamos una fotografía que nunca ha procesado, el sistema de ML será capaz de predecir con bastante precisión si se trata de un perro o un gato (siempre que no le enseñemos otra cosa, como un tigre o un elefante).1 


			Pero ¿cómo funciona un sistema semejante? Aunque resulte sorprendente, estos sistemas se basan en el funcionamiento de las neuronas cerebrales, como la representada en la figura 1.3. 


			Una neurona es una célula bastante extraña, deforme, con unas terminaciones a su alrededor denominadas «dendritas» y una única terminación muy larga denominada «axón». Las dendritas son sensores eléctricos, capaces de recibir pulsos eléctricos, mientras que el axón es un sistema que da descargas eléctricas cuando la célula se lo indica. En el centro de la célula (el «soma») existen unos conductos que conectan cada dendrita con el axón, cuando la célula nace, y que se van deformando (volviéndose más grandes o pequeños, incluso hasta desaparecer por completo y cortar la comunicación eléctrica) a lo largo de la vida. Se estima que tenemos en nuestro cerebro unos cien mil millones de neuronas, que se encuentran conectadas en grupos y capas. Así, el axón de cada neurona está conectado a una dendrita de otras neuronas, formando una «red neuronal».1 
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			Figura 1.3. Esquema de una neuona cerebral. 


			 



	   Desde que nuestro cerebro comienza a tener actividad (electricidad), lo que ocurre bastante antes de nacer, nuestras neuronas comienzan a recibir estímulos (pulsos eléctricos) e internamente unas van estimulando a otras. Cada vez que una dendrita recibe un pulso eléctrico, el tubo que la conecta con el axón de la neurona se ensancha un poco. Si una dendrita no recibe un pulso eléctrico durante mucho tiempo (o incluso nunca), su tubo termina por romperse y desaparecer. Así, cada uno de nosotros somos únicos cerebralmente hablando, pues la configuración de nuestras neuronas es el resultado de todos los estímulos (y un pensamiento también es un estímulo para las capas internas de neuronas) de nuestra vida, incluso desde bastante antes de nacer. 


			Comprendido esto, las frases populares que afirman que «solo usamos el 10% de nuestro cerebro» o que «a los quince años se han muerto más de la mitad de nuestras neuronas» tienen cierta parte de verdad, aunque la realidad no podría ser de otra manera: si nuestras neuronas no se configuraran, lo cual implica la muerte —desaparición— de algunas conexiones y el fortalecimiento de otras, no solo no seríamos más inteligentes, sino que no seríamos capaces de pensar ni de sobrevivir. Es decir, la muerte y «amputación» de un porcentaje de nuestras neuronas es algo connatural al proceso de desarrollo de nuestras capacidades intelectuales. 


			Volviendo a los sistemas ML y su relación con las neuronas, es fundamental conocer que gran parte de los sistemas de ML se basan en neuronas artificiales, que se denominan «perceptrones». El perceptrón no es más que un modelo matemático del funcionamiento de una neurona, tal como ya se ha mencionado antes, y está representado en la figura 1.4. 
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			Figura 1.4. Modelo matemático del perceptrón o neurona artificial.  


			 


			En la figura vemos cómo hay N entradas (x1 a xN) que representan las dendritas, con sus correspondientes «tubos» que ponderan la señal recibida de cada entrada según su «anchura» (w1 a wN). Todas estas señales se superponen —se suman— y salen por el axón (y), sumándosele también un valor fijo o «bias» (b). El bias no tiene mayor importancia y solamente se utiliza para ajustar el rango de los valores de la salida, si fuera necesario. Esta estructura del perceptrón también puede ser representada como una función matemática, incluyendo todo lo anterior, aunque resulta menos visual:
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			Figura 1.5. Función matemática del perceptrón. 


			 


			En esta función se ha añadido la función de activación que ya mencionamos para los sistemas borrosos, identificada con la letra sigma minúscula (s). La función de activación es un concepto un tanto complejo, que veremos solo superficialmente, pues su comprensión no aporta en sí mucho para entender los sistemas de ML, más allá de las conclusiones que mencionaremos a continuación. 


			La función de activación se encarga de «modular» la respuesta de la neurona una vez realizada la superposición de todas las entradas procedentes de las dendritas, con sus respectivos pesos. En la figura 1.6 se muestran los tipos de funciones de activación más comunes. Comenzando desde la izquierda se muestra: 


			 


			• La función escalón o interruptor, que convierte la salida de la neurona en «todo/ON» si el valor de salida (y) supera cierto umbral o «nada/OFF» si no lo supera.


			• La función lineal, que simplemente puede añadir un multiplicador/reductor para ampliar o reducir el rango de la salida.


			• La logarítmica. Tiene gran interés porque todos nuestros sentidos (vista, gusto, olfato, tacto, oído) funcionan de manera logarítmica (de ahí que las escalas de decibelios, dB, y de luxes, por ejemplo, sean logarítmicas). Utilizando esta función estaríamos imitando al máximo la respuesta de una neurona real. El problema es que la función logaritmo requiere una gran cantidad de carga computacional en los ordenadores, por lo que no es utilizada en la práctica y solo en experimentos de laboratorio muy específicos.


			• La función lineal rectificada (ReLU) es muy utilizada y es mitad función escalón, mitad función lineal. ¿Por qué? Porque la función escalón es tan simple (la salida solo puede ser binaria) que es muy complicado construir sistemas «muy inteligentes» con ella, mientras que la función lineal, que puede ofrecer infinitos valores y es muy sencilla de implementar (solo un multiplicador, es decir, multiplicar un número por otro), es infinita en ambos extremos, lo que puede dar lugar a lo que se denominan sistemas «subamortiguados», que son totalmente inestables.1 Aunque la justificación queda fuera del alcance de este libro, una forma de evitar este fenómeno es poner la salida a cero por debajo de un umbral. 
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			Figura 1.6. Tipos de función de activación de neuronas más frecuentes. 


			 


			Sin embargo, una neurona sola, al igual que en el mundo real, puede hacer bastante poca cosa. El perceptrón se ha utilizado en el laboratorio como clasificador, tal como muestra la figura 1.7, pero poco más puede hacer. Como se observa en la figura, es capaz de trazar una raya para identificar objetos «negros» en la parte superior y «grises» en la inferior con bastante precisión simplemente conociendo los valores de sus características «X» e «Y» (representadas en ambos ejes). 
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			Figura 1.7. Resultado del uso de un perceptrón como clasificador de dos entradas (ejes X e Y). 


			 



	   Para que un sistema de ML tenga alguna utilidad práctica, es necesario que incorpore un número suficiente de neuronas, normalmente mayor de diez, como el que se ha representado en la figura 1.8. Es lo que se denomina una «red neuronal». 
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			Figura 1.8. Red neuronal con cuatro capas de neuronas interconectadas (10 neuronas en total más un bias por capa para ajustar las salidas a los rangos de entrada de la siguiente capa). 


			 


			Con este tipo de estructuras es posible realizar, siguiendo el ejemplo anterior, una clasificación mucho más compleja y precisa, como las que aparecen en negro y en blanco en la figura 1.9. 


			Aunque se verá más adelante en un capítulo específico, esta figura ilustra uno de los problemas que pueden presentar las redes neuronales, el denominado «sobreajuste» a los datos del entrenamiento. Como se aprecia, mientras la línea negra ofrece una solución más o menos sencilla para diferenciar los puntos negros y blancos, aunque no los clasifica todos correctamente al 100 % (pensemos, por ejemplo, que los puntos negros representan personas con riesgo cardiovascular y que en los ejes X e Y se representan su edad y peso, respectivamente). Por otra parte, la línea clara es una red neuronal «sobreajustada», es decir, separa perfectamente todos los puntos blancos y negros, dejando el 100 % de los blancos a un lado y el 100 % de los negros al otro... Pero solo los que ya «ha visto», es decir, los utilizados para entrenarla. ¿Sucederá lo mismo con los futuros? Siguiendo el ejemplo anterior, posiblemente la correlación entre las variables peso y edad para determinar el riesgo cardiovascular no sea una curva tan «rocambolesca» y, a la larga, en experimentos posteriores, ofrezca más fiabilidad la línea negra que la clara. Sin embargo, esto es algo que nos sugiere nuestro sentido común, nada más. 
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			Figura 1.9. Ejemplos de clasificación obtenidas con redes neuronales (líneas clara y negra). 


			 



	   ¿Qué quiere decir todo esto? Pues que los sistemas de ML dependen en gran parte de cómo sean entrenados. Exactamente igual que en nuestra vida, si nos entrenamos por ejemplo para jugar en un solo campo de golf, es posible que batamos en él todos los récords, pero muy probablemente nuestro rendimiento va a ser bastante mediocre en otros campos. Como vemos, en ML el diseño y ajuste de los sistemas es todavía una tarea de artesanía. Aunque los sistemas sean capaces de observar y directamente construir reglas para actuar, aún hay mucho por recorrer en cuanto a cómo construimos estos sistemas, qué y cuántos datos utilizamos para entrenarlos, etcétera. 


			Debemos saber también que las redes neuronales no trabajan solo con dos variables de entrada (representación 2D de la fig. 1.9). También pueden trabajar con tres variables (fig. 1.10) y con cientos, miles o millones... Aunque ahí ya entraríamos en la tercera era —el deep learning— y no debemos adelantarnos. 


			 



			[image: ]


			 



			Figura 1.10. Ejemplo de representación de función con tres variables (3D). 


			 


			Antes de ello es importante resaltar que una de las claves del auge de esta segunda generación de sistemas de IA basados en ML fue la gran cantidad, continuamente creciente, de datos digitalizados que ya existían, fruto del desarrollo e implantación del ordenador personal en muchísimos puestos de trabajo, laboratorios, universidades e incluso hogares. Esto es así porque para que los sistemas de ML consigan una ratio de acierto o precisión elevados deben ser entrenados con miles, cientos de miles, o millones de ejemplos. 


			De esta forma, durante este periodo se genera una dinámica entre los centros de investigación animando a producir y compartir con la comunidad científica nuevos conjuntos de datos útiles y de calidad, creados en escenarios típicos y prácticos con el mero propósito de entrenar sistemas de ML. Los investigadores dedican esfuerzos a diseñar y llevar a cabo experimentos para recopilar datos del mundo real y, en este proceso, los tipos de variables y cómo se miden los datos constituyen parte de los aportes que permitieron disponer de grandes bases de datos etiquetados, para servir como entrenamiento para sistemas de ML experimentales, como la base de datos pública de imágenes ImageNet. Además, la disponibilidad de conjuntos de datos («datasets», en inglés) públicamente sirvieron para incentivar nuevos retos que se pudieran resolver con la IA y comparar el rendimiento de los distintos algoritmos en distintos escenarios y ante ciertos tipos de datos. 


			 


			Tercera generación de inteligencia artificial:  Deep Learning 


			 


			Los algoritmos de «deep learning» (DL), o aprendizaje profundo, literalmente, fueron propuestos hace bastante tiempo. De hecho, ya en los años noventa existían modelos, aunque solamente fueron tratados de manera experimental en el laboratorio, pues su aplicación generalizada resultaba imposible por la falta de capacidad de procesamiento de los ordenadores de la época. 


			El DL puede considerarse una evolución del ML que utiliza redes neuronales con múltiples capas y un elevado número de neuronas para incrementar considerablemente la capacidad de entender estímulos más complejos y generar reglas más abstractas. Un esquema de red neuronal DL sencilla se muestra en la figura 1.11. 
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			Figura 1.11. Esquema de red neuronal DL con cinco capas. 


			 


			Como puede verse, el aprendizaje profundo (DL) no es más que la extensión del aprendizaje automático (ML) mediante el empleo de un número mucho mayor de neuronas. Esto implica dos retos importantes, que se encuentran en continua experimentación e investigación actualmente: 


			 


			• Cada neurona que se añade a una red neuronal implica un aumento exponencial de las necesidades de cómputo. La disponibilidad de ordenadores y sistemas específicos, a pesar de que estos sean cada vez más potentes, es un freno para el desarrollo y adopción del DL. En busca de mayor potencia, por ejemplo, los chips de Apple incorporados en los iPhones, iPads y ahora en los ordenadores Mac incluyen ya un procesador específico para ejecutar algoritmos de redes neuronales.


			• Al aumentar el número de neuronas y de capas se abre un campo relacionado con la topología o arquitectura de la red neuronal: qué diseño de red es mejor para resolver un determinado problema. A pesar de la intensa actividad investigadora y experimental que actualmente existe en este campo, la realidad es que la mayoría de las soluciones y de los métodos disponibles para diseñar aplicaciones de DL son más o menos artesanales y están basados en éxitos pasados. 


			 


			A pesar de ello, las redes neuronales DL pueden identificar relaciones complejas (técnicamente denominadas «no lineales») entre las entradas y las salidas frente a las estructuras ML más simples, incluso contando con el mismo número de neuronas (aunque, lógicamente, dispuestas en más capas). Otra capacidad del DL, que veremos más adelante, es la de disponer de redes neuronales con la capacidad de identificar y agrupar patrones —lo que se denomina «clustering», en inglés— sin la supervisión de un humano. 


			Otro dato curioso sobre las arquitecturas DL es que los datos de entrada pueden ser de cualquier tipo, siempre que estén codificados correctamente, como, por ejemplo, una imagen, un vídeo, una grabación de sonido, textos o las lecturas de varios sensores. Gracias a esta versatilidad, los principales campos de aplicación del DL incluyen la visión por ordenador, el reconocimiento de patrones, la robótica, la automatización de tareas y procesos de todo tipo, el procesamiento del lenguaje natural («natural language processing», en inglés, o NLP), el descubrimiento de nuevo conocimiento, la extracción de información de un grupo muy numeroso de datos, la ayuda en la estrategia y toma de decisiones y otros. 


			Como se puede comprobar, DL tiene la capacidad de conseguir una IA realmente avanzada, teóricamente ilimitada y, por consiguiente, muy superior a la humana en el futuro. Esto hace que sea considerado por muchos autores como el comienzo de la «cuarta revolución industrial». Sin embargo, estimo que esta asunción es inconsistente y ha dado lugar a numerosas confusiones en la literatura, teniendo en cuenta lo que se consideran las «revoluciones industriales» previas: 


			 


			• La primera revolución industrial, o revolución industrial a secas, se asocia a la generalización del uso de la máquina de vapor para sustituir los trabajos manuales en fábricas, en el siglo XIX.


			• La segunda revolución industrial se asocia al descubrimiento de la corriente eléctrica y sus aplicaciones prácticas, a principios del siglo XX.


			• La tercera revolución industrial se vincula al uso generalizado del ordenador en procesos de negocio y se podría situar en la década de los cincuenta o sesenta del siglo pasado. 


			 


			De tal forma, asociar la cuarta revolución industrial al auge de la IA implica pasar por alto los cambios introducidos por el despliegue global de internet, las tecnologías móviles, la digitalización de la sociedad, y otros aspectos. En realidad, es la combinación de la IA con otras tecnologías como el «big data», la nube, las redes de comunicaciones móviles y el internet de las cosas lo que está cambiando radicalmente nuestra vida cotidiana, haciendo posibles los vehículos autónomos, los asistentes de voz o las entregas con drones, por ejemplo. Además, el uso del adjetivo «industrial» reduce el verdadero alcance de las transformaciones que aporta la IA, mucho más ligada a una revolución social, de pensamiento y, quizás, espiritual o filosófica del sentido de la existencia humana. 


			
	 

	 	
	 
   


			Capítulo 3 


			Inteligencia artificial genérica y específica 


			 


			Al igual que la inteligencia humana se suele clasificar en distintos tipos, como inteligencia espacial, emocional, musical, matemática, lógica, etcétera, la IA se clasifica, según la literatura científica, en dos grandes grupos: 


			 


			• IA específica, débil o estrecha («artificial narrow intelligence», en inglés, o ANI), a la que pertenecen todas las soluciones y aplicaciones actuales, orientadas a resolver tareas concretas, aunque estas puedan ser muy complejas.


			• IA genérica o general («artificial general intelligence», en inglés, o AGI): aunque teóricamente se ha definido como aquella IA capaz de pensar y razonar como una persona, con la capacidad de plantearse las cuestiones necesarias para resolver problemas complejos e, incluso, tener conciencia de sí misma, su implementación práctica no existe hasta la fecha y el momento en que seamos capaces de construir un sistema así se ha denominado «la singularidad». 


			 


			Centrándonos en las tecnologías y las soluciones que tenemos actualmente, aunque el adjetivo «débil» pueda sugerir una limitación, debemos saber que la ANI proporciona aplicaciones tan potentes como el cálculo optimizado de rutas, considerando el ahorro de combustible, el tiempo e incluso el tráfico o incidentes en las carreteras, el pago mediante huella dactilar o reconocimiento de los rasgos faciales en el móvil, las búsquedas optimizadas por internet, la conducción autónoma de vehículos, y muchísimas más. 


			Es importante remarcar que todas las soluciones de IA tratan de encontrar una solución «aceptable» a un problema, no necesariamente la óptima. Al fundamentarse en procesos de aprendizaje basados en ejemplos, el nivel de calidad (o error, según se mida) de las respuestas de una solución de IA dependerá de muchos factores, entre ellos el número de muestras analizadas, la eficacia de la arquitectura y algoritmos elegidos, etcétera. Por eso se dice que los sistemas de IA realizan un análisis «heurístico» de los problemas para encontrar la solución, es decir, basado en la investigación, la prueba, el ensayo y error y técnicas distintas al análisis matemático o la lógica formal. 


			Este ha sido el motivo por el que sistemas críticos, como el control de una central nuclear, la monitorización de constantes vitales en una UCI, la navegación en piloto automático de un avión y otras, han quedado tradicionalmente fuera del campo de aplicación de la IA. Por el contrario, en el ámbito de la automatización de tareas orientadas al tratamiento de la información sí que se han desarrollado multitud de aplicaciones de IA, como chatbots para la atención al cliente, análisis de datos y productos bancarios, gestión de tarifas de aerolíneas y hoteles y muchas otras más. También se están desarrollando continuamente nuevas aplicaciones de ANI para todos los sectores, destacando educación, transportes, sanidad, servicios públicos, el comercio minorista y otros. Se dedica un capítulo completo del libro a revisar las más interesantes de cada uno. 


			En cambio, la ANI resulta insuficiente para tareas muy complejas como la optimización de los procesos en una planta industrial vinculándola también a la toma de decisiones estratégicas de la empresa. Por ejemplo, ¿se debe acelerar la producción de dulces en una cadena de fabricación de pastas de té a costa de reducir la calidad estética o incrementar el consumo eléctrico de los hornos si se prevé un mayor número de pedidos de manera puntual? ¿Cómo hacer esto manteniendo el control y asegurando que alcanzamos la demanda deseada sin producir un stock excesivo? El principal reto en este tipo de tareas de tan alto nivel reside en conectar factores objetivos, como la ingeniería asociada a un proceso industrial, determinada por las leyes físicas, con la experiencia humana y factores socioeconómicos, que son factores subjetivos. Lamentablemente, las soluciones de ANI actuales no son capaces de resolver este tipo de cuestiones y solamente pueden ser aplicadas parcialmente para conseguir un resultado que no es óptimo a una parte del problema. 


			Se puede decir que las ANI se limitan a resolver problemas concretos y a extraer resultados directos de los datos, pero son incapaces de plantearse problemas y hacerse preguntas. En definitiva, las ANI necesitan que una persona defina los problemas que deben solucionar y diseñen la solución de IA específica para resolver cada uno de ellos. 


			 


			Sistemas autónomos 


			 


			Aunque la ANI tenga sus limitaciones, hay un subgrupo de este tipo de soluciones de IA que merece especial atención por sus sorprendentes capacidades. Se trata de los sistemas autónomos, y podrían ser el primer paso hacia la AGI. Un sistema autónomo es un grupo de componentes o módulos que forman un todo unificado con la capacidad de interactuar independientemente con el entorno para cumplir una función. Dos ejemplos típicos de sistemas autónomos son los vehículos sin conductor y los drones autónomos. 


			Los sistemas autónomos son capaces de percibir el entorno y medir determinadas variables de este en tiempo real para hacer los análisis y cálculos adecuados y así elaborar planes y tomar decisiones o realizar acciones, todo sin que exista ningún operador humano ni al mando ni supervisando el sistema. Por supuesto, estos sistemas utilizan soluciones de IA para llevar a cabo estas tareas, acudiendo al aprendizaje automático (ML) y la resolución de problemas exactamente como lo haría una persona. 


			Para evolucionar, los sistemas autónomos necesitan aprender con datos y situaciones nuevas y, dependiendo de la complejidad de la tarea, serán bastante «torpes» al principio, mientras el entrenamiento no haya sido suficientemente exhaustivo. Sin embargo, conforme son entrenados a lo largo del tiempo, pueden llegar a ofrecer un comportamiento mejor y más fiabilidad que un operador humano, gracias al fenómeno de la economía de escala: imaginemos, por ejemplo, cómo el sistema de navegación de Tesla para coches autónomos va registrando el comportamiento de todos los conductores de Tesla en el mundo y entrenándose con estos datos. Sería como si hubiera un copiloto omnipresente sentado al lado de todos los que conducen un Tesla, todo el tiempo que esas personas pasan al volante en su vida cotidiana. Tesla combina todo ese entrenamiento para mejorar su sistema de IA para conducción autónoma y, lógicamente, es imposible para ningún conductor humano acumular tantos miles de millones de horas de entrenamiento, aunque viviera siglos y pasara toda su vida al volante, sin comer ni dormir. La combinación de todos los datos disponibles para entrenar un sistema de IA —cosa que se hace gracias a soluciones en la nube proporcionadas por una conectividad permanente a internet, entre otras cosas— es fundamental para conseguir esta explosión de capacidad y destrezas de los sistemas autónomos y de la IA en general. 


			No obstante, dada la relativa novedad de estos sistemas y la falta de experiencia que todavía tenemos con ellos, es habitual que ofrezcan un mecanismo para que una persona tome el control en situaciones de emergencia. Esto no siempre es fácil, sobre todo en entornos extremos, como la exploración del espacio y de las profundidades marinas o la conducción de vehículos a alta velocidad. En estas circunstancias, el propio retardo que introduce el canal de comunicación —internet— hace muy difícil que una persona pueda controlar el sistema en remoto. Por este motivo, un campo de estudio muy activo en la actualidad es el de dotar de capacidades de «autodiagnóstico» y «autorrestauración» a los sistemas autónomos, para que sean capaces de detectar automáticamente una situación de emergencia o imprevista y actuar con un protocolo de emergencia adecuado. 


			En línea con lo anterior, el aprendizaje automático es crucial para poder conseguir un sistema autónomo. De otra manera, sería imposible «programar» todos los posibles escenarios mediante un sistema experto u otra solución, básicamente porque siempre habrá posibles escenarios de la vida real que nos resulten desconocidos en el momento de hacer esa programación, pues ocurrirán en el futuro. 


			La capacidad de aprendizaje del sistema autónomo determinará cómo evoluciona este a largo plazo. ¿Y cómo aprende un sistema autónomo dotado con IA? Pues igual que las personas: por ensayo y error (aprendizaje de refuerzo), imitando lo que hace alguien que sabe (aprendizaje por imitación), reaccionando a una adversidad (aprendizaje por confrontación), recibiendo instrucciones de un instructor o entrenador (aprendizaje por transferencia), e incluso probando nuevas técnicas e ideas «fuera de la caja» (aprendizaje heurístico). Aunque algunas de estas técnicas son aún experimentales y están en una fase bastante embrionaria, es importante saber que se está investigando muy activamente en ellas para tratar de alcanzar la AGI, es decir, una IA con una capacidad intelectual igual a la de las personas. 


			Sin embargo, al contrario que las personas y los animales, la mayoría de los sistemas autónomos diseñados tienen conjuntos de funcionalidades finitas, que normalmente no se pueden ampliar una vez construidos. Como se verá más adelante en un capítulo dedicado a los tipos de aprendizaje de los sistemas ML y DL, es posible conseguir sistemas de IA capaces de «autoentrenarse», es decir, que no necesiten de una persona que supervise el proceso de entrenamiento. También puede haber sistemas que se entrenan durante un periodo de tiempo con unos datos o escenarios de prueba y después ya no aprenden más, mientras que otros son capaces de continuar aprendiendo durante toda su vida, a la vez que van desempeñando las tareas para las que fueron entrenados. Estos se denominan sistemas con «aprendizaje permanente». 


			No se debe confundir un «sistema autónomo» con un sistema de IA con «aprendizaje autónomo». Podemos tener un sistema autónomo que ha sido entrenado mediante un proceso de entrenamiento supervisado por un humano previamente y, después, ya no aprende nada nuevo, solo ejecuta las tareas con lo que aprendió. 


			
	 

	 	
	 
   


			Capítulo 4 


			Capacidades de la inteligencia artificial 


			 


			Las personas y los ordenadores estamos preparados inherentemente para diferentes tipos de tareas. Mientras calcular la raíz cúbica de un número grande es una tarea muy sencilla para un ordenador, e incluso una calculadora, es extremadamente compleja para nosotros. En cambio, algo como reconocer objetos en una imagen o identificar quién es una persona por los rasgos de su cara es bastante sencillo para una persona, pero bastante complejo e incluso imposible durante mucho tiempo para los ordenadores. Esto es así porque, mientras que nuestro cerebro está diseñado para aprender, los ordenadores y equipos electrónicos similares, como las calculadoras, fueron diseñados con una arquitectura orientada a resolver cálculos matemáticos y lógicos (sumas, restas, multiplicaciones, divisiones, comparaciones entre números, etcétera). 


			Sin embargo, en los últimos años el aprendizaje profundo (DL) ha demostrado una precisión en algunas de estas tareas complejas que incluso supera la de un ser humano. En la actualidad, ya somos bastante conscientes del poder de la IA. Si nos trasladamos a un pasado bastante reciente, entre 2016 y 2017, la empresa DeepMind, adquirida por Google, desarrolló un software de IA denominado «AlphaGo», que utiliza una red neuronal DL de 40 capas y que fue utilizado para desafiar a jugadores profesionales del famoso y milenario juego chino go. Derrotó a más de 60 maestros humanos, incluidos el campeón mundial de go Lee Sedol y el jugador mejor clasificado del mundo ese año, Ke Jie. Poco después, DeepMind construyó un nuevo sistema de IA llamado «AlphaGo Zero», que era completamente autodidacta y comenzaba a jugar contra sí mismo desde cero, sin información alguna de los registros de juego de los humanos. Tal sistema superó miles de años de conocimiento humano y descubrió estrategias totalmente nuevas para los humanos en muy pocos días, demostrando que la IA puede alcanzar velocidades de aprendizaje inimaginables para el hombre. 


			De hecho, la evolución en IA está siendo tan rápida, gracias a la capacidad de aprendizaje acelerado que tienen los sistemas de DL, que los resultados más recientes muestran que estos pueden llegar a superar de largo el rendimiento humano en tareas relacionadas con el reconocimiento de imágenes, la traducción simultánea de idiomas, o el análisis semántico de documentos que no habrían sido siquiera considerados probables por la mayoría de los expertos hace tan solo una década. 


			Sin embargo, hay una máxima que dice que si se puede construir un sistema basado en reglas —sistema experto— sin necesidad de recurrir al ML o DL, es mejor hacerlo. ¿Por qué? La respuesta es simple: los sistemas de aprendizaje automático requieren bastantes más recursos materiales y tiempo para ser entrenados y, además, ofrecerán un rendimiento «razonablemente» bueno, pero casi nunca exacto. Actuarán de la misma manera que una persona que aprende una destreza: lo harán lo mejor posible con la información y experiencia que han tenido hasta el momento. Por contraposición, las reglas de los sistemas expertos, aunque hayan sido definidas por un experto que pueda tener un conocimiento limitado, son reglas matemáticas, es decir, exactas. Así, si el problema se puede resolver realizando simplemente unas cuantas operaciones matemáticas y comparaciones lógicas (del tipo: «haz esto si el dato es menor que este otro»), es mejor implementar tales fórmulas y no derrochar recursos en crear un sistema de ML o DL. 


			Es más, los sistemas DL ganan rendimiento conforme se aumenta el número de capas de neuronas y el número de neuronas en la red, exactamente igual que ocurre con el cerebro animal en la naturaleza. Dado lo costoso que resulta diseñar, construir y entrenar estas redes neuronales artificiales (ANN, por sus siglas en inglés), conviene reservarlas realmente para tareas complejas. Además, existe un problema añadido al diseño de sistemas DL: se basan en «imitar» el comportamiento y la estructura neuronal del cerebro, pero... aún tenemos bastante poca idea de cómo funciona este. En los pocos casos en los que sí se comprende hasta cierto grado la estructura cerebral, se han logrado avances significativos en DL mediante la replicación de estas estructuras. Un ejemplo clásico fue la creación de redes neuronales «convolucionales» para el reconocimiento de imágenes. Esta arquitectura se inspira en los experimentos de Hubel y Wiesel durante 1959 para averiguar cómo están organizadas e interconectadas las neuronas en la corteza visual del gato. Los resultados de este experimento dieron lugar a un modelo de ANN denominado «neocognitrón» en 1979 y, de ahí, con ciertas variaciones, se propusieron las redes neuronales convolucionales, durante los años noventa, aunque la primera aplicación práctica de utilidad para identificar objetos en imágenes no se implementó hasta 2012. 


			De todas formas, la neurobiología, es decir, la rama de la biología que estudia las células del sistema nervioso y su organización para conocer el funcionamiento del cerebro en relación con el procesamiento de los pensamientos y el comportamiento, es una ciencia que todavía se encuentra en sus inicios y solo se conoce cómo funciona realmente el cerebro de una manera muy limitada. Por lo tanto, es de esperar que este primer éxito de las redes neuronales convolucionales, inspirado biológicamente, podría dar lugar a nuevos descubrimientos y avances en el DL, a medida que aprendamos más sobre cómo funciona el cerebro humano. Adicionalmente, las ANN tienen algunas ventajas a priori sobre las redes neuronales biológicas (el cerebro animal): 


			 


			• Pueden ser implementadas con un mayor nivel de abstracción para expresar conocimientos o conceptos sobre determinados dominios semánticos de datos, mediante un diseño adaptado. Por ejemplo, podemos hacer que sus neuronas de entrada reciban directamente como datos a procesar una fecha de nacimiento, un texto extraído de un libro, etcétera. En el cerebro animal, las neuronas solo pueden recibir datos del exterior a través de los cinco sentidos y todos los datos complejos —por ejemplo, cuando leemos un texto— deben ser procesados por otras partes del cerebro, reduciendo su eficacia y rapidez de proceso.


			• Las ANN permiten, de una forma sencilla, ajustar la complejidad de un modelo simplemente agregando o eliminando neuronas de la arquitectura, según la disponibilidad de datos de entrenamiento o la potencia computacional. Las redes neuronales biológicas cuentan con un número determinado de neuronas y, aunque se ha demostrado recientemente que pueden generarse nuevas neuronas en el cerebro, este proceso requiere de bastantes días o meses.


			• Por último, el hecho de operar directamente sobre datos digitalizados hace que las ANN puedan ser entrenadas con muchísima más facilidad y rapidez que las biológicas, que, como se ha dicho, deben experimentar nuevos estímulos a través de los cinco sentidos, lo que es mucho más lento y poco eficiente. De esta manera, una ANN puede aprender a una velocidad miles o millones de veces más rápido que un cerebro biológico. 


			 


			De hecho, gran parte del éxito reciente de las ANN, y por ende de la IA, se explica por la mayor disponibilidad de datos digitalizados, además del poder computacional de los ordenadores recientes. Mientras los algoritmos tradicionales de ML exigían ciertos conocimientos previos para diseñar los modelos (variables, arquitectura, funciones, etcétera), la ingente cantidad de datos digitalizados disponibles actualmente reduce estos requisitos en favor de los sistemas DL que pueden «autoentrenarse», es decir, no necesitan a un experto en ANN diseñando y configurando la «mejor» arquitectura para resolver un problema: la ANN, al igual que el cerebro humano, se «autoconfigura». 


			No obstante, el rendimiento de los algoritmos de ML tradicionales sigue siendo mejor en los casos de conjuntos de datos más reducidos y cuando existe una mayor facilidad de interpretación del modelo y el conocimiento para definir manualmente características específicas. Cuando se tienen datos limitados, resulta muy eficaz utilizar varios modelos o algoritmos de ML paralelamente y elegir manualmente el mejor resultado de todos ellos. 


			 


			¿Por qué tenemos inteligencia artificial ahora y no antes? 


			 


			Debido a la necesidad que tienen los sistemas DL de conjuntos de datos muy grandes, el auge de la IA ha venido ligado al desarrollo del «big data». Resumiendo al máximo, pues no es el objeto de este libro, se puede decir que el big data es una disciplina que estudia el tratamiento de un gran volumen de datos de distinta naturaleza a gran velocidad. El ejemplo clásico son las redes sociales, donde una cantidad descomunal de datos (texto, imágenes, vídeos, etcétera) son generados y necesitan ser procesados prácticamente en tiempo real. Hay que destacar que la era del big data es posible gracias a los avances en la digitalización de los datos. Prácticamente todo lo que hacemos a diario y muchas variables más, como el tráfico, los datos ambientales, el funcionamiento de los vehículos o el transporte público, se recopila y almacena en forma digital en algún lugar. Y cuantos más datos haya disponibles, más fácil y práctico resulta entrenar sistemas de DL con ellos para resolver problemas o realizar tareas. 


			Un segundo impulsor de la IA ha sido, aunque a priori pareciera que no existe relación directa, el auge de las criptomonedas como el bitcoin, basadas en la tecnología blockchain. Esta tecnología requiere realizar millones de operaciones aritméticas sencillas por segundo para formalizar y registrar fehacientemente las transacciones, entre otras cosas, lo que ha provocado un crecimiento de la industria de los semiconductores, especialmente de los chips para tarjetas gráficas (GPU, de «graphical processing unit», en inglés), típicamente utilizados por resultar muy adecuados para estas operaciones aritméticas. Casualmente, las soluciones de DL se pueden implementar con bastante eficacia en sus resultados sobre estas GPU, y, al haberse producido esta explosión tecnológica, con el consiguiente avance en prestaciones y bajadas de precios por unidad de cómputo, la IA se ha beneficiado enormemente. 


			Por último, y como consecuencia de los dos factores anteriores —mayor número y calidad de datasets para entrenar sistemas DL y mayor capacidad de procesamiento a un precio asequible—, un tercer impulsor de la IA está siendo la aceleración y multiplicación de los procesos de entrenamiento, que están dando lugar a desarrollos en abierto, incluso gratuitos, a disposición de cada vez más desarrolladores, que está produciendo un efecto multiplicador en el número de soluciones y campos de aplicación de la IA en todo el mundo. 


			En conclusión, los rápidos avances en los tres factores mencionados ofrecen una perspectiva cada vez más optimista sobre el futuro de la IA. Algunos autores como Charu Aggarwal, del centro de investigación Watson de IBM en Nueva York, afirman que es probable que antes de que termine el siglo «los ordenadores tengan la capacidad de entrenar redes neuronales con tantas neuronas como el cerebro humano. Aunque es difícil predecir cuáles serán las capacidades de la IA para entonces, nuestra experiencia con la visión por ordenador debería prepararnos para esperar lo inesperado». 


			
	 

	 	
	 
   


			Segunda parte 


			Redes neuronales y Machine Learning 


			
	 

	 	
	 
   


			Capítulo 5 


			Qué es Machine Learning 


			 


			El concepto «machine learning», abreviado como ML, significa en inglés, literalmente, «aprendizaje de la máquina». Algunos autores lo traducen al español como «aprendizaje automático», aunque, en general, se suele utilizar comúnmente tanto el vocablo en inglés como su acrónimo, ML. Como ya se ha visto en la introducción de la primera parte del libro, hace referencia a la capacidad que tienen algunas aplicaciones o desarrollos computacionales de aprender unos comportamientos concretos ante determinados estímulos, después de analizar un número suficiente de ejemplos o muestras. 


			Un sistema de ML «aprende» a comportarse en determinadas situaciones o «aprende» a realizar determinadas tareas mediante un proceso de análisis de múltiples casos previos, durante una fase que se denomina de «entrenamiento». Para ello utiliza fundamentalmente análisis estadístico y una nueva forma de programación denominada «redes neuronales artificiales», o ANN, también introducidas en la primera parte del libro y que imitan el comportamiento de las neuronas del cerebro animal sobre un circuito electrónico o un algoritmo de programación. 


			Aunque resulta bastante intuitivo identificar un sistema de ML, no existe una definición académica concreta. En la literatura científica se pueden encontrar numerosas definiciones, algunas de las cuales se han reflejado en la tabla 2. En cualquier caso, el objetivo del ML es que una máquina pueda hacer inferencias, predicciones e identificar asociaciones para tomar o ayudar en algunas decisiones a partir de un proceso de entrenamiento, en el que la propia máquina aprende de los datos. Este proceso es puramente inductivo, es decir, las reglas o relaciones entre lo que se observa (muestras) y lo que se propone (decisiones, actuaciones) se proponen a partir de los datos recopilados. Por lo tanto, los sistemas de ML, al igual que cualquier inducción hecha por las personas, están sujetos a equivocarse en ciertas ocasiones, pues tienden a generalizar los comportamientos observados para extraer sus reglas; exactamente de la misma manera que lo hacemos las personas y los animales. 


			 



  
    	Autor y fecha  

    	Definición

  

  
    	Samuel, A. (1959) 

    	ML es el campo de estudio que proporciona a los ordenadores la capacidad de aprender sin tener que ser programados explícitamente. 

    	
  

  
    	Mitchell, T. (1997) 

    	ML aprende de la experiencia E en relación con una tarea T con un rendimiento R si el rendimiento R medido sobre la tarea T mejora tras la experiencia E. 

  

  
    	Wang et al. (2019) 

    	ML permite a la máquina «aprender» sin programación explícita. Este proceso de aprendizaje lo logra la propia máquina mediante la recopilación de datos, el análisis de datos y la realización de predicciones. El principio del ML incorpora algoritmos de entrenamiento para permitir que las máquinas aprendan a hacer predicciones precisas. 

  

  
    	Afiouni (2019) 

    	ML es un subconjunto de la IA que es capaz de «aprender de los datos y hacer predicciones y/o decisiones» sin reglas dictadas por humanos. 

  

  
    	Schmidt et al. (2020) 

    	ML utiliza un enfoque inductivo en el que las reglas de decisión se identifican en función de los datos recopilados mediante métodos estadísticos. 

  

  
    	Wamba-Taguimdje et al. (2020) 

    	ML - aprendizaje automático: las máquinas «aprenden» de los conjuntos de datos que se les ofrecen. 

  




			 


			Tabla 2. Ejemplos de definición de ML en la literatura científica. 


			 


			Pero ¿en qué consiste ML en la práctica? Veámoslo con un ejemplo bastante clásico ya: el filtro antispam que incorporan prácticamente todos los servicios de correo electrónico. Se trata de un código que, entre otras cosas, identifica patrones en los correos no deseados. Puede determinar que alguien está enviando demasiados correos a destinatarios en lugares muy dispersos geográficamente, o enviando mensajes a horas en las que habitualmente se está durmiendo, o con determinadas palabras típicamente utilizadas en los correos no deseados e, incluso, cuestiones más complejas como identificar que determinados mensajes como «tu cuenta ha sido desactivada», «paga los gastos de envío de tu pedido» o «resetea tu contraseña» deberían proceder solo de una determinada dirección de correo del proveedor del servicio en cuestión y no de otras. 


			Como se puede apreciar, es muy importante asociar ML con la identificación de patrones. Así, se dice que una máquina aprende cuando es capaz de proporcionar una acción concreta solamente después de analizar un número suficiente de muestras para «identificar un patrón» de comportamiento. En contraposición, los repositorios de información, bases de datos, e incluso los sistemas expertos ya mencionados anteriormente, basados en reglas «dictadas» —programadas— por una persona, no son sistemas de ML. En el ejemplo del filtro antispam, si existiera un programador que añadiera las reglas para identificar cada tipo de correos no deseados y no fuera capaz de construirlas la máquina autónomamente, estaríamos hablando entonces de un sistema experto y no de ML. 


			El ML es un subconjunto de las distintas técnicas de IA y uno de los métodos más utilizados en los últimos años. Como ya se ha visto, ha ganado interés particularmente por aumento de la disponibilidad de datos digitalizados y por los avances en las capacidades de procesamiento de ordenadores y otros dispositivos electrónicos. Aunque se verá en profundidad en el capítulo 8, los algoritmos de ML se pueden clasificar en cuatro categorías: aprendizaje supervisado, no supervisado, semisupervisado y por refuerzo: 


			 


			• En el aprendizaje supervisado, los datos utilizados para el entrenamiento contienen tanto el valor de entrada —la muestra observada— como el valor objetivo: la salida correcta. Por ejemplo, la entrada pueden ser los datos de peso, estatura y edad de un grupo de personas, y la salida, el dato de si esas personas tienen antecedentes de enfermedades cardiovasculares o no. A partir de estos datos, el sistema identifica patrones y propone sus propias reglas para determinar el riesgo de enfermedad cardiovascular para otros sujetos, a partir de su edad, peso y estatura.


			• En el aprendizaje no supervisado, en cambio, el valor objetivo no se incluye en el conjunto de datos de entrenamiento. En estos sistemas, el algoritmo debe analizar la estructura de los datos de entrenamiento e identificar por sí mismo sus propiedades para resolver el problema. Aunque parezca difícil de creer, estos algoritmos existen y funcionan desde hace ya algún tiempo. El aprendizaje no supervisado se utiliza a menudo para descubrir patrones ocultos en el conjunto de datos, siendo aplicaciones frecuentes la clasificación automática, la detección de anomalías y lo que se denomina «minería de asociaciones», que veremos un poco más adelante.


			• Como variante intermedia, en el aprendizaje semisupervisado se utilizan datos tanto etiquetados como no etiquetados.


			• Por último, el aprendizaje por refuerzo se diferencia de todos los anteriores en que el sistema no aprende de conjuntos de datos de entrenamiento del pasado, sino de retroalimentación de interacciones con un entorno en tiempo real. El sistema tiene un objetivo marcado, generalmente por un humano, y recibe un feedback positivo si realiza una acción que ayuda a cumplir el objetivo o negativo si se desvía de él. Esto lleva a ir progresivamente encontrando la mejor estrategia o combinación de acciones para alcanzarlo. 


			 


			Aplicaciones y ventajas del Machine Learning 


			 


			El uso de ML se recomienda generalmente cuando la complejidad de la tarea que hay que realizar es demasiado alta para ser programada mediante las técnicas tradicionales, ya sea utilizando escenarios «if... then...» (si ocurre esto haz esto otro, si no, haz esta otra cosa) o sistemas expertos, basados en un conjunto de reglas, que pueden ser tipo «if... then...», fórmulas matemáticas o de cualquier otra naturaleza. 


			La principal ventaja del uso de ML en estas situaciones es que, ya sea mediante aproximaciones estadísticas o utilizando redes neuronales, será posible construir un motor de decisión capaz de determinar la respuesta más adecuada —a priori— simplemente identificando patrones y replicando el comportamiento, según el caso. 


			Sin embargo, como ya se ha indicado, en situaciones donde un simple cálculo matemático o conjunto reducido de reglas resuelva la tarea (por ejemplo, si hay que detener la barrera de entrada de un aparcamiento público para que no entren más coches cuando está completo, lo que se puede saber simplemente contando cuántos coches van entrando, restarle los que van saliendo y comparar si el número resultante alcanza el total de plazas de aparcamiento) no se recomienda utilizar ML, ya que los resultados exactos ofrecidos por las ecuaciones matemáticas y la lógica tradicional serán más baratos de implementar y más precisos que los arrojados por los sistemas ML, que siempre darán la mejor aproximación a la solución según la experiencia observada. 


			En cambio, hay áreas donde los sistemas de ML destacan considerablemente sobre cualquier otra solución disponible hasta la fecha. Además de ayudar a resolver problemas demasiado complejos para los enfoques tradicionales, ayudan enormemente en los casos en los que no existe un algoritmo conocido. Por ejemplo, en el reconocimiento de voz y, más aún, en el reconocimiento y simulación de la entonación según el estado de ánimo. Aunque, desde hace varias décadas, se han venido construyendo sintetizadores de voz y sistemas de reconocimiento de voz (IVR, por las siglas de «interactive voice response», en inglés), que permitían, por ejemplo, enunciar dígitos a un sistema de atención telefónica para elegir entre las distintas opciones, identificar las distintas combinaciones de frecuencias e intensidades de sonido que hay en la voz es una tarea tan complicada y con tantas diferencias entre personas distintas que resulta imposible utilizar la programación tradicional para tener en cuenta las miles de palabras que pueden ser pronunciadas por millones de personas diferentes, incluso en ambientes ruidosos y en múltiples idiomas, con distintos fonemas y acentos. En estas situaciones, los sistemas de ML son la mejor solución hasta la fecha, pues aprenden por sí mismos, tras ser entrenados con un número suficiente de muestras de grabaciones para cada palabra o entonación de una frase. 


			Finalmente, las soluciones de ML también pueden ser utilizados para ayudar a las personas a aprender. Algunos modelos de ML se pueden inspeccionar tras la fase de entrenamiento para ver qué patrones han aprendido. En algunas ocasiones, esto revelará correlaciones insospechadas o tendencias que para el cerebro humano no son aparentes y, por tanto, nos conducirá a una mejor comprensión del problema. Esta aplicación, consistente en profundizar en grandes repositorios de datos para descubrir patrones ocultos se denomina técnicamente «minería de datos», y ML es una de las mejores herramientas para tal fin, constituyendo lo que se denomina «minería de asociaciones». 


			 


			Ejemplos de aplicación de Machine Learning en distintos sectores 


			 


			Se indican a continuación algunos ejemplos concretos de tareas que se pueden realizar con ML, junto con las técnicas necesarias para abordarlas. Como se aprecia, la lista es amplia, aunque no exhaustiva, pues el uso de ML está en sus comienzos y, poco a poco, se van descubriendo nuevas aplicaciones: 


			 


			• Analizar imágenes de productos en una línea de producción para clasificarlos automáticamente: se realiza mediante la clasificación de imágenes, que normalmente se implementa utilizando redes neuronales convolucionales (CNN, por sus siglas en inglés) o lo que se denomina «transformadores».


			• Detección de tumores en escáneres cerebrales: se utiliza lo que se conoce como segmentación semántica de imágenes, donde se clasifica cada punto o píxel de la imagen, puesto que se quiere determinar la ubicación exacta y la forma de los tumores, normalmente utilizando las mismas técnicas anteriores.


			• Clasificación automática de artículos de noticias: en este caso se utilizan algoritmos muy de moda en la actualidad, basados en el procesamiento del lenguaje natural (NLP, por sus siglas en inglés) y, más específicamente, la clasificación de texto, que se puede abordar utilizando redes neuronales recurrentes (RNN, por sus siglas en inglés), CNN y transformadores.


			• Marcar automáticamente comentarios ofensivos en foros y redes sociales: esta aplicación también implica clasificación de texto y, por consiguiente, se utilizan las mismas herramientas de NLP anteriores.


			• Resumir documentos largos automáticamente: también se trata de una aplicación del NLP llamada «resumen de texto», que utiliza las mismas herramientas.


			• Crear un chatbot o asistente personal virtual: esta aplicación implica utilizar muchos componentes del NLP, incluida la comprensión del lenguaje natural (denominada NLU, por sus siglas en inglés) y módulos de respuesta a preguntas.


			• Predecir los ingresos de una empresa para el próximo año, basándose en un conjunto de métricas de rendimiento: se trata de una tarea de regresión, es decir, predecir valores, que puede abordarse utilizando cualquier modelo de regresión, como un modelo de regresión lineal o polinómica, una «máquina de vectores de soporte (SVM, por sus siglas en inglés), un «bosque aleatorio» de regresión, o una red neuronal artificial (ANN, ya introducidas en la primera parte del libro). Adicionalmente, si se desea analizar históricos de comportamiento de las métricas de rendimiento de la empresa, se puede utilizar también RNN, CNN o transformadores.


			• Hacer que una aplicación reaccione a comandos de voz: se trata de una aplicación de reconocimiento de voz, que requiere procesar muestras de audio. Dado que suele tratarse de secuencias largas y complejas, normalmente se procesan utilizando RNN, CNN o transformadores.


			• Detectar fraude con tarjetas de crédito: este es un caso de detección de anomalías, que se puede abordar utilizando «bosques de aislamiento», modelos de mezcla gaussiana o codificadores automáticos.


			• Segmentar a los clientes en función de sus compras para poder diseñar una estrategia de marketing personalizada: se trata de una aplicación típica de los algoritmos de agrupación, que se puede conseguir usando el algoritmo «K-Means» o «DBSCAN», entre otros.


			• Representar un conjunto de datos complejo y con muchas dimensiones en un diagrama claro y sencillo: en esta aplicación el objetivo es la visualización de datos, que frecuentemente se realiza mediante técnicas de reducción dimensional.


			• Recomendar un producto que pueda interesarle a un cliente, basándose en compras anteriores o su historial de navegación por la tienda: se trata del clásico sistema de recomendación. Normalmente se utilizan los datos del histórico de pedidos y otra información sobre el cliente como entradas de ANN para que prediga la próxima compra más probable. Esta ANN se entrena típicamente con todo el historial de pedidos de todos los clientes.


			• Bot inteligente para un juego: hay programadores que desarrollan un jugador artificial («bot») que sea capaz de aprender cómo jugar un juego de manera que supere cada una de sus fases con éxito. Esto se suele hacer mediante el aprendizaje por refuerzo (el bot es penalizado cada vez que pierde puntos o una vida en el juego y recompensado cada vez que gana puntos o pasa de fase). El famoso programa AlphaGo, antes mencionado, que derrotó al campeón mundial de go se creó utilizando aprendizaje por refuerzo. 


			 


			Como se ha indicado, la lista podría continuar, pero es suficiente para ofrecer una perspectiva de la increíble cantidad y complejidad de tareas que los sistemas de ML pueden abordar y los tipos de técnicas que se utilizan habitualmente para cada una. Aunque en este listado ha surgido una panoplia de términos nuevos, en cierta medida complejos, el objetivo ha sido mostrar que el ecosistema del ML es bastante amplio y complejo. En los próximos capítulos iremos descubriendo en qué consisten algunas de las técnicas asociadas a estos conceptos. 


			
	 

	 	
	 
   


			Capítulo 6 


			Redes neuronales artificiales El perceptrón 


			 


			Aunque, como se ha visto, las ANN son solo un subconjunto de todas las técnicas de ML, son la pieza clave que ha impulsado el auge reciente de la inteligencia artificial, rompiendo todas sus limitaciones anteriores. Su principio de funcionamiento se basa en esta frase, enunciada por Alan Turing en un artículo de Computing Machinery and Intelligence: «En vez de intentar producir un programa para simular la mente adulta, ¿por qué no intentar producir uno que simule la mente del niño? Si luego este se sometiera al proceso de entrenamiento adecuado, se obtendría el cerebro adulto. 


			Así, las ANN se inspiran, como ya se ha dicho, en el funcionamiento del cerebro animal. Sin embargo, al igual que los aviones no baten sus alas, a pesar de que nos inspiramos en los pájaros para diseñarlos, las ANN se han ido volviendo progresivamente diferentes de sus homólogas biológicas. No obstante, principios como el de interconexión de neuronas (fig. 2.1) o aprendizaje son inherentes a esta tecnología, igual que las alas o la cola lo son a los aviones. 


			Ya se ha desarrollado bastante el concepto de entrenamiento de las ANN y cómo, tras esta fase, una red neuronal es capaz de proporcionar salidas bastante fiables ante nuevos datos parecidos pero diferentes a los utilizados durante el entrenamiento. A esta capacidad de identificar patrones o reglas a partir de ejemplos —inferir— la denominamos «inferencia». Así, la operación de las ANN se divide en dos operaciones principales: entrenamiento e inferencia: 
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			Figura 2.1. Dibujo de las neuronas del cerebro de un niño con un mes y medio de vida al microscopio, realizado por Ramón y Cajal. 


			 


			• Entrenamiento: este proceso requiere tiempo y un elevado número de muestras para que la ANN alcance un nivel aceptable de precisión en sus respuestas. Consiste en hacer funcionar la red con los datos del conjunto para que sus parámetros se vayan actualizando, de manera que se minimice el margen de error entre las salidas deseadas (correctas) y las que va ofreciendo la red. El entrenamiento requiere de una carga computacional muy alta y se suele necesitar horas, días o incluso semanas para conseguir un buen nivel de precisión en las respuestas de la red. En ocasiones, se necesitan más datos de los que realmente se encuentran disponibles y se utilizan herramientas que generan conjuntos de datos «sintéticos», que no son más que pequeñas variaciones aleatorias de los datos disponibles. Por ejemplo, si tenemos el siguiente conjunto de datos reales: {edad = 25; peso = 62; riesgo cardiovascular = 20%} {edad = 33; peso = 64; riesgo cardiovascular = 22 %} la herramienta podría generar una muestra «sintética» como esta: {edad = 27; peso = 63; riesgo cardiovascular = 21 %}, que aproximadamente contiene la media de los dos anteriores para cada parámetro.


			• Inferencia: una vez que se completa la fase de entrenamiento, la ANN puede entrar en operación normal, facilitando salidas —acciones, predicciones, etcétera— para cualquier nueva entrada. Esta operación se denomina, como hemos dicho, «inferencia». Mientras que el entrenamiento es lento porque requiere muchos datos de entrada y gran carga computacional —se verá un poco más adelante, cuando se describa matemáticamente cómo funciona—, la inferencia es muy rápida, pues la red solo necesita una muestra de entrada para ofrecer la salida y, además, esta operación se realiza con operaciones aritméticas sencillas, que implican poca carga computacional. Además, existen circuitos integrados (chips), como veremos en capítulos posteriores, especializados en estas tareas, que implementan técnicas como la «poda» de la red para eliminar operaciones irrelevantes, como multiplicaciones en los nodos donde el propio proceso de aprendizaje ha reducido sus valores a cero (multiplicar por cero cualquier número da siempre resultado cero, por lo que directamente se puede eliminar ese nodo de la red). 


			 


			El modelo McCulloch-Pitts 


			 


			Este modelo fue propuesto en 1943 por el neuropsicólogo estadounidense Warren Sturgis McCulloch y el matemático Walter Harry Pitts, Jr. Trataba de imitar la neurona biológica de la manera más sencilla posible, mediante una neurona artificial a la que denominaron «unidad de umbral lineal» (LTU, por sus siglas en inglés). El modelo tiene entradas y salidas binarias (todo/ nada, abierto/cerrado, o 0/1) y una cantidad denominada «umbral» que, dependiendo de su valor, hace que la salida se active o no en función de los valores de las entradas. Muchos autores consideran que el modelo McCulloch-Pitts es el primer modelo de ANN de la historia y el más simple. 


			El funcionamiento de la neurona McCulloch-Pitts es realmente sencillo, tal como se muestra en la figura 2.2. 


			 



			[image: ]


			 



			Figura 2.2. Modelo de la neurona McCulloch-Pitts. 


			 


			Como se ha indicado, las entradas son binarias, es decir, solo pueden tener dos estados posibles: activo o inactivo, que se representan con un 1 y un 0, respectivamente. Todas estas entradas se suman. Posteriormente, el resultado se compara con el valor del umbral, y si es mayor que este, la salida se activará (1), mientras que si no lo es, la salida quedará inactiva (0). 


			La salida, por lo tanto, también es binaria, y podría ser una de las entradas de otra neurona McCulloch-Pitts, formando así una red con múltiples neuronas. En este modelo, el único parámetro que la neurona puede variar para «aprender» es el umbral. 


			Quien haya estudiado algo de lógica puede comprobar cómo una neurona McCulloch-Pitts podría implementar la función lógica «Y», es decir, que la salida se active solamente cuando todas las entradas estén activas (la primera Y la segunda Y la tercera, etcétera), estableciendo su umbral igual al número de entradas menos uno: si tengo 2 entradas y el umbral es 1, la salida solo se activará cuando las dos entradas estén activas (2 > 1). También es posible implementar la función lógica «O», es decir, que la salida se active cuando algunas de las entradas se activen (la primera O la segunda O la tercera, etcétera), estableciendo el umbral a cero. Así, en el momento que alguna entrada tenga valor 1, ya la suma de las entradas será mayor que 0. 


			Sin embargo, matemáticamente se puede demostrar que la neurona McCulloch-Pitts es un modelo lineal, que no puede representar funciones lógicas no lineales, como la función «XOR» u «O exclusiva», donde la salida se activa únicamente cuando una sola de las entradas se activa (cualquiera, pero solo una). Esta función solo se puede implementar enlazando varias neuronas McCulloch-Pitts, formando una red «multicapa». 


			Otra limitación de este modelo es que trabaja solo con entradas y salidas binarias, cuando la realidad suele tener variables de muchos valores y, en muchas ocasiones, valores en una escala continua (como la temperatura, la probabilidad de un suceso, etcétera). También, la salida en la neurona McCulloch-Pitts se activa de forma binaria, cuando un modelo que pudiera activar gradualmente la salida, como ocurre en las neuronas biológicas, sería mucho más versátil para muchas aplicaciones. 


			En conclusión, se entiende por qué este modelo nunca pasó de los estudios científicos y pruebas de laboratorio. Sus limitaciones funcionales nunca aportaron un valor superior al de cualquier sistema experto de reglas. Sin embargo, sí que sirvió de base para definir el siguiente modelo, el perceptrón. 


			 


			El perceptrón 


			 


			El perceptrón es otra ANN —si es que se le puede denominar así— compuesta de una sola neurona. Fue propuesto en 1957 por el psicólogo americano Frank Rosenblatt. Se basa en una ligera modificación de la neurona McCulloch-Pitts, donde las entradas y las salidas pueden ser valores numéricos (enteros o decimales) y, además, se le añade un «peso» a cada entrada, que pondera su impacto en el cálculo de la salida. Estos pesos pueden ser modificados durante el proceso de aprendizaje, de tal forma que esta neurona es muchísimo más flexible que el modelo anterior a la hora de adaptarse para resolver un problema. 


			La figura 2.3 muestra el esquema de un perceptrón, donde se comprueba cómo cada entrada se multiplica por su peso y después se suman todos los resultados. A continuación, este resultado se pasa por la denominada «función de activación», representada como f(x), para obtener el valor de salida. 
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			Figura 2.3. Modelo del perceptrón. 


			 


			Ya vimos en la primera parte del libro que podemos utilizar distintas funciones de activación, desde la todo/nada del modelo de McCulloch-Pitts hasta otras más complejas, como la sigmoide. Cada una llevará unos parámetros de configuración, que normalmente se establecen fijos y no forman parte del entrenamiento, por la excesiva cantidad de cálculos que ello conllevaría. La clave aquí es que si utilizamos una función de activación del tipo todo/nada, la salida será todo/nada, es decir, 1/0, verdadero/ falso, sí/no, o como lo queramos llamar. Por ejemplo, si utilizamos el perceptrón para clasificar perros y gatos, la respuesta será «perro» o «gato» (digitalmente representaremos perro por «1» y gato por «0» o viceversa, según convengamos). 


			Sin embargo, si utilizamos funciones más complejas, las salidas serán progresivas. En el ejemplo anterior, si utilizamos una función sigmoidea, la salida no será 0 o 1 generalmente, sino un número intermedio. Así, si la salida es 0,23 y hemos dicho que «1» es «perro», esa salida indica que las entradas que hemos introducido tienen una probabilidad del 23 % de ser «perro» (o, lo que es lo mismo, un 100 % – 23 % = 77 % de ser «gato»). Así entramos en el apasionante mundo de la ambigüedad que caracteriza a la mente humana y damos paso a una inteligencia artificial avanzada, mucho más allá de los cálculos binarios y lógica exacta a los que nos tenían acostumbrados los ordenadores. 


			Al perceptrón también se lo conoce en la literatura científica como «unidad de umbral lineal». Esto es así porque, según se demuestra matemáticamente, esta neurona solo permite clasificaciones lineales. Sin querer entrar en detalle sobre qué significa esto, diremos que es una limitación importante para aplicarla a cuestiones de la vida real, pues esta es «no lineal» con bastante frecuencia. 


			 


			Entrenamiento del perceptrón 


			 


			Es muy importante entender la forma en la que se entrena un perceptrón, porque es la base de cómo se entrena prácticamente cualquier ANN. Y esta forma consiste en imitar cómo lo hacen las neuronas biológicas, según la regla de Hebb anteriormente mencionada. Esta regla establece que, cuando la salida de una neurona activa la entrada de otra a la que se encuentra conectada, esta conexión se vuelve más fuerte —podríamos decir que «se recarga»—, mientras que si esa conexión entre esas neuronas se queda mucho tiempo sin activarse, se debilita hasta que incluso se rompe para siempre. Si, con el paso del tiempo, una neurona pierde todas sus entradas, la neurona muere y nuestro cerebro pierde una neurona. Por eso, quien no estimula su cerebro de niño, pierde millones de neuronas que le impiden desarrollar más tarde su cerebro adulto. También, este fenómeno podría estar detrás de enfermedades como el alzhéimer en personas que han estimulado mucho su cerebro durante toda su vida y, de repente, por la jubilación u otra circunstancia personal, prácticamente toda esa actividad intelectual cesa. 


			En el perceptrón, fortalecer o recargar la conexión entre neuronas se hace aumentando el peso de esa entrada y debilitarla se hace reduciéndolo. Y existe una función matemática encargada de hacer esto sobre cada peso según la neurona acierte o se equivoque en su salida. Esta función, que responde a una formulación matemática compleja, va fortaleciendo o debilitando «un poquito» los pesos cada vez que la neurona acierta o se equivoca en su salida. A ese poquito lo denominamos técnicamente «tasa de aprendizaje» y lo podemos regular a nuestro gusto manualmente, aunque con ciertas limitaciones: con una tasa de aprendizaje muy baja la neurona irá aprendiendo muy poco a poco y, por lo tanto, necesitará miles o millones de muestras hasta ser eficaz. Por el contrario, con una tasa de aprendizaje muy alta la neurona irá aprendiendo a acertar con muy pocas muestras, tan pocas que probablemente tenderá a generalizar a partir de muy pocas muestras. Sería una neurona bastante inestable, que iría cambiando su comportamiento según las entradas que le van llegando a lo largo del tiempo, por lo que tendría muy poca utilidad. En el ejemplo del gato y el perro, si recibe datos de tres perros consecutivamente, con una tasa de aprendizaje muy alta interpretaría «todas las entradas son siempre perros» y fallaría cuando le presentáramos un gato. Sin embargo, si le presentamos dos gatos seguidos más, diría «ahora todas las entradas son gatos» y volvería a fallar cuando le presentemos un perro. 


			El proceso de selección de la tasa de aprendizaje es bastante artesanal y se realiza frecuentemente por personal experto o por ensayo y error. Una vez que se ha establecido la tasa de aprendizaje para el perceptrón, lo siguiente que se necesita para comenzar el entrenamiento es dar un valor inicial a los pesos de las entradas, para que la función de entrenamiento los vaya ajustando durante el aprendizaje. Como estos valores no son relevantes, ya que se irán modificando, para el estado inicial se definen unos pesos normalmente al azar para todas las entradas. 


			Lo siguiente, que sí es crucial para el éxito del aprendizaje, es facilitar a la neurona cuantos más datos de muestra, mejor, de modo que sus pesos se vayan modificando hasta ofrecer resultados aceptables. Mientras no sean aceptables, se sigue entrenando la neurona con más datos de muestra. 


			Ya hemos visto el proceso de entrenamiento del perceptrón. Antes de avanzar más y para poder representar modelos que combinan varias neuronas, hay que indicar que, por conveniencia, normalmente se considera cada entrada de una ANN como una «neurona de entrada». Estas neuronas simplemente emiten a su salida —o salidas, pueden tener más de una— el dato que reciben a su entrada. Son útiles cuando queremos utilizar una misma variable de entrada como entrada de varias neuronas de la red. Además, también es habitual añadir «neuronas de sesgo», que no son otra cosa que neuronas que no tienen ninguna entrada y siempre ofrecen el mismo valor a su salida. ¿Y para qué sirven? Pues para añadir un sesgo en el resultado. Veamos una analogía sencilla: imaginemos que usamos una neurona para sumar los puntos de las respuestas a un examen de un alumno. La función de activación dirá si ha aprobado o no, según el resultado sea 5 o menos de 5. Pero si añadimos una neurona de sesgo que siempre sume 5 a la suma del resto de las entradas, todos los alumnos siempre obtendrán un aprobado. Este es un ejemplo bastante inútil en la práctica, pero en aplicaciones reales el sesgo puede servir para corregir un poco al alza o a la baja los resultados de la neurona, para que sean «más correctos». Este sesgo, por lo tanto, también forma parte de los parámetros que se pueden modificar con el entrenamiento, para que la neurona mejore su rendimiento. 


			 


			Perceptrón multicapa 


			 


			Ya se ha mencionado que el perceptrón o LTU solamente puede identificar patrones de clasificación lineales, pero, en la realidad, muchísimas situaciones responden a relaciones no lineales. La figura 2.4 muestra dos ejemplos teóricos: 


			 


			• A la izquierda decidimos utilizar dos características de una fruta, que llamamos «característica 1» y «característica 2» (las que sean, no nos importan para este ejemplo ilustrativo). Cuando nuestro perceptrón observa muchas peras y manzanas que le pasamos como ejemplo, las va marcando según las características 1 y 2 sobre la gráfica, y, después de un número suficiente de muestras, es capaz de trazar una «línea recta» (relación lineal) entre el grupo de peras y el de manzanas, como se ve en la figura.


			• Sin embargo, a la derecha hacemos lo mismo con otras dos características de la fruta, que llamamos «característica 3» y «característica 4», y, al marcar los resultados, observamos que es materialmente imposible separar con una línea recta ambos grupos. Esto sucede porque no existe una relación «lineal» capaz de clasificarlo o, lo que es lo mismo, el perceptrón nunca podrá ser entrenado para dar una respuesta válida. Para clasificar correctamente peras y manzanas con estas dos características necesitaríamos una ANN capaz de determinar una curva como la línea discontinua de la figura de la derecha. 
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			Figura 2.4. Ejemplo de clasificaciones lineal y no lineal. 


			 


			Una forma de conseguir esta ANN es sencillamente construir una red con varios perceptrones dispuestos en capas, como el de la figura 2.5. A esto se denomina «perceptrón multicapa» o MLP, por sus siglas en inglés («multi-layer perceptron»). Esta estructura resuelve, tal como se demuestra matemáticamente, los problemas de clasificación no lineal. 
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			Figura 2.5. Esquema del perceptrón multicapa. 


			 


			En un MLP, cada capa es un perceptrón cuya salida actúa como entrada para la siguiente capa. Como ya se ha visto, la capa de entrada solo está compuesta por neuronas de entrada, que replican el valor de la variable que reciben a su entrada en todas sus salidas. Las capas ocultas mostradas en la imagen están compuestas por perceptrones tal como los hemos visto anteriormente, con sus pesos a las entradas, sus neuronas de sesgo y sus funciones de activación (normalmente la misma función en todos ellos dentro de un MLP, para simplificar el modelo). 


			Conviene destacar que un MLP puede tener tantas neuronas como deseemos y, como mínimo, una capa oculta con dos neuronas. Sin embargo, cuantas más capas ocultas tenga más difícil resultará comprender cómo lo hace para obtener los resultados. Como curiosidad, estudiada más en detalle en otro capítulo más adelante, es interesante saber que cuando una red así tiene dos o más capas ocultas, se denomina «red neuronal profunda» (DNN, por sus siglas en inglés) y se habla de «aprendizaje profundo» o «deep learning». 


			Otro aspecto importante es que las funciones de activación, al menos las de las capas ocultas, deben ser no lineales (por ejemplo, la sigmoidal o la ReLU vista en la primera parte). Esto es así porque hay una propiedad matemática que dice que cualquier combinación de funciones lineales siempre resulta en otra función lineal y, por lo tanto, un MLP así equivaldría en realidad a un perceptrón de una neurona. 


			 


			Algoritmo de retropropagación 


			 


			Aunque el MLP es una forma sencilla e ingeniosa de construir una ANN, durante muchos años los investigadores no sabían cómo entrenarlo y no pasó de ser una especulación teórica. Sin embargo, en 1986, se publicó un artículo que presentaba un algoritmo de entrenamiento denominado de «retropropagación». Para cada muestra durante el entrenamiento, el algoritmo la procesa en la red y calcula la salida de cada neurona en cada capa. Después mide el error que ha cometido la red a su salida, es decir, la diferencia entre la salida deseada y la salida ofrecida, y calcula cuánto contribuyó cada neurona de la última capa oculta a ese error. En un siguiente paso mide cuántas de estas contribuciones de error provienen de cada neurona en la capa oculta anterior, y así sucesivamente hasta que se llega a la capa de entrada. Esta forma de proceder va midiendo el nivel de error cometido (llamado técnicamente «gradiente de error») en todos los pesos de la red, propagándolo hacia atrás. De ahí el nombre de retropropagación. El último paso del algoritmo es actualizar todos los pesos de la red conforme a su gradiente de error, es decir, variarán más aquellos pesos de las entradas que han contribuido a un mayor error y no variarán nada los que han acertado por completo. 


			En resumen, para cada muestra de entrenamiento, el algoritmo de retropropagación primero hace una predicción —paso hacia delante— y mide el error. Después recorre cada capa a la inversa para medir la contribución al error de cada conexión —paso hacia atrás— y, finalmente, realiza pequeños ajustes en los pesos para reducir el error. 


			Con esta arquitectura de red MLP y el algoritmo de retropropagación se pueden conseguir resultados de IA extraordinarios. El problema que ha habido tradicionalmente es que el algoritmo de retropropagación, responsable del proceso de aprendizaje, exige una gran cantidad de cálculos complejos y los ordenadores no han dispuesto de esta capacidad hasta hace pocos años. 


			
	 

	 	
	 
   


			Capítulo 7 


			Arquitecturas de las redes neuronales artificiales 


			 


			En el capítulo anterior se han visto las estructuras más básicas de ANN, aunque el perceptrón multicapa, MLP, no debería ser considerado una red básica, ya que puede contener un elevado número de neuronas y ser utilizado para tareas muy complejas. En este capítulo se muestran otras arquitecturas de ANN más complejas. En ocasiones, su funcionamiento resulta incluso difícil de comprender para los humanos. Aunque se basan en complejas construcciones matemáticas propuestas por matemáticos e ingenieros, cuando multiplicamos estas construcciones dentro de la red neuronal, con frecuencia somos incapaces de saber cómo la red es capaz de proporcionar resultados correctos de problemas tan abstractos como reconocer la cara de una persona o una huella dactilar. En cierta forma, muchos lo definimos como magia. La misma magia que hace posible que seamos capaces de utilizar nuestro cerebro sin comprender tampoco cómo funciona exactamente. 


			 


			La red neuronal convolucional 


			 


			La red neuronal convolucional o CNN, por sus siglas en inglés («convolutional neural network») se utiliza con muchísima frecuencia en la detección y la clasificación de objetos en imágenes. Esto es así porque las CNN están diseñadas para funcionar con entradas estructuradas en cuadrícula, como ocurre con los píxeles de una imagen digital. Una dimensión adicional captura los diferentes colores que puede tener un píxel, lo que crea, en realidad, una red de neuronas de entrada tridimensional. Dado que se analiza una imagen de objetos en el espacio, de un diagrama o incluso de texto escrito (lo que se conoce como «reconocimiento óptico de caracteres»), las características de una CNN tienen entre sí dependencias basadas en distancias (espaciales). Es lógico, por lo tanto, que la gran mayoría de las aplicaciones de las CNN se centren en el análisis de imágenes, aunque también se pueden utilizar estas redes para analizar series de datos temporales —como el histórico de las cotizaciones de acciones en bolsa—, espaciales —como el plano de un edificio— y espaciotemporales —como el estudio de la evolución del tráfico en las calles de una ciudad. 


			Una propiedad interesante que ofrecen las imágenes es que los objetos que contienen suelen presentar cierto nivel de «invariancia de traducción». Dicho de manera más sencilla, por ejemplo, un plátano tiene una forma muy parecida, con independencia de que esté en una parte u otra de una imagen o se encuentre fotografiado más de cerca o de lejos. Esta cualidad no la tienen necesariamente otros tipos de datos estructurados en cuadrícula y, en esos casos, las CNN no pueden aportar resultados satisfactorios, debido a que estas tienden a identificar características similares a partir de regiones locales con patrones similares. Además, otra ventaja de las imágenes es que los humanos somos capaces de ver los patrones que identifica la CNN y asociarlos a conceptos que comprendemos (por ejemplo, un puente, un coche o una torre). 


			Para realizar la detección de esos objetos, una CNN cuenta con una o varias capas de «neuronas convolucionales». Estas neuronas se denominan así porque realizan una operación matemática denominada «convolución». Técnicamente, se denomina convolución a una operación de «producto escalar» entre un conjunto de pesos estructurados en cuadrícula y un conjunto de entradas estructuradas también en cuadrícula. En vez de indicar la fórmula matemática, veámoslo de una forma más visual con el ejemplo de la figura 2.6. 


			 



			[image: ]


			 



			Figura 2.6. Producto escalar de un píxel de una imagen y los pesos de una neurona convolucional. 


			 


			Supongamos que tenemos una imagen muy pequeña, de 6 × 6 = 36 píxeles. Mostramos en una tabla (fig. 2.6 a la izquierda) los valores de la intensidad luminosa de esa imagen (supongamos que es en blanco y negro, por lo tanto, no hay datos para los colores). Nuestra capa de neuronas convolucionales tiene neuronas que reciben cada una 9 píxeles (3 × 3), con los pesos que aparecen en la cuadrícula central en la figura. La operación de convolución se realiza píxel a píxel —en la figura se muestra para el píxel resaltado en oscuro— y consiste en multiplicar su valor y el de sus vecinos por los pesos de la neurona convolucional (el primero de arriba a la izquierda por el primero de arriba a la izquierda, el de su izquierda por el de su izquierda, y así sucesivamente). Por último, una vez que se tienen todos los 9 valores, se suman y ese es el resultado que ofrece la neurona a la salida, para el píxel en cuestión, tal como se muestra en la tabla de la derecha. Para completar la operación, habría que repetir el proceso con todos los demás píxeles de la imagen de entrada. 


			Cuando se aplica una CNN a una imagen, simplemente se introducen los píxeles de la imagen como entradas de la red y se obtiene el resultado a la salida. Por lo tanto, se tendrá: 


			 


			• Tantas neuronas de entrada como píxeles haya en la imagen. Como las imágenes suelen tener miles o millones de píxeles, será necesaria una red con ese número de entradas o, por el contrario, reducir la resolución de la imagen para adaptarla a un número de entradas menor. Lógicamente, al reducir la resolución de la imagen, los objetos perderán definición y puede resultar más complicado identificarlos, incluso para el ojo humano.


			• Tantas salidas como objetos se desee identificar. Por ejemplo, puede haber una salida para «círculo», otra para «cuadrado», e incluso otras para «coche», «moto», «caballo» y hasta una para «Manolito Pérez», si la CNN tiene tanta potencia como para distinguir los rasgos que diferencian a una persona concreta de las demás. 


			 


			El secreto del éxito de cualquier ANN reside en diseñar la arquitectura de la red de la manera más adaptada posible a la estructura semántica del dominio en cuestión. Esto ocurre así en el propio cerebro, que «mapea» imágenes, conceptos, etcétera, de forma que la estructura de la mente replique en la medida de lo posible la representación de la realidad (al igual que cuando un cartógrafo elabora un mapa de un territorio sobre el papel). Las CNN se basan en gran medida en este principio, porque utilizan conexiones que procesan los datos con un alto nivel de cruce de parámetros de manera sensible al dominio (en este caso el dominio es el espacio 2D de la imagen). En otras palabras, no todas las neuronas de una capa concreta están conectadas con las de la capa anterior de forma indiscriminada. Más bien, el valor de una característica en una capa particular está conectado solo a una región espacial local en la capa anterior, con un conjunto consistente de pesos comunes para todo el ámbito espacial de la imagen. 


			Las CNN fueron pioneras en la aplicación de técnicas de aprendizaje profundo (DL). Se desarrollaron en gran medida durante la segunda década del tercer milenio de nuestra era cuando, a partir de 2011, los retos para clasificar imágenes e identificar objetos en bancos de imágenes como la inmensa base de datos ImageNet, que ofrece millones de imágenes en abierto, hicieron que se pusiera mucho foco sobre ellas. Los errores cometidos por estas redes se redujeron así de valores típicos del 25% al 4% en menos de cinco años. 


			Las CNN iniciales fueron evolucionando así de redes más simples a otras con varias capas internas, que algunos denominan en la literatura científica «CNN profundas» o DCNN (del inglés «deep CNN»). También, para utilizarlas de manera más eficiente sobre imágenes de alta resolución —pensemos que cualquier teléfono saca hoy día fotos por encima de los 10 Mpixel, es decir, requeriría una CNN con más de diez millones de neuronas de entrada—, se propusieron las CNN basadas en regiones (RCNN), que analizan las imágenes por trozos o regiones que a priori pueden ser un objeto (por ejemplo, porque tienen una misma tonalidad de color), las CNN rápidas basadas en regiones («Fast-RCNN»), que simplemente cortan la imagen en trozos al azar, y las CNN más rápidas basadas en regiones («Faster-RCNN»), que aplican dos niveles de CNN: una CNN convencional sobre la imagen con muy poca resolución, para identificar los posibles objetos y así trocear la imagen grande y, posteriormente, una Fast-CNN sobre los trozos de la imagen. El funcionamiento de estas variantes lo hemos visto frecuentemente en los medios de comunicación, sobre todo en imágenes procesadas por vehículos autónomos y drones militares, cuando el sistema señala cada región donde ha identificado un objeto con un recuadro delimitador, para mostrar el tamaño y la posición del objeto, como en la figura 2.7. 
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			Figura 2.7. Ejemplo de resaltado de regiones donde se han identificado objetos de las RCNN. 


			 


			Es importante conocer las CNN porque las ANN más complejas —con más capas— en la actualidad provienen casi siempre del campo de estudio de las CNN. Además, estas redes también son un muy buen ejemplo de cómo las ANN de inspiración biológica proporcionan en ocasiones resultados sorprendentes. De hecho, las CNN más potentes en la actualidad alcanzan, e incluso superan, las capacidades humanas, algo considerado imposible por la mayoría de los expertos en visión por computador hace solo un par de décadas. 


			 


			La red neuronal recurrente 


			 


			Las redes neuronales recurrentes o RNN, por sus siglas en inglés («recurrent neural network»), son parecidas a las CNN y también tienen una arquitectura que mapea un dominio para ser más eficientes en necesidades de cálculo. La diferencia es que en vez de recibir entradas en el dominio «espacio» —por ejemplo, los píxeles de una imagen, como hemos visto—, la reciben en el dominio «tiempo». Así, las entradas de una RNN son datos procedentes de una cadena secuencial en el tiempo. 


			Por lo tanto, las RNN resultan muy útiles cuando existe dependencia temporal en los datos bajo estudio. ¿En qué situaciones ocurre esto? Pues el principal ejemplo es el lenguaje natural: tanto cuando hablamos como cuando escribimos, las palabras van unas detrás de otras y, además, hay una relación entre ellas (concordancia gramatical, estructura sujeto-predicado, adjetivos y atributos de sustantivos, etcétera). Las RNN pueden hacer un análisis de estas relaciones para extraer el significado de una frase exactamente igual que las CNN lo hacen para identificar objetos en imágenes. Así, las RNN se basan en una comprensión intuitiva de las relaciones temporales, mientras que las CNN se basan en una comprensión intuitiva de las relaciones espaciales. 


			Las RNN se utilizan, como se ha dicho, para desarrollar soluciones que entiendan el lenguaje natural (NLP, por las siglas de «natural language processing», en inglés), como las que utilizan Alexa, Siri y Google Home. Estas redes tienen una estructura como la mostrada en la figura 2.8, donde se aprecia que en las primeras capas ocultas se introduce una realimentación de la salida para conseguir lo que técnicamente se conoce como una «memoria larga de corto plazo» o LSTM (de «long short-term memory», en inglés). Esta LSTM es la que permite que la red asocie «lo que va antes con lo que va después» para identificar relaciones unívocas (por ejemplo, no es lo mismo interpretar «el turista se comió un pollo» que «el pollo se comió a un turista»). 


			No obstante, las RNN presentan un problema asociado al hecho de incluir bucles de realimentación: su potencial inestabilidad. Si la red, durante su entrenamiento, «entra en bucle», es decir, su realimentación es más potente que los datos que recibe del exterior, se volverá inestable y puede generar como salida cualquier cosa, de la misma forma que el cerebro puede reaccionar de manera inesperada al ingerir determinadas drogas alucinógenas, que aumentan la realimentación de recuerdos frente a la información procedente de los sentidos. En la actualidad, estas redes están aún en una fase de estudio intensivo y cada cierto tiempo se proponen variaciones y nuevos algoritmos para que sean capaces de mantenerse estables ante estímulos y entrenamientos cada vez más complejos. En el caso del NLP, por ejemplo, que sean capaces de entender frases muy largas, subordinadas e, incluso, mal escritas desde el punto de vista de la concordancia o el orden de las palabras, como suele ocurrir cuando hablamos de manera informal en el día a día. 
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			Figura 2.8. Ejemplo de esquema de una RNN. 


			
	 

	 	
	 
   


			Capítulo 8 


			Tipos de aprendizaje de las redes neuronales artificiales 


			 


			Las ANN pueden aprender de muchas maneras. El tipo de aprendizaje depende de muchos factores, desde la propia estructura de diseño de la red como el tipo de datos que se le suministran para el entrenamiento y cómo son suministrados a lo largo del proceso. Por eso, hay varias formas de clasificar los tipos de aprendizaje, siendo los tres criterios principalmente utilizados los siguientes: 


			 


			• Si el proceso de aprendizaje incluye o no supervisión humana: se distingue entre aprendizaje supervisado, no supervisado, semisupervisado y por refuerzo.


			• Si el aprendizaje es continuo mientras el sistema presta servicio —en producción— o necesita un periodo específico de aprendizaje y, una vez acabado, funciona sin aprender más: el primero se denomina aprendizaje en línea y el segundo, por lotes.


			• Si el aprendizaje se limita a identificar entradas conocidas o a identificar patrones de muestras que pueden ser utilizados para inferir en el futuro resultados de entradas desconocidas: el primero se basa en instancias, mientras que el segundo se basa en modelos. 


			 


			Estos criterios no son excluyentes. Un método o algoritmo de aprendizaje puede ser, por ejemplo, supervisado, por lotes y basado en modelos, mientras que otro puede ser no supervisado, en línea y basado en modelos, etcétera. Sin embargo, existen algunas restricciones, como veremos a continuación. Por ejemplo, es imposible que un aprendizaje supervisado —donde una persona debe «supervisar» el proceso— funcione en línea. 


			A continuación, se describen los principios de funcionamiento y características de todos los tipos de aprendizaje indicados, con excepción del basado en instancias, pues es tan trivial que no se utiliza en aprendizaje automático ni en aprendizaje profundo: se trata simplemente de identificar muestras exactamente iguales a las presentadas, por lo que es más un sistema de memorización y búsqueda que de inteligencia. 


			 


			Aprendizaje supervisado 


			 


			Fue el primero en ser desarrollado y comenzó a implementarse en las primeras redes neuronales. Consiste básicamente en proporcionar una batería de numerosos ejemplos de entrada a la ANN, cada uno de ellos acompañado del resultado que deseamos que proporcione la red. A este resultado se le denomina «etiqueta». Así, se dice que en el aprendizaje supervisado todos los datos deben estar etiquetados. 


			Una tarea típica realizada con aprendizaje supervisado es la clasificación. Siguiendo con uno de los ejemplos ya vistos, que trata de clasificar imágenes de perros y gatos, la ANN, después de recibir cientos, miles o decenas de miles de imágenes de perros y gatos etiquetadas como las de la figura 2.9, llegaría a una configuración de los pesos de sus neuronas en la que sería capaz de identificar futuras imágenes que no ha recibido nunca antes. 


			Cada imagen en el ejemplo anterior llevaría una de las etiquetas «dog» o «cat» según se trate de un perro o un gato, respectivamente. Una vez terminada la fase de aprendizaje o «entrenamiento», la ANN podrá recibir una nueva imagen como en la figura 2.10 y nos dará un resultado más o menos correcto (en la figura aparece un 95 % de probabilidad de que sea un perro —dog— y un 5 % de que sea un gato —cat). 


			 



			[image: ]


			 



			Figura 2.9. Ejemplos de imágenes de entrada etiquetadas para una red neuronal. 


			 



	   Otra tarea típica del aprendizaje supervisado es predecir un valor numérico para un conjunto de datos. Por ejemplo, estimar el precio de un coche a partir de un conjunto de sus características, como el kilometraje, los años de antigüedad, la marca y modelo o el tipo de motor. Este tipo de tarea se llama de regresión y a estos sistemas se les denomina «predictores». También es necesario proporcionar a la red muchos datos de coches durante el proceso de entrenamiento, incluyendo, por supuesto, el valor de cada uno (etiqueta). 
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			Figura 2.10. Ejemplo de una red neuronal supervisada ya entrenada. 


			 



	   Es importante saber que el proceso de aprendizaje supervisado se realiza por etapas, tal como se muestra en la figura 2.11. Esto implica que primero se diseña la topología de la red, que permanecerá invariable; posteriormente se realiza el entrenamiento o aprendizaje con un conjunto de muestras suficiente para obtener los resultados deseados y, como paso adicional, se prueba su funcionamiento con datos reales (distintos) para validar que los resultados son los esperados. Por último, la red pasa a producción y nunca más volverá a ser modificada, salvo que queramos lanzar una nueva versión mejorada, siguiendo de nuevo todo el proceso descrito. 


			Sin embargo, un paso crucial en el aprendizaje supervisado es crear o adquirir un conjunto de datos etiquetados. En el ejemplo anterior, sería necesario adquirir miles de imágenes de gatos y miles de imágenes de perros, con cada imagen etiquetada apropiadamente. A continuación, hay que dividir los datos en grandes grupos de muestras de entrenamiento y otros más pequeños de muestras para validación. El conjunto de datos de entrenamiento se utiliza para determinar los parámetros del modelo que genera los resultados (si una imagen determinada representa un gato o un perro). Una vez entrenado el modelo, el conjunto de datos de validación se utiliza para probar la precisión del modelo. Se utiliza el modelo para obtener los resultados sobre el conjunto de datos de validación. Se comparan los resultados que ha arrojado el sistema con las etiquetas de esos datos y así se evalúa la calidad del modelo. 
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			Figura 2.11. Fases de desarrollo de un sistema con aprendizaje supervisado. 


			 



	   Al comparar los resultados arrojados por el sistema con las etiquetas de los datos de validación podemos determinar si la tasa de errores es admisible o es aún muy elevada. Si es tal, se puede cambiar el algoritmo o modelo utilizados o volver al proceso de aprendizaje para proporcionarle más muestras que mejoren la precisión de los resultados (aciertos). 


			Como se aprecia, el objetivo básico de los algoritmos de aprendizaje supervisado es «imitar» lo más posible a un experto humano, o a una fuente aceptada de verdad, a la hora de proporcionar un resultado. Por eso, alguien debe «etiquetar» primero los conjuntos de datos para indicarle a la máquina lo que es correcto y lo que no. 


			Pero el mayor reto para quienes desarrollan sistemas de aprendizaje supervisado es decidir si es mejor seguir iterando con más datos de entrenamiento, si conviene quitar o añadir otras características a los conjuntos de datos o si es mejor elegir otro algoritmo o modelo —por ejemplo, otra topología de ANN— que la tasa de error baje a un nivel aceptable. 


			A nuestro alrededor abundan los ejemplos de aprendizaje supervisado. Cada vez que etiquetamos un correo electrónico como spam, ayudamos a los algoritmos de aprendizaje automático de nuestro proveedor de correo electrónico a actualizar sus modelos para identificar mejor estos correos no deseados. La capacidad de Facebook y otras redes para sugerir nombres de amigos que pueden aparecer en fotografías recién tomadas se basa en nuestro etiquetado previo de otras fotos. Las empresas de tarjetas de crédito o las plataformas de pago deciden si aceptan una transacción con más o menos niveles de validación (enviar un SMS, facilitar un código o nada) en función de nuestros hábitos de compra anteriores, que van creando automáticamente datos etiquetados. La capacidad de un termostato inteligente como Google Nest para ajustar la temperatura media hora antes de que lleguemos a casa se basa en los datos etiquetados que genera nuestro teléfono móvil en un registro en la nube cada vez que salimos y entramos en casa, así como cuando ajustamos manualmente la temperatura a nuestro gusto. 


			Netflix, por su parte, utiliza el aprendizaje supervisado para hacer recomendaciones. Cada vez que alguien etiqueta una película o serie con «me gusta» o «no me gusta», Netflix lo utiliza para mejorar las recomendaciones a esa persona y a todas las que ven contenidos similares a ella. Cuando dejas de ver una serie a la mitad o, incluso, dejas de ver el primer capítulo a los diez minutos y no lo vuelves a ver más tarde, Netflix lo etiqueta como que no te ha gustado, y lo utiliza para que su algoritmo «aprenda» cómo acertar más la próxima vez (contigo y con perfiles similares al tuyo). Lo mismo ocurre cuando añades una serie o una película a tus favoritos. 


			Este mismo tipo de algoritmo de filtrado colaborativo se utiliza para todo tipo de recomendaciones, incluidas las del motor de recomendaciones de Amazon o las sugerencias de Airbnb. 


			Aunque se verán más adelante, se mencionan aquí algunos de los algoritmos de aprendizaje supervisado más importantes, para irnos familiarizando con sus nombres: 


			 


			• k-vecinos más cercanos 


			• Regresión lineal 


			• Regresión logística 


			• Máquinas de vectores de soporte (SVM) 


			• Árboles de decisión y bosques aleatorios 


			• ANN 


			 


			Como se ve, el aprendizaje supervisado no es exclusivo de las ANN, sino que existen otras tecnologías de ML capaces de proporcionar sistemas con capacidad de aprender. Para ello se necesita fundamentalmente una cantidad elevada de datos etiquetados. Es probablemente lo que da el sentido a la frase, acuñada ya hace más de una década, que decía que «los datos son el nuevo petróleo». Es posible que muchas empresas ya tengan grandes cantidades de datos etiquetados listos para algoritmos de ML gracias a sus inversiones en sistemas, tecnologías, herramientas y bases de datos. Por ejemplo, la mayoría de las grandes compañías de seguros tienen décadas de datos etiquetados almacenados, relacionados con daños a la propiedad, y podrían implementar fácilmente modelos de aprendizaje supervisado para ajustar mejor las primas y reducir tanto el fraude como el tiempo que lleva procesar y resolver los partes. De la misma forma, las clínicas y hospitales disponen de enormes conjuntos de datos etiquetados, por ejemplo, de radiografías, tomografías, y electrocardiogramas. Con las soluciones de ML adecuadas, es posible identificar patrones y predecir enfermedades mediante el diagnóstico automatizado por imagen, ayudando a los profesionales a centrarse en los puntos críticos y aumentando la calidad del diagnóstico, especialmente en casos muy difíciles de detectar para el ojo humano. 


			 


			Aprendizaje no supervisado 


			 


			El aprendizaje supervisado está muy bien porque ofrece sistemas estables y predecibles. Es más o menos lo que nos ocurre cuando estudiamos en una institución (el colegio, la universidad, una academia): se nos entrena para conseguir unos resultados esperados (los exámenes o pruebas finales) y alguien (el supervisor, en este caso el profesor) considera que con esos resultados (las calificaciones) ya podemos ir a «producción» (el mundo laboral o la siguiente etapa de estudios, según corresponda). 


			Como se puede deducir, el coste de los sistemas supervisados es elevadísimo (no en vano suele ser una de las prioridades de todas las campañas electorales y una de las partidas presupuestarias más importantes de los Estados). Además de requerir un supervisor experto que garantice que el entrenamiento es correcto y que todos los conjuntos de datos utilizados durante ese entrenamiento estén etiquetados, en el caso de las ANN la cantidad de muestras que se necesita es altísima para conseguir resultados aceptables. Afortunadamente, en el mundo actual se dispone de una ingente cantidad de datos, pero muchas veces estos no están etiquetados para el fin que perseguimos. 


			Otras veces no se dispone de un supervisor cualificado para la tarea. Por ejemplo, supongamos que queremos que un sistema de ML clasifique compradores que van a unos grandes almacenes en distintos grupos según sus hábitos de compra. Un supervisor «humano», el más experto de los directores de marketing, podría sugerir establecer grupos por edad, sexo, código postal de residencia, rango salarial, nivel de estudios, etcétera. Pero ¿podría darse el caso de que un grupo especial de compradores de esos grandes almacenes, que casualmente fueran muy atractivos desde el punto de vista de su propensión a comprar, fueran seguidores del Real Madrid que han viajado al extranjero en los últimos cinco años y que además compran turrón sin gluten en Navidad? ¿Algún humano podría identificar esa correlación de datos para decidir que ese grupo merece la pena ser establecido? Otra vuelta de tuerca más: podría haber grupos que los humanos no somos capaces de identificar, por lo que ni siquiera corresponderían a patrones tan directos como el de los seguidores del Real Madrid indicado. Podrían ser tan abstractos como personas que al multiplicar su edad por la media del número de productos que ha comprado en los últimos cinco pedidos antes del Black Friday sumado a la raíz cuadrada de la suma de su nivel salarial anual y su código postal multiplicado por cuatro, da como resultado un número menor del número de hijos que tiene más los años de antigüedad de su coche. Es fácil perderse, ¿no? Pues veremos como los algoritmos de aprendizaje no supervisado no solo no se pierden, sino que son capaces de descubrir este tipo de relaciones para comprender la realidad con un nivel muy superior al del más inteligente de los seres humanos. 


			Los sistemas con aprendizaje no supervisado tienen esa cualidad: producen agrupaciones de elementos en virtud de sus características. Dicho de forma más sencilla, reciben muestras y son capaces de identificar patrones similares entre ellas, clasificándolas en grupos a la salida, sin que haya nadie instruyéndolos en lo que es correcto y lo que no lo es. Esto tiene una potencia increíble y es lo que realmente puede suponer un cambio de paradigma en el campo de la IA y llegar a la denominada «singularidad», el momento en el que las máquinas sean más inteligentes que los humanos en todas las tareas. ¿Por qué? Porque una ANN con aprendizaje no supervisado es capaz de aprender sin límites, sin necesidad de un supervisor humano y, al igual que ha ocurrido hasta ahora, los ordenadores seguirán creciendo en capacidad de procesamiento a una velocidad mucho mayor que la inteligencia humana, que sigue las leyes darwinianas de la evolución, infinitamente más lentas. 


			Se puede afirmar que, mientras los modelos de aprendizaje supervisado entrenan un sistema para reconocer resultados conocidos, la aplicación principal de los algoritmos de aprendizaje no supervisado es descubrir conocimientos en datos con pocas ideas preconcebidas o suposiciones. 


			Las aplicaciones del aprendizaje no supervisado van mucho más allá de crear segmentos de clientes para campañas de marketing, como en el ejemplo comentado. Por ejemplo, puede ser utilizado por responsables de la seguridad nacional (policía, Guardia Civil, ejército, etcétera) para buscar patrones anormales en los contenidos de las redes sociales e identificar posibles amenazas a la seguridad, como riesgos de atentados o secuestros. En estos casos, una persona puede no saber exactamente qué buscar, pero estos sistemas que «autoaprenden» sí son capaces de identificar un patrón anómalo, diferente a lo esperado. 


			Una consecuencia de los modelos de aprendizaje no supervisado es que ellos son quienes etiquetan los datos cuando los asignan a un patrón o grupo concreto. En nuestro anterior ejemplo de fotografías de perros y gatos, un algoritmo de aprendizaje no supervisado terminaría encontrando los dos grupos de animales, después de observar simplemente las imágenes sin etiquetar. Por supuesto, no llamará a estos dos grupos «gatos» y «perros», sino, probablemente, «grupo 1» y «grupo 2». Pero esto es igual que nosotros, que damos nombres diferentes a estos animales en cada idioma. Lo importante no es el nombre; lo principal es saber distinguir unos animales de otros. 


			De la misma manera, un sistema de aprendizaje no supervisado podría distinguir imágenes de exteriores e interiores, tomadas de día o de noche y, en general, cualquier otra diferencia. Por ejemplo, una ANN con aprendizaje no supervisado es capaz de recibir miles o millones de ejemplos de letras manuscritas (de cualquier alfabeto, no solo del latino) y agruparlas hasta identificar cada una de ellas. ¿Qué implicación tiene esto? Pues, por ejemplo, poder transcribir en cuestión de segundos los cientos de miles de manuscritos medievales que existen y cuyas letras góticas a muchos de nosotros nos resultan indescifrables. Pero podemos ir más allá: una red no supervisada puede analizar los textos completos disponibles en internet, extrayendo y agrupando ideas similares. Apoyándose en el procesamiento del lenguaje natural (NLP), ya mencionado, los ordenadores ya han comenzado a entender la información que se encuentra disponible en internet. Es más, un sistema así no tiene la más mínima dificultad para aprender decenas o centenares de idiomas en cuestión de horas o minutos, por lo que no solo sería capaz de aprender de toda la información disponible en todos los idiomas en internet, sino que podría comunicarse en paralelo con todos los seres humanos de la Tierra, interactuando con cada uno en su idioma, como hizo el Espíritu Santo tras la muerte de Jesús, según se narra en los Evangelios. 


			Esto no es ciencia ficción, sino que ya está disponible. Google, por ejemplo, lo tiene ya implementado en su algoritmo de búsqueda. Así, cuando escribes en Google «en qué año se fundó Kuala Lumpur», es capaz de entender qué estás buscando y te da una respuesta como esta: 
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			Figura 2.12. Ejemplo de respuesta de Google utilizando la búsqueda basada en NLP. 


			 


			En la literatura científica se clasifican los métodos de aprendizaje no supervisado en distintas categorías. Aquí establecemos cuatro: 


			 


			• Clasificación automática en grupos: ejemplos como la identificación de patrones de consumo en clientes o la clasificación de imágenes de perros y gatos entran dentro de esta categoría. Son muy utilizados por las redes sociales para enviar publicidad segmentada y también para hacer boletines de noticias automáticos agrupadas por temas, proponer paquetes de productos financieros (fondos de inversión, acciones, etcétera) a inversores e incluso atender servicios de atención al cliente mediante chatbots capaces de identificar el tipo de consulta o queja, las causas asociadas más frecuentes y las mejores soluciones o respuestas.


			• Minería de reglas de asociación: estos algoritmos son capaces de predecir la siguiente acción de un usuario o sistema, con una técnica del tipo «encontrar la pieza que falta». El sistema es capaz de identificar patrones y, además, indicar qué le falta a un dato para encajar en uno de esos patrones por completo. Así, hay soluciones de marketing basadas en este tipo de algoritmos que proporcionan lo que se denomina la «mejor acción siguiente», que es capaz de identificar a qué patrón corresponde un usuario o cliente y predecir cuál es la acción de marketing inmediata con el mayor impacto, por ejemplo, recomendarle un producto concreto, enviarle un descuento para las próximas 24 horas, u ofrecerle envoltorio de regalo gratis para que compre un producto para regalo. También están dentro de esta categoría los algoritmos que sugieren productos recomendados personalizados, como los que muestra Amazon cuando se selecciona cualquier producto. Hay veces que estas reglas de asociación son totalmente abstractas e imposibles de descifrar para los humanos. En otras ocasiones son más entendibles, como la que determinó en su momento que conviene recomendar cerveza a los compradores de pañales, quizás porque quienes tienen un hijo recién nacido dejan de salir a bares y restaurantes y comienzan a comprar la cerveza para tomarla en casa.


			• Detección de anomalías: aquí el algoritmo analiza cada muestra y determina si se ajusta o no a patrones anteriores. Si no se ajusta a ninguno, la marca como anómala. Este tipo de aplicación se utiliza a menudo en la detección de fraude en servicios financieros, detección temprana de enfermedades y mantenimiento preventivo de sistemas y máquinas.


			• Reducción dimensional: en este tipo de algoritmos el objetivo es simplificar los datos sin perder información relevante para un determinado fin. Una forma de hacer esto es fusionar varias características correlacionadas en una sola. Por ejemplo, el kilometraje de un vehículo puede estar muy correlacionado con su antigüedad, por lo que un algoritmo de reducción dimensional los fusionará en una sola característica que podemos denominar «desgaste». Esta práctica se denomina técnicamente «extracción de características» y se verá en detalle más adelante, en otro capítulo. 


			 


			Se han ilustrado las distintas categorías de sistemas de aprendizaje no supervisado con algunos ejemplos. Sin embargo, lo que estamos viviendo actualmente en relación con este tipo de aprendizaje es solo un embrión de lo que nos espera. Estas redes necesitan de dos factores principales: capacidad de procesamiento y una cantidad de muestras muy elevada. A diferencia de las redes supervisadas, estas redes utilizan todas las muestras que reciben para ir mejorando su precisión, al igual que la inteligencia humana, en general. Lo habitual es que no existan periodos de entrenamiento, prueba y producción, sino que tienen aprendizaje en línea, a la vez que van ofreciendo resultados. No existen resultados correctos o incorrectos a priori, sino que se van reuniendo en los grupos que el sistema cree oportuno, y estos grupos pueden ir evolucionando con el tiempo. Por ejemplo, en el sencillo caso que vimos para las redes supervisadas, que consistía en diferenciar imágenes de perros y gatos, si a una red no supervisada le comenzamos a ofrecer fotos de tigres o leones, al principio los incluirá en el mismo grupo que los gatos, pero cuando reciba suficientes muestras, creará tres grupos para gatos, tigres y leones, aunque puede crear un nuevo «grupo de grupos», donde caerán todos ellos, que nosotros llamaríamos «felinos». 


			Para concluir, se mencionan algunos algoritmos de aprendizaje no supervisado, algunos de los cuales se verán en detalle más adelante, aunque existen bastantes más, algunos de una complejidad muy elevada: 


			 


			• Para clasificación en grupos: k-medias, análisis de agrupaciones jerárquicas («hierarchical clustering analysis» o HCA) y mapas de Kohonen.


			• Para minería de reglas de asociación: «Apriori» y «Éclat».


			• Para reducción de dimensionalidad: análisis de componentes principales («principal component analysis»), «locally linear embedding» y «t-distributed stochastic neighbour embedding». 


			 


			Aprendizajes semisupervisado y autosupervisado 


			 


			Algunos algoritmos pueden funcionar con datos de entrenamiento parcialmente etiquetados. Generalmente se dispone de una gran cantidad de datos sin etiquetar y solo un pequeño porcentaje de ellos o parte de las características están etiquetados. El grupo de métodos de aprendizaje utilizado en estos casos se denomina, en consecuencia, aprendizaje semisupervisado. 


			La mayoría de los métodos de aprendizaje semisupervisado son sencillamente combinaciones de métodos de aprendizaje supervisado y no supervisado. Por ejemplo, las llamadas «redes profundas de creencias» se basan en componentes no supervisados denominados «máquinas de Boltzmann restringidas» apilados. Estas «máquinas» se entrenan secuencialmente sin supervisión para, posteriormente, realizar un ajuste fino en todo el sistema utilizando técnicas de aprendizaje supervisado. 


			Algunos servicios de alojamiento de fotografías, como Google Photos o la fototeca de iCloud de Apple, son ejemplos bastante ilustrativos de aprendizaje semisupervisado. Estos servicios analizan primero todas las fotografías existentes en nuestra cuenta y, mediante aprendizaje no supervisado de clustering, reconocen automáticamente que aparece una misma persona en determinadas fotos. Posteriormente nos pregunta quién es esa persona una vez y, a partir de ese momento, es capaz de encontrar a esa persona en todas nuestras fotos, pasadas y futuras. 


			Otro tipo de aprendizaje es el denominado «autosupervisado». Básicamente, se trata de utilizar un sistema de ML para supervisar a otro. En lugar de ser necesario un trabajo manual para etiquetar los datos de entrada que serán utilizados durante el entrenamiento del sistema ML principal, estas etiquetas son producidas por otro sistema con aprendizaje no supervisado suplementario, que los categoriza autónomamente. Siguiendo con el ejemplo anterior de la fototeca, se completaría el sistema semisupervisado capaz de identificar las caras de cada persona en las fotos con otro sistema que compare esas caras con las que aparecen en perfiles públicos de las redes sociales, por ejemplo, y, cuando identifique alguna, extraiga el nombre de ese perfil. De esa manera, el sistema completo es capaz de identificar con nombre y apellidos cada persona que aparece en nuestras fotos sin que hayamos tenido que darle ninguna información. 


			 


			Aprendizaje por refuerzo 


			 


			El aprendizaje por refuerzo (RL, por las siglas de «reinforcement learning», en inglés) es uno de los campos del aprendizaje automático más apasionantes en la actualidad y también uno de los más antiguos. Las primeras ideas se propusieron durante la década de 1950, principalmente orientadas a juegos como las damas, el ajedrez o el backgammon, así como al control de máquinas industriales. En 2013 saltó a la palestra mediática, de la mano de la empresa británica DeepMind, que mostró su sistema, capaz de aprender a jugar casi cualquier juego del famoso ordenador Atari desde cero, superando a los humanos en la mayoría de ellos y sin tener ningún conocimiento previo de las reglas de los juegos. Tres años más tarde, esta misma empresa se hizo mundialmente famosa cuando su sistema AlphaGo venció al campeón mundial del juego chino go, Lee Sedol, cuando ningún programa se había ni siquiera acercado jamás a vencer a un maestro de este juego; mucho menos al campeón del mundo. DeepMind fue adquirida un año después, en 2014, por Google por más de 500 millones de dólares. 


			El aprendizaje por refuerzo tiene una naturaleza muy diferente a todos los anteriores. El sistema de aprendizaje se basa en el uso de «agentes», que pueden observar el entorno, seleccionar y realizar acciones y obtener recompensas o penalizaciones —recompensas negativas— cuando realizan cada acción. Del refuerzo conseguido con las recompensas y penalizaciones acumuladas, intento tras intento, el sistema es capaz de aprender por sí mismo cuál es la mejor estrategia, que se denomina técnicamente «política», para obtener la mayor recompensa con el paso del tiempo. De esta manera, una política define qué acción debe elegir el agente ante una situación determinada. 
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			Figura 2.13. Ejemplo del funcionamiento del aprendizaje por refuerzo. 


			 


			Para que, en el aprendizaje por refuerzo, el agente aprenda realmente a desenvolverse de manera eficaz (alcanzando el objetivo) y eficiente (maximizando las recompensas), la política suele ser una ANN que toma observaciones del entorno como entradas y genera las acciones que hay que realizar en sus salidas. 


			La política puede ser cualquier algoritmo que uno pueda imaginar. Por ejemplo, un robot aspirador puede tener un algoritmo de aprendizaje por refuerzo cuya recompensa sea la cantidad de polvo que recoge. Su «política» podría ser avanzar con cierta probabilidad p cada segundo o rotar aleatoriamente hacia la izquierda o derecha en el resto de las ocasiones (probabilidad 1 - p). El ángulo de giro sería aleatorio entre –r y +r. Dado que esta política implica probabilidades, se denomina «política estocástica». Por supuesto, el robot tendrá una trayectoria errática, pero, como se mueve de manera aleatoria según su política, tiene la capacidad de llegar a cualquier punto de la habitación y aspirar así todo el polvo. Sin embargo, recibirá más recompensas cuando pase por zonas donde no ha pasado ya y, por lo tanto, aspire más polvo. 


			Para entrenar a este robot se tienen dos parámetros que pueden ser configurados: la probabilidad p y el ángulo de giro r. Un posible algoritmo de aprendizaje podría ser probar muchos valores diferentes para estos parámetros y elegir la combinación que funcione mejor. A este algoritmo se le denomina «fuerza bruta», porque no estamos aplicando ninguna inteligencia para probar valores. En la realidad, el número de parámetros de configuración no suele ser dos, sino decenas, cientos o miles y, en esos casos, la fuerza bruta no sirve para nada. 


			Una aproximación bastante más eficaz para explorar el espacio de políticas posibles es utilizar los llamados «algoritmos genéticos». Se denominan así porque funcionan de manera muy parecida a como se combinan los genes. En el caso de las políticas para aprendizaje por refuerzo, un algoritmo genético comienza proponiendo un número de posibles políticas (combinaciones de parámetros en nuestro ejemplo), por ejemplo 100. Las prueba todas y «mata», por ejemplo, las 80 que hayan obtenido peores recompensas. Con las 20 que han sobrevivido, obtiene «descendientes». Un descendiente es una copia de su progenitor o pareja de progenitores más alguna variación aleatoria, al igual que ocurre en la naturaleza. Se vuelve a probar esta «segunda generación» de políticas y se vuelve a matar a las que obtienen menos recompensas. Así se continúa el proceso hasta que se obtiene una buena política. 


			Otro enfoque más para el aprendizaje reforzado es utilizar técnicas de optimización, evaluando los gradientes de las recompensas con respecto a los parámetros de la política —es decir, cuánto varían las recompensas cuando se cambian los parámetros— y luego ajustando estos parámetros en función del gradiente hacia recompensas más altas (ascenso de gradiente). Este enfoque se denomina «gradientes de políticas» (PG, por sus siglas en inglés). Se puede decir que, en el algoritmo PG, si una variación del parámetro consigue el máximo incremento en la recompensa, vamos por el buen camino. Si, por el contrario, al variar un poco más el parámetro en el mismo sentido la recompensa disminuye, es que vamos por mal camino y deberíamos variarlo nuevamente, pero esta vez en el sentido contrario (si estábamos variando su valor, lo disminuiremos un poco, y viceversa). 


			Es importante darse cuenta de que las recompensas que se reciben durante un aprendizaje por refuerzo dependen del pasado, es decir, del estado en el que se encuentra el agente. El estado se define como un conjunto más de variables del entorno que debe tener en cuenta el agente. Por ejemplo, la recompensa para un agente que controla un vehículo autónomo por dar un «volantazo» dependerá de si conduce en un estado normal o en estado de peligro de colisión inminente. En otras palabras, se necesita una forma de cuantificar la recompensa de cada acción de forma que sea específica para cada estado particular del sistema. De hecho, las acciones del propio agente cambian el entorno y conducen a un nuevo estado. 


			El conjunto completo de estados, acciones y reglas para la transición de un estado a otro en un sistema de aprendizaje por refuerzo se denomina «proceso de decisión de Markov» y su propiedad principal es que el estado en cualquier instante contiene toda la información que se necesita del entorno para realizar transiciones de estado y asignar las recompensas oportunas. Hay procesos de decisión de Markov que son finitos, por ejemplo, en el juego del «tres en raya», donde solamente es posible tener un número finito de pasos, que se denomina «episodio». Para entendernos, un episodio del tres en raya es una partida. Hay otros sistemas que tienen infinitos procesos de decisión de Markov, como la conducción de un vehículo eléctrico. 


			El aprendizaje por refuerzo puede aplicarse a una amplia variedad de tareas. A continuación, se muestran algunos ejemplos: 


			 


			• El agente puede ser el programa que controla un robot andante. En este caso el entorno es el mundo real, el agente observa el entorno a través de un conjunto de sensores como cámaras y sensores táctiles, y sus acciones consisten en enviar las señales adecuadas para activar los motores. Puede programarse para obtener recompensas positivas cada vez que se acerca al destino objetivo y recompensas negativas cada vez que pierde el tiempo, va en la dirección equivocada o se cae.


			• También puede ser el programa que controla el personaje de un videojuego. En este caso, el entorno es el propio definido por el juego, las acciones son las distintas posiciones posibles del joystick y botones de acción, las observaciones son capturas de pantalla y las recompensas son los puntos del juego o las vidas que va perdiendo.


			• De la misma manera, el agente puede ser un programa que juega un juego de mesa, como el ajedrez, el go o el Monopoly.


			• Un ejemplo donde no hay recompensas positivas es un agente que recorre un laberinto buscando la salida y solo obtiene una recompensa negativa en cada paso. La motivación es, por tanto, encontrar la salida lo antes posible.


			• Otro ejemplo es cuando el agente no controla algo que se mueve física o virtualmente, sino que regula automáticamente variables como la temperatura de una habitación, a través de un termostato como Google Nest. En este caso, obtiene recompensas tanto cada vez que se acerca a la temperatura objetivo como cuando ahorra energía y recompensas negativas cuando una persona ajusta manualmente la temperatura.


			• Por último, un ejemplo muy particular son los conocidos «robo-advisors» en el mundo de las finanzas, donde el agente puede observar los precios del mercado de valores y decidir cuánto comprar o vender cada segundo. Las recompensas son obviamente las ganancias y pérdidas económicas obtenidas con cada transacción. Debido al elevado coste económico de este entrenamiento, muchos robo-advisors se entrenan con inversiones ficticias (suponiendo que han realizado la inversión aunque, en realidad, no hacen la compra o venta). 


			 


			Aunque el aprendizaje por refuerzo tiene aplicaciones muy interesantes como las mencionadas, es más difícil de implementar que los otros tipos vistos anteriormente, por las siguientes razones: 


			 


			• En ocasiones, cuando se recibe una recompensa (por ejemplo, ganar una partida de ajedrez), no se sabe exactamente cuánto ha contribuido cada acción pasada a esa recompensa. Esto se conoce como el problema de la «asignación de créditos». Además, cuando hay variables aleatorias en el entorno, se producirán recompensas también aleatorias, que difícilmente orientarán a acciones correctas.


			• Es posible tener una gran cantidad de estados, incluso infinitos, y, por lo tanto, resultar imposible poder probar todas las opciones para ver cuál ofrece mayores recompensas. En estos casos se suele combinar con ANN con aprendizaje profundo (DL), que sí tienen esta capacidad para generalizar y tratar de ofrecer una acción aceptable ante cualquier estado.


			• Hay que determinar si el aprendizaje se hará explorando todas las opciones (mayor coste y tiempo) o dando por válidas acciones con un nivel de recompensas aceptable, para ir reduciendo el abanico de opciones. Sin embargo, esta forma de proceder, que es la que utilizamos todos en nuestra vida diaria, puede dar lugar a decisiones que no son las mejores (por ejemplo, cuando en una gran ciudad encontramos una ruta en la que se tarda un tiempo aceptable para ir de casa al trabajo, la damos por válida y no probamos más alternativas, cuando quizás haya otra mejor). Es lo que se conoce como el dilema «exploraciónexplotación»: cuándo debe el sistema dejar de explorar nuevas opciones y tomar la mejor de las conocidas; y es uno de los principales retos actuales de los sistemas de aprendizaje por refuerzo.


			• Hay bastantes sistemas que no pueden permitirse la técnica del ensayo y error hasta alcanzar las acciones con mayores recompensas. Por ejemplo, la conducción de un vehículo autónomo, el control de una central nuclear o un sistema de apoyo a las constantes vitales en una UCI no pueden permitirse un agente que pruebe qué solución es buena o mala. Y en muchos casos la primera parte del aprendizaje de una tarea suele tener pocos éxitos y muchos fracasos. Para este fin, hay una disciplina que trata de replicar entornos reales en el mundo virtual (Metaverso), de manera que sea posible entrenar estos sistemas de aprendizaje por refuerzo sin impactar sobre vidas humanas, daños materiales o, simplemente, elevados costes económicos. 


			 


			Para concluir, hay que destacar que el aprendizaje por refuerzo es muy útil en situaciones donde las secuencias de acciones son dinámicas y difíciles de modelar utilizando métodos tradicionales. Los sistemas son demasiado complejos para poder modelarlos explícitamente como, por ejemplo, la conducción de un vehículo autónomo que debe interpretar infinitas situaciones en la carretera. Sin embargo, las acciones que hay que llevar a cabo sí son lo suficientemente fáciles de evaluar como para que sea muy sencillo asignar un valor de recompensa —positivo o negativo— a cada posible acción. 


			El éxito que se está obteniendo con el aprendizaje por refuerzo abre una puerta a los sistemas de autoaprendizaje, que es el santo grial de la IA. Hablaremos de ello un poco más adelante. 


			 


			Redes generativas adversarias (GAN) 


			 


			Las redes generativas adversarias se conocen como GAN por sus siglas en inglés («generative adversarial networks»). Son un caso particular de aprendizaje donde se enfrentan dos ANN que compiten entre sí, una por aprender y la otra por engañar a la que aprende. La red que engaña se denomina «generador», porque su trabajo es generar muestras de entrenamiento sintéticas a partir de muestras reales. La que aprende se denomina «discriminador» porque trata de identificar qué muestras son reales y cuáles son inventadas por su adversaria. 


			El generador toma generalmente ruido gaussiano como entrada y produce una salida que es una muestra parecida a los datos reales (datos base), pero ligeramente modificada. El discriminador suele ser un clasificador cuyo trabajo es distinguir muestras reales del conjunto de datos base y la muestra sintética inventada por el generador. El generador intenta crear muestras lo más realistas posible; su trabajo es engañar al discriminador, mientras que el trabajo del discriminador es identificar las muestras falsas independientemente de lo bien que intente engañarlo el generador. El resultado óptimo de este modelo de optimización se conoce como «equilibrio de Nash», en honor al matemático americano John Nash, considerado el padre de la «teoría de juegos». Normalmente, este punto de equilibrio es aquel en el que el discriminador ya no es capaz de distinguir entre muestras reales y falsas. 


			Como se puede deducir, estos algoritmos pueden crear muestras realistas pero irreales, utilizando un conjunto de datos base y se utilizan bastante en el campo de la imagen. Por ejemplo, si el sistema se entrena utilizando un conjunto de datos que contiene imágenes de coches, producirá coches de apariencia realista que en realidad no forman parte de los datos base. Estos sistemas pueden utilizarse para actividades artísticas y creativas. También es posible añadir a estos sistemas datos que aporten contexto para orientar los datos base de entrada. Por ejemplo, hay sistemas como la herramienta Mid-Journey que acepta indicaciones como «coche verde con ruedas cuadradas». El sistema es una concatenación de modelos de ANN, uno que procesa el lenguaje natural (NLP) para extraer el significado de lo que estamos pidiendo («coche», «verde» y «ruedas → cuadrado»), una base de datos de imágenes etiquetadas de «coches», color «verde», «ruedas» y «cuadrados» y una GAN con un generador que toma todas esas imágenes y empieza a generar imágenes sintéticas con todas ellas, mientras que un discriminador empieza a descartar las que no parecen un coche, no es de color verde, etcétera. 


			Aunque parezca increíble, vemos que estas redes ya están disponibles para que cualquiera pueda probarlas y comprobar sus sorprendentes capacidades. 


			 


			Aprendizaje por lotes 


			 


			Se mencionó al principio del capítulo que el tipo de aprendizaje puede depender de varios factores. Uno de ellos es si el proceso de aprendizaje es continuo durante toda la vida del sistema en producción (aprendizaje en línea) o se hace durante una fase específica de aprendizaje, anterior a la puesta en producción del sistema (aprendizaje por lotes). 


			En el aprendizaje por lotes, el sistema debe entrenarse utilizando todos los datos disponibles durante la fase de aprendizaje. Este tipo de aprendizaje requiere que el sistema pase un tiempo fuera de servicio, preparándose y perfeccionándose para obtener los mejores resultados. En el aprendizaje por lotes el sistema ya no aprenderá nada más cuando pase a producción, lo que equivale a decir que los pesos de la ANN permanecerán fijos para siempre tras la fase de entrenamiento. Además, como en el aprendizaje por lotes la fase de entrenamiento se hace con el sistema fuera de servicio, se trata de un tipo de aprendizaje fuera de línea. 


			Una característica que es muy importante conocer de los sistemas con aprendizaje por lotes es que, si se necesita entrenar el sistema para una característica o resultados esperados nuevos —en el ejemplo de las imágenes de perros y gatos, podría ser hacerlo capaz de identificar también jirafas—, el sistema debe ser entrenado con una batería completa de datos de muestra, no solo con las muestras con la nueva característica. Es decir, hay que repetir el proceso de entrenamiento completo. En el ejemplo de las imágenes de animales, se necesitaría entrenar de nuevo el sistema con todas las fotos de perros, gatos y jirafas disponibles y no solo con las de jirafas. Esto es así porque si de repente alimentamos el sistema solo con jirafas, tenderá a sobreajustarse a las jirafas y a olvidarse de cómo diferenciar gatos y perros. 


			Una vez finalizado el nuevo entrenamiento, se sustituye la configuración de pesos de la ANN en producción por la nueva obtenida. Debemos ser conscientes de que, si el entrenamiento no ha sido suficiente, es posible que, tras ese nuevo entrenamiento, el sistema sea capaz de distinguir una nueva característica o grupo de salida a costa de distinguir peor los anteriores —la nueva «versión» podría distinguir perros y gatos con menos precisión que la anterior, siguiendo con nuestro ejemplo. 


			Afortunadamente, todo el proceso de entrenamiento, validación y puesta en producción de un sistema de aprendizaje de ML se puede automatizar con bastante facilidad con las herramientas adecuadas, por lo que incluso un sistema de aprendizaje por lotes, que permanece invariable salvo en los periodos de entrenamiento, puede adaptarse a cambios en la naturaleza o clasificación de los datos. 


			El aprendizaje por lotes es sencillo de implementar y a menudo cubre las necesidades del problema en cuestión. Sin embargo, tener que entrenar el sistema cada vez usando el conjunto completo de datos puede llevar muchas horas, por lo que, con bastante frecuencia, solo es posible entrenar un sistema de aprendizaje por lotes cada 24 horas o incluso una vez por semana. De modo que si el sistema necesita adaptarse a datos que cambian rápidamente —por ejemplo, para predecir los precios de acciones bursátiles teniendo en cuenta las noticias y el contexto del entorno sociopolítico y financiero—, el aprendizaje por lotes puede no ser adecuado. 


			Además, el entrenamiento en el conjunto completo de datos requiere una gran cantidad de recursos informáticos (CPU, memoria, espacio en disco, comunicaciones, etcétera). Esto se traduce en que el aprendizaje por lotes resulta económicamente costoso y, en los casos donde deba hacerse con demasiada frecuencia, económicamente inviable. 


			Por último, en los sistemas que tienen recursos limitados de almacenamiento o comunicaciones, como puede ser un pequeño controlador industrial o una nave espacial enviada a la Luna o Marte, puede resultarles materialmente imposible almacenar o recibir todo el conjunto de datos de entrenamiento. Para todos estos escenarios existe la alternativa del aprendizaje en línea, que se describe a continuación. 


			 


			Aprendizaje en línea 


			 


			En el aprendizaje en línea, el sistema se entrena de forma incremental alimentándose con instancias de datos de forma secuencial, ya sea individualmente o en pequeños grupos llamados «minilotes». Cada paso de aprendizaje es rápido y económico, por lo que el sistema puede aprender de nuevos datos sobre la marcha, a medida que le van llegando. 


			El aprendizaje en línea es ideal para sistemas que reciben datos de manera continua y necesitan adaptarse a los cambios rápidamente, sin intervención humana. También es una buena opción si dispone de recursos informáticos limitados: una vez que un sistema de aprendizaje en línea ha aprendido acerca de nuevas instancias de datos, ya no las necesita, por lo que puede descartarlas. Esto puede ahorrar una gran cantidad de espacio, capacidad de procesamiento y comunicaciones. 


			Un problema serio del aprendizaje en línea es que si se introducen datos incorrectos en el sistema, el rendimiento o tasa de acierto disminuirá gradualmente. Puesto que el sistema se entrena con los datos que recibe en vivo y no con una muestra controlada y representativa de ejemplos, cabe la posibilidad de que estos datos no sean correctos, por un fallo técnico —por ejemplo, un sensor que deja de funcionar correctamente o una aplicación que deja de actualizar algunos campos en una base de datos— o porque el sistema es hackeado  con datos erróneos deliberadamente para que se degrade o quede inutilizado —por ejemplo, introduciendo datos inverosímiles, como edades de cientos de años para personas o pedidos de millones de euros en históricos de compras de un supermercado—. Este fenómeno se denomina «envenenamiento de los datos» y representa una seria amenaza para los modernos sistemas de IA, pues estos no siempre están preparados para prevenirlo o combatirlo. 


			Para protegerse contra el envenenamiento de los datos, se debe monitorizar el sistema, desactivando rápidamente el aprendizaje y, si es demasiado tarde, volviendo a una configuración anterior, en cuanto se detecte una caída en el rendimiento. Otra solución es monitorizar los datos de entrada para poder reaccionar ante datos anómalos, por ejemplo, usando un algoritmo de detección de anomalías. 


			
	 

	 	
	 
   


			Tercera parte 


			Diseño de los sistemas de inteligencia artificial 


			
	 

	 	
	 
   


			Capítulo 9 


			Algoritmos de aprendizaje supervisado 


			 


			En este capítulo se muestran los algoritmos más frecuentemente utilizados en sistemas con aprendizaje supervisado. En todos ellos, por lo tanto, es necesario un conjunto de muestras de entrenamiento etiquetadas, es decir, donde, además de las características o variables de entrada, también se conoce el resultado (asignación a la clase correcta o valor de salida deseado para esa entrada). 


			Los algoritmos de aprendizaje supervisado suelen ser ampliamente utilizados en sistemas ML, aunque también se verá alguno, como los árboles de decisión, que es utilizado mediante sistemas expertos. 


			 


			Regresión lineal 


			 


			La regresión lineal también se conoce como regresión de mínimos cuadrados, que es el método matemático que se utiliza para implementar este algoritmo. Se utiliza como predictor, ya que propone una regla por la cual, dada una serie de valores para una muestra, es posible predecir el que falta. 


			El caso más sencillo se produce cuando se tienen solamente dos variables (características de la muestra), como la edad de una persona y el ahorro que tiene en la cuenta bancaria. Si se representa en una gráfica como la de la figura 3.1, pintando un punto para cada muestra (persona) de manera que su edad esté en el eje X (horizontal) y su ahorro esté en el eje Y (vertical), obtendremos una nube de puntos. Si realmente existe una relación entre ambas características, podrá trazarse una línea a través de ella, como en la figura, haciendo que la suma total de las distancias de todos los puntos a la línea sea una cantidad relativamente pequeña. Este cálculo de la distancia entre cada punto y la línea se hace por el método de los mínimos cuadrados, de ahí el nombre del algoritmo. Esta línea se denomina «recta de regresión», de ahí su otro nombre. 
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			Figura 3.1. Ejemplo de representación de muestras y regresión lineal en dos dimensiones. 


			 


			Para determinar si la recta representa más o menos bien a la nube de puntos se define un coeficiente denominado de correlación, que toma un valor entre 0 y 1. «1» significa «correlación perfecta», es decir, que todos los puntos caen casualmente dentro de la línea (o, lo que es lo mismo, la suma de sus distancias a la línea es 0). «0» significa «ninguna correlación», que implica que la recta no representa para nada a la nube de puntos. Cuando se utiliza una nube con muchos datos reales, lo normal es que el coeficiente de correlación esté en un punto próximo a 1, probablemente entre 0,70 y 0,99. Lógicamente, cuanto más alto sea, mejor, pues significa que la recta representa mejor a los datos. Por el contrario, si se obtuviera un coeficiente de correlación por debajo de 0,50, es mejor probar a relacionar otra pareja de variables (características) de los datos. Por ejemplo, si tratamos de hacer la regresión lineal entre el peso de una persona y la cantidad que le salió a pagar o a devolver en la última declaración de la renta, el coeficiente de correlación será próximo a cero y, visualmente, la nube de puntos será totalmente dispersa, con puntos al azar. 


			Sin embargo, cuando se ha elegido bien la pareja de características, se obtiene la recta de regresión con un alto coeficiente de correlación. Eso implica haber conseguido un algoritmo predictor, de la siguiente manera: 


			 


			• Una recta sobre un plano se representa matemáticamente como y = A·x + B, siendo A y B dos números conocidos, obtenidos mediante el cálculo de mínimos cuadrados.


			• A partir de ahí, cuando tengamos la característica x, podremos predecir la característica y con un margen de error aceptable simplemente resolviendo la ecuación anterior. 


			 


			Es importante señalar que la regresión lineal no solamente funciona para predecir una característica a partir de otra (dos dimensiones). También se puede utilizar el mismo método para extenderla a tres dimensiones, como en la figura 3.2. En este caso, tendremos tres características y seremos capaces de predecir una de ellas conociendo las otras dos para una determinada muestra. Esto sucede porque, en vez de una línea de regresión, se puede calcular un plano de regresión que minimiza la suma de las distancias que hay entre todos los puntos y él. Un plano se define matemáticamente por dos líneas rectas, es decir, dos ecuaciones como la mostrada anteriormente. Esto es suficiente para predecir el valor de z conociendo el de x e y, para una determinada muestra. 
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			Figura 3.2. Nube de puntos (muestras) en el espacio tridimensional y plano de regresión. 


			 


			La misma lógica se puede seguir para más dimensiones, aunque resulta muy difícil ilustrarlo gráficamente: mediante la regresión lineal es posible obtener una característica de una muestra a partir de una combinación de otras (cualquier número de ellas). Así, se puede probar con parejas, tríos, cuartetos, etcétera, de características y ver cuál de estas regresiones arroja el mayor coeficiente de correlación. Cuando lo tengamos, habremos encontrado el predictor lineal óptimo para esas características. 


			Aunque el proceso parezca bastante manual, todo este algoritmo implica cálculos matemáticos que pueden ser completamente programados y automatizados en un ordenador. Se puede decir, en conclusión, que la regresión lineal es la fórmula más sencilla de algoritmo de ML. 


			 


			Regresiones complejas 


			 


			Una evolución directa de la regresión lineal es la regresión polinómica, donde sustituimos la línea recta (o plano o hiperplano, para tres o más dimensiones) por un polinomio, es decir, una ecuación que tiene la x al cuadrado, al cubo, etcétera, según sea de segundo, tercer grado o más. Así, sabemos que un polinomio de segundo grado se escribe como y = Ax2 + Bx + C, siendo A, B y C los coeficientes que hay que ajustar en el modelo para minimizar la distancia de la curva a las muestras. Sobre el papel, tiene la forma de una parábola y, en determinadas ocasiones, como en el ejemplo de la figura 3.3, puede ajustar mejor con la nube de muestras que la regresión lineal, proporcionando un coeficiente de correlación mayor y, por lo tanto, ofreciendo mejores predicciones. 
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			Figura 3.3. Comparación de ajuste entre regresión lineal y regresión polinómica de segundo grado. 


			 


			Hay que saber que existe un teorema matemático, denominado «teorema de Taylor», en honor a su inventor, que demuestra que es posible aproximar, hasta el grado que se desee, cualquier función matemática mediante un polinomio, simplemente agregando grados (x2, x3, x4, etcétera), aunque solo durante un intervalo determinado. No obstante, el intervalo puede ser tan grande como se desee. ¿En qué se traduce esto aplicándolo a la regresión? Pues en que, eligiendo el polinomio de grado adecuado, es posible obtener una correlación altísima con las muestras para el intervalo observado. No obstante, hay dos cuestiones que hay que vigilar muy de cerca: 


			 


			• Cuanto mayor sea el grado del polinomio, más se ajustará el modelo a las muestras. Sin embargo, esto no siempre es positivo, puesto que puede haber muestras poco representativas, con errores en la medida, etcétera, y nos conducirá a un fenómeno de «sobreajuste». Este fenómeno se verá más adelante, pero podemos intuir que tiene que ver con ajustar demasiado la curva a las muestras con las que se entrena el modelo, que no tienen por qué ser representativas al 100 % de la distribución de muestras reales.


			• Las curvas polinómicas ajustan el modelo dentro del rango considerado, pero fuera de él se comportan de una forma que podríamos denominar «loca». Así, se cumple que cuanto mejor se ajuste a las muestras (aumentando el grado), más «loco» se volverá fuera del intervalo, es decir, menos fiable será para extrapolar fuera del rango de las muestras. 


			 


			Por último, siguiendo la misma lógica de sustituir la función de predicción del modelo de la regresión lineal por un polinomio, también es posible utilizar otro tipo de funciones para buscar el mejor ajuste con las muestras, siendo la exponencial y, sobre todo la logarítmica, funciones muy interesantes, pues representan con bastante frecuencia los fenómenos de la vida. Por ejemplo, los sentidos, el envejecimiento, la reproducción de especies y un sinfín de procesos asociados a la vida responden a funciones logarítmicas. El contagio de enfermedades comienza siguiendo una función exponencial. En el caso de la logarítmica, se trataría, simplemente, de utilizar la ecuación y = A + Bln(x) y presentaría una forma de ajuste como la de la figura 3.4 (se utiliza normalmente el logaritmo neperiano en vez del de base decimal, porque es más fácil trabajar con él en los cálculos matemáticos, aunque esto queda fuera del alcance de este libro). 
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			Figura 3.4. Ejemplo de representación de regresión logarítmica. 


			 


			Regresión logística 


			 


			Algunos algoritmos de regresión utilizados como predictores también se pueden utilizar para la clasificación de muestras en categorías. Sin embargo, existe un método de regresión que se utiliza explícitamente para la clasificación y no para la predicción, denominado «regresión logística». Se utiliza para estimar la probabilidad de que una muestra pertenezca a una clase o grupo particular. Utiliza el mismo principio de mínimos cuadrados y distancia mínima a una curva, pero, en esta ocasión, la curva separa dos grupos de muestras, quedando cada tipo a cada lado de la curva, como en el ejemplo de la figura 3.5. 
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			Figura 3.5. Representación de curva de regresión logística para separar dos grupos de muestras. 


			 


			La función que se utiliza normalmente se denomina «sigmoidea», porque tiene forma de S (sigma, en griego). La función sigmoidea se expresa de la siguiente manera: 
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			Tiene la particularidad de que hacia la derecha (+ ∞) siempre tiende a 1, y hacia la izquierda (– ∞) siempre tiende a 0. Multiplicando la x por un coeficiente c1 podemos hacer la S más o menos pronunciada, como se ve en la figura 3.6, y restándole un coeficiente c2 podemos desplazarla para que el punto medio se sitúe en el valor de c2. 


			Como se ve, la función siempre arroja un resultado entre 0 y 1 (eje vertical, y). Así, al aplicar la función sobre cualquier muestra, si el resultado es superior a 0,5 (50 %), entonces el modelo predice que la instancia pertenece al grupo o clase buscada (llamada «clase positiva»). Si el resultado hubiera sido inferior al 50 %, pertenecería a la otra clase, denominada «clase negativa». Se deduce que el modelo de regresión logística solo admite clasificar entre dos clases, por lo que entra dentro del grupo de los clasificadores denominados «binarios». 
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			Figura 3.6. Sigmoidea con parámetros de configuración. 


			 



	   Se utiliza con bastante frecuencia en algoritmos de ML para clasificar, por su sencillez a la hora de ser implementada y porque es no lineal (no es una recta), lo cual facilita, como se ha visto en capítulos anteriores, que pueda ser utilizada como entrada de una ANN con capas ocultas para realizar clasificaciones muy complejas. 


			 


			Máquinas de vectores de soporte (SVM) 


			 


			En la clasificación logística hay una línea que separa las dos clases. Se podría decir que esta línea es muy fina y podría dar lugar a errores, si no está perfectamente trazada, lo cual es prácticamente imposible en la práctica (nada es perfecto en el mundo real). Pero ¿por qué es tan fina esta línea? Imaginemos que introducimos una muestra y el resultado es 0,499. Afirmamos que pertenece a la clase «negativa». Ahora introducimos otra y obtenemos 0,501. La lógica que hemos establecido dice que es de la clase «positiva». ¿Será cierto? Ambos resultados están tan cercanos que quizás un ínfimo error de medición de nuestra variable de entrada o del propio modelo (parámetros de la sigmoide) ha hecho que una muestra esté en la clase incorrecta. Y ahora, ¿qué pasa si obtenemos 0,5 exactamente con una tercera muestra? ¿A qué clase la asociamos? 


			Técnicamente hablando, se dice que, en la regresión logística, si una muestra está lejos del límite de decisión (0,5), su probabilidad de pertenecer a una clase particular es mayor, en comparación con una muestra que esté cerca de ese límite. En conclusión, la asignación de una muestra a una categoría, cuando está muy cerca del límite de decisión, puede no ser correcta, como se ha visto con los ejemplos anteriores. Esta idea sugiere que las muestras más alejadas del límite de decisión tienen más probabilidad de ser clasificadas correctamente. El algoritmo de las máquinas de vectores de soporte (SVM, por las siglas de «support vector machine», en inglés) trata de resolver este problema introduciendo el concepto de «clasificador de margen máximo». 


			Respondiendo a una formulación matemática compleja, es importante conocer cómo funciona para comprender mejor sus posibilidades. El algoritmo es capaz de trazar una línea que maximiza el margen a su alrededor en ambas partes hasta las muestras que se usan como entrenamiento para ajustar el modelo (parámetros), tal como se muestra en la figura 3.7. 


			Esto lo consigue identificando la línea que proporciona el mayor margen a sus dos lados. Aunque se puedan trazar muchas líneas para separar las dos clases, solo una ofrecerá el margen máximo de separación entre ellas. Ese margen lo definen las muestras más cercanas, que se denominan «vectores de soporte», pues soportan el modelo. Es decir, si elimináramos una sola de ellas, la línea de separación de margen máximo sería otra distinta. 
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			Figura 3.7. Conceptos del algoritmo SVM. 


			 



	   Una de las ventajas de las SVM es que pueden utilizarse con más de dos dimensiones. De hecho, técnicamente se pueden tener muestras con cualquier número de dimensiones. En tal caso, ya no hablaremos de una línea de separación, sino de un plano (cuando son tres dimensiones) o de un hiperplano (cuando son más de tres). 


			Además, las SVM pueden incluso resolver problemas de clasificación no lineales. ¿Cómo es posible, si su forma de clasificación son líneas rectas, planos o hiperplanos, que solo sirven para clasificación lineal, como hemos visto en el caso de la regresión? Se consigue mediante lo que se denomina el «truco del núcleo», propuesto por la ingeniera francesa Isabelle Guyon y el informático soviético Vladimir Vapnik en 1992 y que consiste en transformar las variables de entrada mediante una función no lineal para que resulte una nueva característica lineal, que pueda ser clasificada correctamente por la SVM. La figura 3.6 lo ilustra con un ejemplo, donde, en la parte de la izquierda, se tienen las muestras de las clases A y B representadas por sus dos características x e y. Como se aprecia, es materialmente imposible separar ambas clases por una línea recta. 
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			Figura 3.8. Ejemplo de aplicación del truco del núcleo. 


			 


			Sin embargo, si transformamos la característica y en otra que llamaremos z, que se obtiene elevando las dos características x e y al cuadrado y sumándolas: 


			 


			z = x2 + y2 


			 


			ocurre que, curiosamente, la representación de x y la nueva característica z sí que se puede separar linealmente, como se ve en la parte derecha de la figura 3.8. 


			Las SVM, como se ve, ofrecen una buena forma de clasificar muestras cuando es posible identificar un margen suficiente de separación entre ellas. Además, son bastante eficientes porque el algoritmo solo debe identificar qué muestras son los vectores de soporte y descartar el resto. Esto ahorra tanto memoria como carga computacional, lo que es sumamente importante cuando se trabaja con muchas dimensiones, pues normalmente cada nueva dimensión incrementa la carga computacional necesaria de forma exponencial. 


			Sin embargo, las SVM no son adecuadas cuando hay que utilizar «trucos del núcleo» con operaciones muy complejas —se ha visto una relativamente sencilla en el ejemplo de la figura—, pues exigen carga computacional adicional sobre todas las muestras —no solo sobre los vectores de soporte, ya que hay que hacer esta transformación antes de conocerlos—. Además, exige que un buen matemático o científico del dato sea capaz de proponer el truco del núcleo más eficiente computacionalmente hablando. Por último, tampoco es recomendable usar SVM cuando las clases no se pueden separar completamente —están superpuestas— o no hay gran distancia entre ellas. 


			Aun así, las SVM son ampliamente utilizadas en el procesamiento del lenguaje (NLP) y en clasificación y segmentación de imágenes, donde muestran un rendimiento mucho mayor que otros algoritmos. También son bastante eficientes en el reconocimiento de caracteres, especialmente cuando se trata de textos manuscritos. Las SVM se han aplicado también en biología y genética, donde han conseguido clasificar proteínas con hasta un 90 % de aciertos. 


			 


			Descenso de gradiente 


			 


			El algoritmo de descenso del gradiente se utiliza para optimización, ya que es capaz de encontrar la mejor solución a una amplia gama de problemas. La idea detrás de este algoritmo es ir modificando los parámetros de un modelo, representado por lo que se denomina «función de coste» de forma iterativa, buscando minimizar el resultado de esa función de coste. 


			El algoritmo parte de un valor (muestra) cualquiera y obtiene el resultado aplicando la función de coste. A partir de ahí, mide cuál es el gradiente (variación) en el resultado si varía la muestra en las distintas direcciones (opciones) posibles y se queda con la que da un resultado (coste) menor. Supongamos el caso en que tenemos solo dos variables (x e y). Queremos que el algoritmo averigüe para qué valor de x obtendremos el valor mínimo de y. La función de coste será y = f(x), es decir, a partir de cualquier valor de x se obtiene otro valor para y. Lo interesante de este algoritmo es que puede calcular el mínimo de esa función incluso si no tenemos ni idea de cuál es la función (lo que suele ocurrir habitualmente en ML, pues la inteligencia consiste precisamente en eso: interpretar y extraer patrones de comportamiento de lo desconocido). 


			En la figura 3.9 se representa el funcionamiento del algoritmo para este caso de dos variables: primero toma cualquier valor aleatorio de x y observa el valor de y para ese caso. Después toma un valor (x + P) y observa qué resultado se obtiene (al valor de P, que debemos decidirlo nosotros, se le denomina «tamaño del paso»). También observa el resultado de (x – P) y se queda con el resultado más bajo de los dos. A continuación, repite esta operación en la misma dirección repetidas veces, hasta que deje de obtener un valor menor, lo que significará que ha llegado al mínimo. 
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			Figura 3.9. Iteraciones del algoritmo de descenso de gradiente hasta encontrar el mínimo de la función de coste. 


			 


			Es posible visualizar el algoritmo de descenso de gradiente como soltar una bola en una superficie. La bola irá rodando progresivamente hasta alcanzar la parte más baja de la superficie, donde se detendrá. Sin embargo, hay una diferencia entre esta analogía y el algoritmo de descenso de gradiente: el algoritmo va dando pasos finitos hasta alcanzar el mínimo. Ya hemos visto antes que al tamaño de este paso lo denominamos P. Si P es demasiado grande, iremos descendiendo por la pendiente a gran velocidad y llegaremos al mínimo en muy pocos pasos. Por el contrario, si el tamaño del paso es demasiado pequeño, iremos bajando muy poco a poco por la pendiente y tardaremos más tiempo (más iteraciones) en llegar al punto más bajo. 


			En consecuencia, se podría pensar que conviene aumentar el tamaño del paso, denominado en el marco de ML «tasa de aprendizaje», para que el algoritmo llegue antes al valor mínimo. Sin embargo, si la tasa de aprendizaje fuera demasiado alta, podría ocurrir que el algoritmo salte al otro lado de la curva y termine incluso más arriba que antes. La figura 3.10 ilustra lo comentado. Esto volverá al algoritmo altamente ineficiente y, en última instancia, podría hacer que el algoritmo diverja, es decir, que obtenga valores cada vez mayores de la función de coste en vez de menores y no pueda encontrar la solución. 
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			Figura 3.10. Algoritmo de descenso de gradiente con tamaño de paso (tasa de aprendizaje) demasiado grande. 


			 


			Otro punto a considerar en el algoritmo de descenso de gradiente es que no todas las funciones de coste tienen una forma cóncava como la mostrada en las figuras anteriores. Pueden tener valles, picos, mesetas y todo tipo de formas irregulares, lo que complicará la convergencia al mínimo. La figura 3.11 muestra los dos problemas principales que presenta este algoritmo: si el punto aleatorio inicial está a la izquierda, entonces el algoritmo alcanzará un mínimo local, que no tiene por qué corresponderse con el verdadero mínimo o mínimo global. En cambio, si comienza por la derecha, llegará un punto en el que dejará de percibir pendiente e interpretará que ha alcanzado un mínimo, deteniéndose y no llegando tampoco a alcanzar nunca el mínimo global. Para comprender mejor estos ejemplos conviene recordar el símil de la bola cayendo por una superficie. 
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			Figura 3.11. Problemas del algoritmo de descenso de gradiente. 


			 


			El algoritmo de descenso de gradiente no solo sirve para dos dimensiones (x e y), sino que puede utilizarse para tres dimensiones, como en la figura 3.12, e incluso con más. En estos casos, se pierde su correspondencia con la interpretación espacial que podemos hacer con menos dimensiones, pero se puede imaginar una función de coste a minimizar, por ejemplo, consistente en saber cuál es el mejor momento para lanzar una oferta de un producto a un cliente a partir de un grupo de variables, como su edad, el total de gasto que ha tenido el último año, la cantidad de productos de la misma categoría que tiene en su lista de favoritos y la cantidad de usuarios que han comprado ese producto y que tienen un perfil similar al del cliente en cuestión. 
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			Figura 3.12. Descenso de gradiente con tres dimensiones. 


			 


			En estos casos multidimensionales, también se debe tener en cuenta otra cuestión del descenso de gradiente, que tiene que ver con los rangos y variaciones de las distintas variables. Así, es probable que convenga determinar un tamaño de paso o tasa de aprendizaje distinta para cada variable, pues puede ocurrir que algunas varíen muy rápido y otras muy lentamente y, en consecuencia, una misma P para todas puede resultar en un avance muy lento en una dimensión y una solución divergente en otra, por ejemplo. 


			 


			K-vecinos más cercanos 


			 


			El algoritmo de descenso de gradiente y los demás algoritmos basados en modelos lineales vistos tienen la limitación de que, cuando las relaciones entre las variables son no lineales, pueden funcionar incorrectamente. La técnica de regresión basada en los valores de los vecinos más cercanos supera esta limitación y es aplicable a relaciones no lineales entre variables o características. 


			El algoritmo de los K-vecinos más cercanos, también denominado KNN, por sus siglas en inglés («K-nearest neighbours») se utiliza para clasificación, al igual que las SVM o la regresión logística. Su funcionamiento es muy simple. Se puede decir, coloquialmente, que se basa en el dicho «dime con quién andas y te diré quién eres». Para una muestra concreta, el algoritmo calcula cuáles son las K muestras más parecidas (siendo K un número elegido por nosotros para caracterizar el modelo). 


			Paso por paso, el algoritmo primero ordena las muestras según la distancia a la que se encuentra bajo estudio, de menor a mayor. Para calcular la distancia entre cada muestra y la de estudio se puede utilizar la fórmula de mínimos cuadrados, como en la regresión lineal, por ejemplo. A continuación, toma las K primeras de la lista ordenada, es decir, las K más cercanas —de ahí su nombre— y, por último, mira a qué clase pertenece la mayoría de ellas. Finalmente, asigna esa clase como resultado a la nueva muestra. 


			Como se puede deducir por el sencillo funcionamiento lógico del algoritmo, se puede implementar muy fácilmente. Sin embargo, tal como se puede comprobar en la figura 3.13, el resultado puede variar en función del valor elegido para K. Si se elige K = 3, la clase resultante en el ejemplo de la figura será un triángulo (mayoría), pero si se elige K = 5, la clase resultante será un cuadrado (la mayoritaria dentro del círculo discontinuo en la figura). 


			Un aspecto interesante del algoritmo KNN es que también puede ser utilizado como algoritmo de regresión, por lo que en la literatura científica a veces se distingue entre KNN-classification y KNN-regression. ¿Cómo es la variante para regresión? Pues muy similar, salvo que el resultado no es una asignación a una clase, sino la media geométrica (ponderada con la inversa de la distancia) de los valores de las K muestras más cercanas. Para entenderlo conceptualmente, se puede decir que la característica de la nueva muestra tomará un valor intermedio del que tienen sus K vecinas, más influido por el de la que tiene más cerca y cada vez menos por el de las que va teniendo más lejos. 
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			Figura 3.13. Representación del algoritmo KNN con dos valores para K. (K = 3, línea continua, y K = 5, línea discontinua). 


			 



	   El algoritmo KNN se utiliza con muchísima frecuencia para completar muestras con algunos datos faltantes basándose en los valores de sus vecinas más parecidas. Por el mismo principio, también se puede aplicar para eliminar el ruido o «agüilla» en imágenes y vídeos, rellenando esos píxeles con sus vecinos más próximos. También se utiliza bastante en motores de recomendación sencillos, identificando a cada usuario en virtud de otros que se comportan de manera muy parecida y clasificándolo, en consecuencia, en los mismos grupos para acciones de marketing. No obstante, en grupos muy numerosos y con un conjunto de variables complejas no llega a dar resultados muy fiables. 


			En el mundo de las finanzas, también se ha utilizado con frecuencia en la evaluación del riesgo para dar créditos, clasificando a quien quiere solicitar un préstamo o tarjeta de crédito en un grupo de más o menos riesgo, según los clientes más parecidos a esa persona. También se puede utilizar en la predicción de los valores del mercado de valores y divisas, aunque con limitaciones, así como en la detección de transacciones con dinero negro. 


			De forma similar al riesgo crediticio en el mundo de las finanzas, KNN se puede aplicar también para clasificar pacientes de riesgo para determinadas enfermedades, como las cardiovasculares o el cáncer, en función de individuos próximos en cuanto a parámetros biológicos o de hábitos de vida. 


			Por último, el algoritmo KNN es muy bueno ayudando a identificar patrones como, por ejemplo, en textos y clasificación de dígitos, donde es ampliamente utilizado desde hace algunos años para digitalizar formularios rellenados a mano, sobres de correo, lecturas de matrículas de coches, etcétera. 


			 


			Árbol de decisión 


			 


			Continuando con los algoritmos de clasificación, los árboles de decisión (DT, por las siglas de «decision tree», en inglés) son una solución adecuada cuando las características (variables) utilizadas para clasificar en grupos o categorías no son numéricas y, por lo tanto, no es posible aplicar los algoritmos anteriores, basados en el cálculo de distancias entre muestras. 


			El concepto de DT se acompaña normalmente de una representación gráfica como la de la figura 3.14. Cada caja (recuadro) del árbol se denomina «nodo» y cada flecha entre ellos, «rama». El nodo superior se denomina «nodo raíz», pues de él comienzan a surgir las ramas. Se dice que un nodo que recibe flechas de otro es «hijo» de este. Los últimos nodos del árbol, todos los que no tienen hijos, se llaman «hojas». Como se ve, es un concepto bastante intuitivo si se piensa en un árbol de la naturaleza, aunque boca abajo. 
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			Figura 3.14: Ejemplo de árbol de decisión. 


			 


			Se dice, por tanto, que un DT es un clasificador en forma de árbol donde cada nodo, excepto las hojas, es un nodo de decisión. Así, en el DT se parte de la raíz y, dependiendo de algún criterio, en cada nodo se decide continuar por una sola rama, llegando al siguiente nodo y tomando de nuevo una decisión. Finalmente, cuando se llega a una hoja, esta contiene una etiqueta, que sirve para clasificar la muestra de entrada (la que consideramos al comenzar por la raíz) en una categoría. 


			La formación de un DT implica elegir una característica para cada nivel de decisión en los nodos del árbol. La cantidad de ramas que se originan en cada nodo depende de la cantidad de valores posibles que puede tomar la característica evaluada en el nodo. Esto es un problema para variables o características continuas (por ejemplo, los kilómetros de un automóvil), ya que no es viable tener infinitas ramas para los infinitos valores que la característica pueda tomar. En estos casos, se utilizan técnicas de «discretización», consistentes en convertir estos valores en un número finito de opciones (por ejemplo, redondear los kilómetros a grupos de 10.000 en 10.000 km, en el caso anterior). Veremos algunas técnicas de discretización en otro capítulo un poco más adelante. 


			Un nodo puede declararse como hoja si es puro; es decir, si contiene solo un tipo de etiqueta. Si el árbol de decisión se vuelve demasiado grande, se pueden utilizar los procedimientos explicados en este capítulo para reducir la profundidad del árbol. En tales casos, al nodo que se declarará como hoja se le asigna una etiqueta, que es la misma que la de la mayoría de las muestras de ese nodo. 


			El árbol de decisión puede interpretarse como un sistema experto, ya que establece reglas del tipo «si... entonces...», que ya se mencionaron en la primera parte del libro. Al ir recorriendo los nodos de los distintos niveles del árbol, se obtendrán reglas del tipo «si... y... y... y... entonces la categoría es...». 


			Es posible que un árbol de decisión llegue a ser demasiado denso o profundo, en definitiva, complejo, y que sea más práctico reducir su tamaño, a lo que se denomina «poda». Se puede podar un árbol reduciendo el número de ramas, combinándolas entre sí (por ejemplo, discretizar los kilómetros de un automóvil de 20.000 en 20.000 km o, más aún, de 50.000 en 50.000 km, en el ejemplo anterior) o porque sus resultados conduzcan finalmente a la misma clasificación y también se puede podar un árbol reduciendo su profundidad, eliminando los nodos finales. En este caso se estarían eliminando características de la decisión y los nodos finales (las nuevas hojas) tomarán el valor más probable o mayoritario de las hojas que se están eliminando en cada rama. Se muestra un ejemplo de DT para decidir si dar o no un crédito en la figura 3.15. 


			Finalmente, hay otra forma de reducir la complejidad de un árbol, mediante la mejora del orden en el que se toman las decisiones. Es decir, puede ocurrir que, al recolocar un nodo de decisión más arriba o más abajo en el árbol (más cerca o más lejos de la raíz), se obtenga un árbol menos complejo, con menos ramas. Este es un proceso iterativo que requiere cierto conocimiento a priori de la relación entre las características, es decir, la ayuda de un experto en el problema que se está tratando de resolver. 
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			Figura 3.15. Ejemplo de poda de DT. 


			 



	   Por su naturaleza, como puede deducirse, los DT son muy fáciles de implementar en un algoritmo de ordenador y, aunque se incluyen dentro de los sistemas de ML, pues es posible ir estableciendo los umbrales y criterios de decisión de cada nodo mediante parámetros que el sistema puede aprender, están más próximos a la primera generación de IA —sistemas expertos— que el resto. No obstante, siguen siendo muy utilizados en la actualidad para resolver problemas sencillos. 


			
	 

	 	
	 
   


			Capítulo 10 


			Algoritmos de aprendizaje no supervisado 


			 


			El capítulo anterior ha tratado varios algoritmos de aprendizaje supervisado. En estos algoritmos se proporcionan los datos de entrada o características (x) y los resultados esperados a la salida o etiquetas (y). El objetivo del aprendizaje supervisado era encontrar una función que relacione x con y mediante un conjunto de datos de entrenamiento. Una vez finalizado el proceso de entrenamiento, la función encontrada se utiliza para estimar el valor de y para cualquier valor de x distinto de los utilizados en las muestras. 


			En el aprendizaje no supervisado, la aproximación es muy distinta: se conocen igualmente las variables de entrada o características (x), pero el objetivo es extraer los patrones ocultos en los datos. Dicho de otra forma, no se conoce la salida esperada y es el algoritmo el que establece los grupos o etiquetas encontrando similitudes en los datos. A este funcionamiento se le conoce como «agrupación» y es muy utilizado en los sistemas de aprendizaje automático y, sobre todo, en los de aprendizaje profundo. 


			La agrupación es un fenómeno que realizamos los seres inteligentes con bastante frecuencia. Por ejemplo, imaginemos que una persona no tiene ni idea de jardinería y que debe clasificar flores en distintos grupos. Aunque no conozca ni los nombres de las flores ni las familias, seguramente será capaz de agruparlas en distintos grupos, según la forma y el tamaño de los pétalos, su color o su olor. Es decir, a partir de una serie de características, de forma no supervisada, la persona será capaz de identificar grupos o patrones en las muestras. Y, una vez establecidos esos grupos, le permitirá clasificar nuevas flores que se le presenten de manera más o menos sencilla. 


			De manera similar, el aprendizaje no supervisado se utiliza con profusión en aplicaciones de marketing, para identificar y agrupar conjuntos de clientes o posibles compradores; en política, para identificar votantes indecisos; en criminología, para identificar potenciales delincuentes o barrios peligrosos, en cuestiones medioambientales, para detectar patrones asociados al cambio climático en la climatología o el ecosistema, y en un sinfín de aplicaciones donde el objetivo es identificar patrones, especialmente cuando esta tarea es ardua si se realiza a mano o, directamente, no se tiene idea de qué patrones o grupos hay que identificar. 


			Particularmente, los sistemas de IA orientados a la visión por computador y el análisis de imágenes utilizan aprendizaje no supervisado para segmentar los objetos dentro de la imagen y así identificar elementos que, posteriormente, puedan ser etiquetados para tomar acciones. Por ejemplo, en la conducción autónoma, se utilizan para segmentar objetos en las imágenes que va percibiendo la cámara y agruparlos en vehículos, peatones, señales de tráfico, obstáculos, etcétera. 


			Para llevar a cabo la agrupación, los algoritmos deben tener implementada cuál va a ser la medida de similitud entre los datos, que puede ser la distancia, como se utilizaba en muchos algoritmos de aprendizaje supervisado, u otro criterio, como la repetición de un mismo valor en varias características o a lo largo del tiempo. También es necesario que el algoritmo sea capaz de descubrir la forma de evaluar si una muestra o conjunto de ellas deben formar un grupo nuevo o asociarse a los existentes. Por último, el algoritmo debe ser capaz de medir dos parámetros de cada grupo: la separación con el resto de los grupos (cómo de diferente es de cada uno de ellos) y la cohesión dentro del grupo (cómo de diferentes son las muestras dentro del mismo grupo). 


			 


			K-medias 


			 


			El algoritmo de las K-medias es uno de los más sencillos en el aprendizaje no supervisado. Este algoritmo requiere determinar al principio la cantidad de grupos que se quiere que el algoritmo defina, denominado K. 


			A continuación, se toman K muestras aleatorias que son consideradas como los centros de cada grupo. En el siguiente paso se calcula la distancia de cada muestra a cada uno de estos K puntos. Cada muestra se asigna al grupo cuyo centro está más cerca. En este momento el centro del grupo coincide con la muestra que se utilizó para definirlo, pues cada grupo solo tiene su muestra inicial. El resultado es que, ahora, cada grupo tendrá un número de muestras, según estuvieran más cerca de su centro. Se calcula el nuevo centro de gravedad de todos los K grupos, considerando todas las muestras que ahora tiene cada uno. 


			Se repite el proceso, midiendo de nuevo las distancias de todas las muestras a los nuevos centros de gravedad de los grupos y reasignándolas al grupo que esté a menos distancia. Se forman así los nuevos grupos y se vuelve a calcular su centro de masas. Y así sucesivamente, volviendo a repetir el proceso una y otra vez hasta que haya una iteración en la que no se produzca ninguna reasignación de muestras a otros grupos: se habrá llegado entonces a la solución. 


			La figura 3.16 muestra un ejemplo de agrupación de muestras en dos grupos tras la aplicación del algoritmo de las K-medias con K = 2. 
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			Figura 3.16. Ejemplo de agrupación de muestras con dos características (x e y) mediante K-medias definiendo dos grupos. 


			 


			Este algoritmo funciona bien en muchos casos. Sin embargo, si las características no son linealmente separables —es decir, si no se puede trazar una línea recta para separar un grupo del resto—, el algoritmo no funciona. En tales casos, se necesitan otras técnicas como la agrupación espectral. 


			 


			Agrupación espectral 


			 


			El algoritmo de agrupación espectral se entiende mucho mejor de manera gráfica. Primero, se crea un grafo como el que aparece en la figura 3.17, donde los «vértices» (los puntos) son las muestras y las «aristas» (las líneas) contienen las distancias entre dos muestras. 


			Este grafo se representa habitualmente mediante la denominada «matriz de adyacencias», que no es más que una tabla en la que tanto las filas como las columnas representan las muestras y en cada casilla se coloca la distancia entre ellas. Para el ejemplo anterior, se tendría la de la figura 3.18. 
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			Figura 3.17. Ejemplo de grafo con cinco muestras y las distancias entre ellas. 
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			Figura 3.18. Matriz de adyacencias del grafo de la figura 3.17. 


			 


			Como se aprecia, la distancia entre una muestra y ella misma es cero, mientras que la distancia entre la muestra A y la B es 3, que es obviamente la misma que entre la muestra B y la A. La matriz es, por tanto, simétrica. 


			A continuación se calcula la matriz laplaciana o de Kirchhoff, que no es más que restar a una matriz diagonal donde su diagonal tiene 1 y el resto son 0, la matriz de adyacencia (matemáticamente se expresa como L = D – A). Por último, se calculan los vectores característicos de la laplaciana. Este proceso, matemáticamente complejo, es también muy costoso computacionalmente, por lo que este algoritmo solo se suele aplicar cuando se tiene un grupo pequeño de características. 


			El resultado final del algoritmo es un grafo en el que quedan identificadas las aristas que hay que cortar para separar los grupos que se han identificado, como se esquematiza en la figura 3.19. 
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			Figura 3.19. Esquema de grafo donde el algoritmo de agrupación espectral ha identificado dos enlaces que separan los dos grupos. 


			 


			La ventaja de este algoritmo, como se ha indicado, es que permite formar grupos que no son linealmente separables, como el grafo de la figura 3.20, donde se han identificado cinco grupos. 
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			Figura 3.20. Grafo de cinco grupos no linealmente separables identificados por el algoritmo de la agrupación espectral. 


			 


			Agrupación jerárquica 


			 


			En la mayoría de los casos, no se conoce la cantidad de grupos que se necesita crear para clasificar correctamente las muestras y, por lo tanto, los dos algoritmos anteriores no son válidos. El algoritmo de agrupación jerárquica, en cambio, sí que permite realizar una clasificación de muestras incluso cuando no se conoce cuántos grupos deben establecerse a priori. 


			La agrupación jerárquica se puede realizar de forma ascendente o descendente. En el enfoque ascendente, que es más intuitivo para ilustrar el algoritmo, se parte considerando que cada muestra es un grupo separado y se utiliza una medida de similitud para encontrar las dos muestras más cercanas. Esta medida puede ser directamente la distancia por mínimos cuadrados u otra fórmula que se desee utilizar. 


			Una vez encontradas las dos muestras más cercanas, se forma un grupo con ellas y se lo considera una nueva muestra. Para ello se puede elegir como «representante» de ese grupo una de las dos muestras (la de distancia mayor o menor) o la media de ambas. El grupo formado actuará ahora como una de las muestras y el proceso anterior se repite hasta que ya no queden más muestras y solo haya un grupo. El esquema de las agrupaciones tendría un aspecto como el ejemplo para cinco muestras de la figura 3.21. 
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			Figura 3.21. Árbol de agrupación jerárquica (dendrograma) de muestras por distancias. 


			 


			Para que el algoritmo clasifique las muestras, creando el número de grupos que sea necesario, se establece una distancia máxima que, una vez alcanzada, detiene el algoritmo. Es decir, cuando haya una iteración en la que las dos muestras más cercanas —candidatas a ser unidas en un solo grupo— se encuentren a más distancia que la distancia máxima establecida, el algoritmo se detiene, dejando los grupos que se hayan creado hasta el momento como grupos independientes. 


			Si no se establece distancia máxima para detener el algoritmo, terminará uniendo todas las muestras en un solo grupo. Esto, aunque pueda parecer a priori que no tiene utilidad, sí que la tiene, pues quedaría un árbol jerárquico o «dendrograma» en el que sería posible retroceder hasta la distancia máxima deseada, que podemos variar para adaptar el resultado a nuestro gusto. Pero, sobre todo, una vez establecida esa distancia máxima, el siguiente nivel del árbol da la información de a qué distancia se encuentran cada uno de los grupos formados, lo cual puede servir como información adicional sobre el parecido entre grupos. Esta información no estaría disponible si se hubiera detenido el algoritmo justo al superar la distancia máxima. 


			El algoritmo de agrupación jerárquica se utiliza con frecuencia para agrupar información de las redes sociales (entradas o publicaciones) por similitud para identificar tendencias, ideologías políticas o corrientes de opinión y así agrupar a las personas con otras que piensan o se comportan de manera similar. También se utiliza con frecuencia en el análisis de cadenas de ADN para generar alimentos o especies de animales transgénicos y para fabricar vacunas contra virus. Existen numerosas variantes de este algoritmo, utilizando diferentes aproximaciones, fundamentalmente basadas en cómo calcular las distancias y cómo decidir las características resultantes de las combinaciones de muestras o grupos para calcular sucesivas distancias. Existe, por lo tanto, un enorme número de publicaciones científicas que describen la implementación de este algoritmo de muy diversas maneras, ya sea para aplicarlo a nuevos campos ya para reducir la carga computacional que requiere. 


			
	 

	 	
	 
   


			Capítulo 11 


			Diseño de una red neuronal artificial 


			 


			La forma más eficaz de construir una red neuronal artificial (ANN) es proponer una arquitectura o diseño de la ANN después de haber analizado, al menos a grandes rasgos, la naturaleza y los tipos de datos de las muestras que va a evaluar. Por ejemplo, si se va a utilizar para NLP, hay que considerar que las palabras de una frase están relacionadas entre sí mediante algunas reglas y cierta lógica, mientras que si se van a procesar imágenes, hay que saber que los píxeles cercanos en una misma imagen suelen estar también relacionados, formando objetos de la escena. Teniendo este tipo de consideraciones a priori en cuenta será posible diseñar una ANN con menos parámetros, lo que se traducirá en mayor eficiencia (menor consumo computacional y tiempo) e, incluso, mayor eficacia (mejores resultados). Además, muchos de los parámetros podrían ser compartidos por varias neuronas de la red. Por ejemplo, una red neuronal convolucional (CNN) utiliza el mismo conjunto de parámetros para extraer las características de cada píxel o conjunto de píxeles de la imagen. 


			Una vez que se ha decidido qué tipo de red puede ser la más adecuada para la tarea que se debe realizar (perceptrón multicapa —MLP—, CNN, RNN, etcétera), hay varias cuestiones importantes asociadas con la configuración de la ANN. Lo primero que se necesita es seleccionar los «hiperparámetros» de la red. Al igual que en el diseño de redes sencillas de aprendizaje automático el foco se ponía en los «parámetros» que configuran cada neurona (pesos, función de activación, número de entradas, sesgo), en aprendizaje profundo, donde se contemplan estructuras de ANN más complejas, el análisis requiere de un punto de vista macro, es decir, haciendo zoom para ver y analizar la red como un todo. En este nivel se definen los hiperparámetros, que afectan no solo a una neurona, sino a un grupo completo e, incluso, a todas. 


			Hiperparámetros son el número de neuronas que tendrá la red, el número de capas ocultas (intermedias), si se van a utilizar distintas funciones de activación en algunas capas, la tasa de aprendizaje, etcétera. 


			Otras dos cuestiones importantes para que una ANN funcione correctamente son el «preprocesamiento» de los datos de entrada y la «inicialización» de las funciones que ejecuta la red internamente. Las ANN en aprendizaje profundo tienden a tener espacios de parámetros más grandes en comparación con otros algoritmos de aprendizaje automático, lo que magnifica los posibles efectos del preprocesamiento de los datos y la inicialización de las funciones. Conviene recordar cómo los datos de partida para encontrar el mínimo global de una función no cóncava en el método del descenso de gradiente, visto en el capítulo 9, podía terminar en mínimos locales e incluso en un punto de una meseta. Con las ANN pueden ocurrir situaciones similares, pero mucho más difíciles de solucionar, puesto que desconocemos cómo se autoajusta internamente la red en la mayoría de los casos. 


			 


			Ajuste de hiperparámetros 


			 


			La flexibilidad de las ANN es también uno de sus principales inconvenientes: hay muchos hiperparámetros que modificar. No solo es posible usar cualquier topología de red imaginable —cómo se interconectan las neuronas—, sino que incluso en un simple MLP se puede modificar el número de capas, el número de neuronas por capa, el tipo de función de activación que usar en cada capa, los pesos iniciales y muchos parámetros más. ¿Cómo saber qué combinación es la mejor para cada tarea? 


			Lo primero que hay que saber es que los hiperparámetros son factores numéricos que definen el modelo o arquitectura de una ANN. Hay que distinguirlos de los «parámetros» de la red, que representan los pesos de las conexiones entre neuronas. Los hiperparámetros normalmente se ajustan manualmente, según la experiencia de quien diseña la red o, por ensayo y error, mediante una fase de ajuste, algunas veces denominada de «preentrenamiento». Durante esta fase, se utilizan algunos conjuntos de muestras y se van probando distintas configuraciones de la ANN para observar cuál parece ofrecer resultados más prometedores en menos tiempo. 


			¿Cómo se seleccionan los hiperparámetros candidatos para las pruebas? La técnica más habitual se denomina «búsqueda en cuadrícula», que no es otra cosa que la fuerza bruta, es decir, establecer una tabla con todas las combinaciones posibles de hiperparámetros e ir probándolas una a una. El problema de esta técnica es que el número de hiperparámetros puede ser elevado y el número de combinaciones de ellos aumenta exponencialmente con el número de hiperparámetros. Por ejemplo, si la ANN tiene cinco hiperparámetros y queremos probar 10 opciones o valores para cada uno de ellos, el preentrenamiento exigirá probar 105 = 100.000 combinaciones o posibles diseños de la red. Aunque decidiéramos no finalizar todas las combinaciones, puesto que algunas serán divergentes o no darán ninguna respuesta seguramente desde el primer momento, el número de intentos sigue siendo demasiado grande como para ser viable en la mayoría de los casos. 


			Una fórmula para reducir el número de combinaciones es trabajar primero con «cuadrículas grandes». ¿Qué significa esto? Pues elegir valores más diferenciados para cada hiperparámetro. En el ejemplo anterior, en vez de probar 10 valores para cada hiperparámetro, se podría elegir uno de cada dos en todo el rango, de manera que tendríamos solo 55 = 3.125 combinaciones. Habríamos reducido casi un 97 % el proceso de preentrenamiento. En un segundo paso, tras observar qué combinaciones de hiperparámetros han ofrecido mejores resultados, se puede hacer un «ajuste fino» y probar las combinaciones que hemos omitido, pero solo en esos rangos concretos de valores. 


			Existe otra aproximación en la literatura científica que sugiere no recorrer la cuadrícula completa, sino tomar solo algunas combinaciones aleatoriamente. ¿Por qué? En el ejemplo anterior, imaginemos que, tras hacer las pruebas con las 3.125 combinaciones, hay 400 que parecen prometer buenos resultados. Para esas 400, deberemos ejecutar en el segundo paso —ajuste fino— los valores «siguiente» y «anterior» para el hiperparámetro probado (que nos saltamos al formar la cuadrícula «grande»). Es decir, debemos probar 400 × 25 = 12.800 combinaciones más, lo cual vuelve a ser un número muy elevado. Además, ¿quién dice que el valor óptimo no es un intermedio entre dos de los 10 valores que elegimos al principio para cada hiperparámetro? Mediante el método aleatorio, se prueba solo un número más reducido de la cuadrícula «grande» (por ejemplo, 1.000 de las 3.125). Después, si de esas 1.000 combinaciones salieron 250 interesantes, en vez de probar 250 × 25 = 8.000 combinaciones, volvemos a probar solo otras 1.000. De nuevo, elegimos solo las mejores y volvemos a probar valores más «finos» de los hiperparámetros y repetimos el proceso. Así hasta que no haya más valores intermedios (por ejemplo, para el número de capas intermedias podremos tener solo valores enteros; no es posible tener 1,5 capas) o hasta que decidamos detener el proceso porque los resultados nos parezcan ya suficientemente buenos. 


			Otra cuestión que hay que tener en cuenta con algunos hiperparámetros es que puede no tener sentido hacer una cuadrícula lineal, sino logarítmica. Esto quiere decir que hay veces que no tiene sentido probar para un hiperparámetro —por ejemplo, suele ser el caso de la tasa de aprendizaje— los valores de 0,1, 0,2, 0,3, hasta 1, sino hacerlo en escala logarítmica como, por ejemplo 0,001, 0,01, 0,1 y 1. 


			Finalmente, en ocasiones ocurre que no es posible realizar un preentrenamiento corto que ofrezca una idea de la idoneidad del conjunto de hiperparámetros elegido. Por ejemplo, una sola iteración de entrenamiento de una CNN para el procesamiento de imágenes puede llegar a tardar un par de semanas. Intentar ejecutar el algoritmo sobre muchas combinaciones diferentes de hiperparámetros no es viable. Lo que se hace en este caso es ejecutar algunas combinaciones hasta dar con una aceptable y, una vez puesto el sistema en producción, ir probando cada cierto tiempo nuevas combinaciones. Las ejecuciones que son deficientes o divergentes se descartan, pero las que parecen iguales o mejores pueden ser utilizadas para sustituir la arquitectura o configuración de red en producción o incluso tomar la nueva salida como el promedio de los resultados de varias arquitecturas. Se puede decir que, como las ANN están en una fase de exploración que podemos considerar aún embrionaria, prácticamente todas las ideas están permitidas. 


			 


			Número de capas internas 


			 


			Uno de los hiperparámetros más importantes a la hora de determinar la arquitectura de una ANN es el número de capas internas que contendrá. Para muchos problemas, es posible comenzar con una única capa interna (u oculta) y obtener resultados razonablemente buenos. De hecho, se ha demostrado que un perceptrón multicapa (MLP) con una sola capa oculta puede modelar incluso las funciones más complejas, siempre que tenga suficientes neuronas. De hecho, durante décadas, esta premisa sirvió para que no se investigaran ANN con más capas internas, es decir, más profundas. Sin embargo, pasaron por alto el hecho de que las redes profundas tienen una eficiencia de parámetros mucho mayor que las superficiales: pueden modelar funciones complejas utilizando un número menor de neuronas que las redes con menos capas internas, lo que las hace mucho más rápidas de entrenar. De hecho, el número de neuronas necesario para el mismo rendimiento o precisión de una ANN decrece exponencialmente conforme aumenta el número de capas internas. 


			Se puede entender el motivo de por qué esto es así con una analogía: supongamos que hay que dibujar un bosque usando algún software de dibujo. Se puede comenzar a dibujar cada árbol individualmente, rama por rama, hoja por hoja. Sin embargo, una aproximación más eficiente es dibujar una hoja, copiarla y pegarla para dibujar una rama; después copiar y pegar esa rama para crear un árbol y, finalmente, copiar y pegar ese árbol para hacer el bosque. De esta manera terminaríamos en bastante menos tiempo. Los datos del mundo real se pueden organizar con frecuencia de manera jerárquica y las ANN profundas (DNN) aprovechan este hecho: las primeras capas internas —o capas inferiores— modelan estructuras de bajo nivel, las capas intermedias combinan estas estructuras de bajo nivel para modelar estructuras de mayor nivel y, por último, las capas internas más próximas a la salida de la red —capas superiores— combinan estas estructuras intermedias para modelar estructuras de alto nivel. 


			Esta arquitectura jerárquica no solo ayuda a las DNN a converger más rápido hacia una buena solución, sino que también mejora su capacidad de generalizar ante nuevos conjuntos de datos. Por ejemplo, si ya se ha entrenado un modelo para reconocer rostros en imágenes y se desea entrenar una nueva DNN para reconocer peinados, es posible iniciar el entrenamiento reutilizando la configuración de las capas inferiores de la primera red. Así, en lugar de inicializar aleatoriamente los pesos y sesgos de las primeras capas de la nueva ANN, se pueden inicializar con el valor de los pesos y sesgos de las capas inferiores de la primera red. De esta manera, la red no tendrá que aprender desde cero todas las estructuras de bajo nivel que son comunes para interpretar la mayoría de las imágenes y solo tendrá que aprender las estructuras de nivel superior, en este ejemplo, los peinados. 


			En conclusión, muchos problemas se pueden resolver con solo una o dos capas ocultas y varios cientos de neuronas, ofreciendo buenos resultados —precisiones típicas por encima del 95 %—, pero para tareas muy complejas, como la clasificación de imágenes de alta resolución o el reconocimiento de voz, normalmente hacen falta redes con decenas e incluso centenares de capas que, a su vez, necesitan una enorme cantidad de datos de entrenamiento. Sin embargo, rara vez será necesario entrenar dichas redes desde cero. Es habitual reutilizar partes de una ANN de última generación previamente entrenada que realice una tarea similar, especialmente las primeras capas ocultas (inferiores). El entrenamiento será mucho más rápido y requerirá muchos menos datos. Un problema que hay que vigilar al añadir un elevado número de capas internas a una DNN es que no se produzca sobreajuste durante el entrenamiento, pues estas estructuras son bastante más propensas a este fenómeno, dado su elevado grado de flexibilidad. 


			 


			Número de neuronas por capa 


			 


			Otro hiperparámetro importante en la arquitectura de una ANN es el número de neuronas que tiene y, especialmente, el número de neuronas en cada capa. Obviamente, el número de neuronas en las capas de entrada y salida están determinados por número de variables de entrada —características— y de salida —predicciones, agrupaciones, etcétera— que requiere la tarea. Sin embargo, en cuanto a las capas ocultas, existe libertad total, a priori. Una práctica común es dimensionarlas formando un embudo, donde las primeras capas ocultas tienen muchas neuronas y, conforme se avanza en la red, se utilizan cada vez menos neuronas en cada capa. La razón que subyace en este razonamiento es que muchas características de bajo nivel pueden fusionarse en un número menor de características de más alto nivel. 


			Otra aproximación, más utilizada en los últimos años, consiste en definir el mismo número de neuronas para todas las capas ocultas. De esta manera, solo se ha de ajustar un hiperparámetro relacionado con esta cuestión, en vez de uno por capa. Al igual que sucede con la cantidad de capas, se puede intentar aumentar la cantidad de neuronas progresivamente hasta que la red comience a presentar signos de sobreajuste. Sin embargo, en general, se obtienen más beneficios aumentando el número de capas que el número de neuronas por capa. En todo caso, como se puede deducir de los diferentes enfoques presentados, la elección de estos dos hiperparámetros sigue siendo una labor de artesanía, que solo se perfecciona con la práctica y la experiencia. 


			Finalmente, para evitar el sobreajuste, un enfoque más sencillo es elegir un modelo con más capas y neuronas de las que realmente se prevén necesarias y aplicar una técnica conocida como «detención anticipada», que se verá un poco más adelante, en el apartado de sobreajuste. 


			 


			Funciones de activación 


			 


			Las funciones de activación fueron presentadas en el capítulo 2 y consideradas en el capítulo 6, al hablar del perceptrón. Aunque, como se vio, se puede elegir un gran número de funciones de activación para las ANN, en la mayoría de los casos se suele utilizar la función ReLU en las capas ocultas. Esta función se muestra en la figura 3.22 y su acrónimo procede de la abreviatura del inglés «rectified linear unit», o «unidad lineal rectificada». 
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			Figura 3.22. Función ReLU. 


			 


			Como se aprecia, si la variable de entrada (x) es 0 o menor que 0, su valor de salida es 0. Si la variable de entrada es mayor que 0, el valor de salida es igual al de entrada. Esto representa una gran ventaja a la hora de implementarla en un ordenador, ya que es muy sencilla de calcular (no requiere cálculos matemáticos) y, por lo tanto, tiene poquísimo consumo computacional. Además, es una función no lineal puesto que, aunque sea lineal en sus dos trozos —por encima y por debajo de cero—, la combinación de ambos hace que no sea lineal. Por último, tiene otra ventaja más, esta vez frente a funciones como la sigmoidal o la logística, consistente en que no se «satura» en su extremo positivo. Esto quiere decir que no llega un punto en el que la salida (y) deje de aumentar aunque la entrada (x) siga aumentando. Al no saturarse, esta función se puede utilizar para rangos muy amplios de datos, sin necesidad de normalizarlos (adaptar su escala a un rango concreto). 


			En cambio, para la capa de salida, se suele elegir una función de activación del tipo sigmoidal o exponencial normalizada —también llamada «softmax»—, todas con forma de «S» y acotadas entre dos valores (0 y 1, o -1 y 1) pues, al haber pocas neuronas de salida, no se tiene el problema de la sobrecarga computacional y, sin embargo, estas funciones pueden dar un rango de salida más natural y progresivo. 


			 


			Rendimiento de las ANN 


			 


			A pesar de la excelente reputación de las ANN como aproximadores de funciones universales, hay retos que es necesario afrontar para que una red funcione de manera adecuada y sin consumir demasiados recursos computacionales, que se traducirán en unos mayores costes de operación, consumo de energía y, en consecuencia, impacto ambiental. 


			Ya se ha visto que las ANN se suelen utilizar con muchísima frecuencia para tareas de clasificación e identificación de patrones. La clasificación es el proceso de asignar una muestra de entrada a una clase o grupo determinado. Este proceso está precedido por la extracción y selección de características relevantes, que ayudan a distinguir una muestra de una clase particular de las de otras clases. Esta parte es importante y generalmente determina el rendimiento de un sistema, especialmente cuando se aplican las ANN a datos muy complejos, como imágenes o vídeos, donde la cantidad de características es enorme. 


			El desempeño de un clasificador se puede medir en términos de precisión, especificidad y sensibilidad: 


			 


			• La precisión es el porcentaje de muestras clasificadas correctamente por el clasificador.


			• La sensibilidad se mide respecto a un grupo concreto de clasificación y es el porcentaje de muestras de ese grupo clasificadas correctamente frente a todas las que eran realmente de ese grupo.


			• La especificidad también se mide respecto a un grupo de clasificación y es el porcentaje de muestras que correctamente se han identificado como de otros grupos frente a todas las que realmente eran de otros grupos. 


			 


			Veámoslo con un pequeño ejemplo. Supongamos una ANN capaz de clasificar imágenes de coches y otros objetos. Le presentamos 100 imágenes, de las cuales 27 son de coches. La red identifica lo siguiente: 


			 


			• De las 27 imágenes de coches, detecta coches en 25. 


			• De las otras 73 imágenes, identifica erróneamente coches en 8 (en 65 acierta indicando que no son coches). 


			 


			La precisión de esta red será, por lo tanto, (25 + 65) / 100 = 90 %. 


			La sensibilidad a imágenes de coches es de 25 / 27 = 92,6 %. 


			La especificidad a imágenes de coches es de 65 / 73 = 89 %. 


			Como se puede apreciar, la sensibilidad mide cómo de bien funciona clasificando lo que se quiere clasificar, es decir, cómo de «sensible» es el sistema para detectar, mientras que la especificidad mide si el sistema tiende a clasificar «más de la cuenta» el grupo de interés (cuanto más tienda a hacer esto, menos «específico» será). En el ejemplo, el sistema es bastante sensible a las imágenes de coche, pero no es muy específico (tiende más a indicar que las imágenes son de coches). 


			Por último, hay otro parámetro que se utiliza en ocasiones, denominado «medida F», que se calcula mediante la media armónica de la sensibilidad y especificidad: 2 × Sensibilidad × Especificidad / (Sensibilidad + Especificidad). En nuestro ejemplo, 2 × 0,926 × 0,89 / (0,926 + 0,89) = 90,76 %. 


			 


			Sobreajuste en ANN 


			 


			El sobreajuste es el hecho de que ajustar una ANN a un conjunto de datos de entrenamiento particular no garantiza que esta proporcione un buen rendimiento de predicción de futuros datos, incluso si el modelo predice perfectamente los objetivos en los datos de entrenamiento. De hecho, mediante un entrenamiento excesivo, se puede conseguir un rendimiento excelente para esos datos de entrenamiento, a costa de que ese sobreajuste proporcionará peores resultados en otras muestras fuera de ese conjunto de datos. Esto es particularmente crítico cuando el modelo o la estructura de la ANN son complejos y el conjunto de datos de entrenamiento es pequeño. 


			Cuando existe escasez de datos de entrenamiento, los resultados pueden ser buenos con pocas iteraciones de la ANN y, como los pesos se configuran partiendo de una configuración aleatoria, es posible que solo tengan un ajuste «vago», que induzca a un modelo débil con muchos errores en muestras futuras. La red no generalizará bien a datos no vistos. El efecto es muy parecido al que presenta nuestra mente inteligente: si se nos ofrece una serie de inferencias (datos de entrada → resultado esperado), por ejemplo 2 → 4, 5 → 10, 8 → 16, probablemente resultará más rápido memorizarlos, pero eso no va a construir un modelo fiable capaz de dar respuesta a 6 → ¿?. En cambio, si se nos ofrecen muchísimas más muestras adicionales a las anteriores, por ejemplo, 1 → 2, 7 → 14, 9 → 18, 12 → 24, resultará más fácil detectar que la relación existente es la tabla de multiplicar del 2 y aprenderla. Así, si ahora nos dicen 6, responderemos 12 sin problema. 


			Una buena regla general es que la cantidad total de muestras de entrenamiento debe ser al menos 2 o 3 veces mayor que la cantidad de parámetros que hay que configurar en la ANN, aunque la cantidad precisa de instancias de datos dependerá del modelo específico elegido. En general, se dice que los modelos con una mayor cantidad de parámetros tienen alta capacidad y requieren una mayor cantidad de muestras para poder generalizar. 


			De hecho, las ANN más complejas tienen el inconveniente de identificar patrones espurios en matices que son aleatorios, especialmente cuando los datos de entrenamiento son insuficientes. Por ejemplo, los datos pueden tener cierto margen de error, ya sea de medición o porque la correlación no sea total entre las variables que se están utilizando. Una ANN con demasiada complejidad (número de neuronas y capas) podrá ajustar perfectamente su modelo a los datos, aun cuando realmente contienen cierto error, y, consiguientemente, llegar a una configuración que contiene esos errores en el modelo. En conclusión, hay que tener cuidado y elegir el punto óptimo en cuanto a complejidad del modelo, conjunto de muestras para el entrenamiento y duración del mismo. 


			En la actualidad, gracias a una mayor disponibilidad de datos digitalizados, las ANN han comenzado a ofrecer sus ventajas sobre el aprendizaje automático tradicional, solventando una de las cuestiones que conducen al sobreajuste. Sin embargo, requieren de un diseño cuidadoso para minimizar todos sus efectos, incluso cuando hay una gran cantidad de muestras disponibles para el entrenamiento. 


			 


			Regularización 


			 


			La regularización es una práctica consistente en reducir la libertad de configuración de determinados parámetros en las ANN, con el objetivo de evitar el sobreajuste. Se puede realizar fijando a cero algunos pesos de la red (lo que equivale a cortar esas conexiones), aunque existe otra técnica menos radical, consistente en ir aplicando un factor de atenuación en cada iteración, que haga que las neuronas en el interior de la ANN vayan «suavizando» sus pesos con el tiempo, si no hay ninguna muestra que los «reactive». Una analogía entre esta técnica y el comportamiento del cerebro animal es el olvido gradual, que consiste en darle menos importancia —olvidar— a los patrones menos importantes a lo largo del tiempo. 


			Otra forma común de regularización es la «detención anticipada», en la que el descenso del gradiente o el proceso de entrenamiento finaliza después de solo unas pocas iteraciones. La detención anticipada actúa como un regularizador, porque restringe con bastante eficacia el espacio en el que se pueden mover los parámetros. Para decidir el momento de parada, una práctica habitual consiste en reservar una parte de las muestras de entrenamiento para medir el error del modelo en ese conjunto reservado para este fin. El entrenamiento finalizará cuando el error en el conjunto reservado comience a aumentar. 


			La regularización es particularmente útil cuando la cantidad de muestras de entrenamiento es limitada y, en general, aunque se tengan muestras insuficientes, suele dar mejor resultado utilizar una ANN más compleja con regularización que otra más simple sin regularización. 


			La disminución de pesos se debe utilizar siempre con moderación, especialmente cuanto más sencilla sea la red, porque a veces puede producir un olvido demasiado rápido, que provoca que la ANN se esté reconfigurando prácticamente de nuevo con las últimas muestras de entrenamiento procesadas, que no tienen por qué ser las más representativas. 


			 


			Elegir la arquitectura de la ANN 


			 


			Como se ha visto anteriormente, una ANN con dos o más capas se puede utilizar como un aproximador de función universal si se utiliza una gran cantidad de neuronas dentro de las capas ocultas. Resulta que las redes con más capas —es decir, mayor profundidad— tienden a requerir muchas menos neuronas por capa, porque las propias funciones de composición creadas por las sucesivas capas hacen que la ANN sea más potente. Además, el aumento de la profundidad es una forma de regularización, ya que las neuronas de capas posteriores se ven obligadas a obedecer a las estructuras de datos impuestas por las capas anteriores, limitando así el rango de variación práctico de los pesos. 


			La idea básica tras el aumento de capas —lo que constituye el aprendizaje profundo— es que la composición de funciones encadenadas en las sucesivas capas puede reducir los requisitos sobre la cantidad de funciones base (neuronas) en un factor que está exponencialmente relacionado con la cantidad de capas de la red. Por lo tanto, aunque el número de capas en la red aumente, el número de parámetros necesarios para aproximar la misma función se reduce drásticamente. Esto aumenta el poder de generalización de la ANN. 


			La idea que subyace a las arquitecturas más profundas es que pueden aprovechar mejor las regularidades repetidas en los patrones de datos para reducir el número de neuronas y, por lo tanto, generalizar el aprendizaje incluso a áreas del espacio de datos donde no se tienen ejemplos. Con frecuencia, la ANN aprende estos patrones incorporándolos a los pesos de forma jerárquica. Es decir, al tener más capas, la red puede aprender «patrones de patrones» y, así, conseguir más potencia con menos recursos. Por ejemplo, supongamos que una ANN convolucional (CNN) se utiliza para detectar animales en imágenes. Las primeras capas pueden detectar los ojos, la nariz, la boca y las patas, mientras que una capa más interna puede detectar que siempre que hay dos ojos, también hay una nariz y una boca, detectando el patrón «cara», y que siempre que aparecen patas, aparecen en grupos de dos o cuatro patas. Así, las últimas capas detectarán que hay un animal cuando se detecta una cara, un cuerpo y un conjunto de patas. 


			Se puede afirmar que, normalmente, las primeras capas de una ANN aprenden patrones más detallados o «de bajo nivel», mientras que las capas posteriores aprenden patrones de nivel superior. Utilizar redes profundas también se traduce en que la cantidad de muestras necesarias para el entrenamiento es un orden de magnitud menor (diez veces menos). 


			La cantidad de neuronas en cada capa generalmente se puede reducir hasta tal punto que una red profunda a menudo tiene bastantes menos parámetros que una equivalente en rendimiento con menos profundidad. Este hecho ha provocado la reciente explosión de la investigación del aprendizaje profundo. 


			Sin embargo, aunque las redes profundas tengan menos problemas en relación con el sobreajuste, presentan problemas asociados con su entrenamiento. En concreto, las funciones de pérdida, que son las que se utilizan mediante el método de retropropagación para ir ajustando los pesos en la red desde las neuronas de salida hacia las de entrada, tienden a proporcionar magnitudes muy diferentes a los pesos. Esto produce que pueda haber un fenómeno parecido a «olas» en los pesos, donde algunas capas internas tengan pesos enormes y sus vecinas —anterior y siguiente— muy pequeños. Esto se denomina técnicamente problemas de «gradientes que desaparecen y explotan». Por este motivo, estas redes podrían dar lugar a fenómenos de inestabilidad, si algunos pesos se hicieran tan grandes que llegaran a sobrepasar la escala en la que pueden ser almacenados. Además, las redes profundas suelen tardar mucho tiempo en converger a la solución correcta. Para tratar de resolver estas cuestiones se utilizan técnicas de preentrenamiento donde, como se ha visto, se prueban de manera más o menos artesanal, «a ojo de buen cubero», distintas arquitecturas de la red con una muestra reducida, para ver si tiende a comportarse de la manera esperada o no, antes de continuar con todo el proceso de entrenamiento. 


			En la figura 3.23 se muestran tres ejemplos que ofrecen resultados distintos para configuraciones distintas, sin que a priori sepamos cómo conseguir el resultado óptimo. 
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			Figura 3.23. Ejemplos de arquitecturas de ANN. 


			
	 

	 	
	 
   


			Capítulo 12 


			Optimización de una red neuronal artificial 


			 


			Preprocesamiento de características 


			 


			El preprocesamiento de datos es una tarea consistente en preparar los datos en cuanto a formato y consistencia para que un sistema de procesamiento de datos funcione de manera adecuada y consistente. Así, el preprocesamiento de características consiste en realizar una serie de tratamiento previo sobre los datos de entrada —las características— de una red neuronal artificial (ANN). Los métodos de procesamiento de características utilizados para el entrenamiento de ANN no son muy diferentes de los de otros algoritmos de ML. Veamos los utilizados más frecuentemente: 


			 


			• Preprocesamiento aditivo centrado en la media: consiste en centrar los datos en torno a su media para potenciales efectos de sesgo. Muchos algoritmos del ML tradicional, como el análisis de componentes principales, funcionan con el supuesto de datos centrados en torno a la media. En este caso, se resta la media de cada característica a cada muestra. El centrado en torno a la media se suele combinar con la estandarización, que se analiza más adelante.


			• Preprocesamiento para positivar valores: un segundo tipo de preprocesamiento consiste en asegurar que todos los valores de las características sean positivos. En este caso, se suma el valor absoluto (valor sin signo) de la entrada más negativa de una característica al valor de la característica para cada muestra. Este método, en realidad, es una simplificación de la normalización Min-Max, que se describe a continuación.


			• Normalización de características: la normalización consiste en ajustar un intervalo de datos a otro que denominamos «normal». Cuando adaptamos las notas del sistema educativo americano, del 1 al 5, al sistema español, del 0 al 10, decimos que estamos «normalizando» las notas al sistema español. Un tipo común de normalización consiste en dividir el valor de la característica de cada muestra por su desviación estándar. Cuando, además de este escalado, se realiza el centrado en torno a la media, se dice que los datos han sido «estandarizados». Este nombre viene de que se presupone que cada característica responde a una distribución normal o gaussiana, que es la distribución más frecuente en la naturaleza, con media cero y varianza uno, la cual se denomina distribución «estándar». Otra forma de normalizar características es ajustando los datos al rango (0, 1). En tal caso se ajusta el valor mínimo de la muestra a 0 y el máximo a 1, mediante la fórmula siguiente: x’ = (x – xmin)/(xmax – xmin).


			• Blanqueamiento: esta técnica consiste en combinar varias características entre sí para encontrar las características primitivas, es decir, aquellas que son independientes entre sí, y así facilitar un entrenamiento más rápido de la red. Esto se realiza matemáticamente mediante una operación denominada «análisis de componentes principales», donde técnicamente se realiza un giro de los ejes donde se representan las características para crear un nuevo conjunto de características no correlacionadas, cada una de las cuales se divide por la desviación normal para obtener varianza uno. Una ventaja adicional del blanqueamiento es que reduce el número de características, al encontrar las «primitivas» independientes de todas ellas, que suele ser un número menor. Por consiguiente, se reduce el número de entradas necesarias en la ANN y, por lo tanto, su complejidad. La idea básica detrás del blanqueamiento es que supone que los datos responden a una distribución gaussiana independiente a lo largo de cada componente principal. Al blanquear, cada característica quedará como una distribución normal estándar y, por tanto, el diagrama de dispersión de las muestras tendrá forma aproximadamente esférica, aunque los datos originales estuvieran distribuidos con una orientación arbitraria. La idea es que las características no correlacionadas ahora se encuentren escaladas con la misma importancia y, así, la ANN pueda decidir cuál de ellos tiene más o menos relevancia, durante el proceso de aprendizaje. 


			 


			En resumen, la normalización de características garantiza de forma general un mejor rendimiento de la ANN porque garantiza que las características estén todas dentro de un mismo rango. Es frecuente que los valores originales de las características varíen en más de un orden de magnitud, por su propia naturaleza. En tales casos, la tasa de aprendizaje de la función de pérdida no funcionará igual con todas, lo que afectará al rendimiento de la red, ponderando más unas características sobre otras, solamente porque se mueven en rangos de distinta amplitud. 


			 


			Inicialización de la red neuronal artificial 


			 


			Otro punto importante a la hora de optimizar una ANN y su proceso de entrenamiento es la inicialización, consistente en darle un valor inicial a todos los pesos de la red. La inicialización es particularmente importante en las ANN debido a sus ya mencionados problemas de estabilidad durante el entrenamiento. La mayor inestabilidad, como se ha visto ya, está relacionada exponencialmente con la profundidad de la red y, por lo tanto, es particularmente importante en redes profundas. Elegir un buen punto inicial —configuración de pesos— de tal manera que los gradientes sean estables en las diferentes capas de la ANN puede ser una forma de reducir el impacto de este problema hasta cierto punto. 


			Una consideración importante a la hora de inicializar los pesos de una ANN es que se deben utilizar métodos aleatorios para romper la simetría de la red. Si todos los pesos se inicializaran con el mismo valor (por ejemplo, 0), todas las actualizaciones se moverían al unísono en cada capa. Como resultado, las neuronas de una misma capa crearían características idénticas y resultarían redundantes. Por eso es importante tener una fuente de asimetría entre las neuronas desde el primer momento. 


			Un posible enfoque para inicializar los pesos es generar valores aleatorios a partir de una distribución gaussiana con media cero y una desviación estándar pequeña como, por ejemplo, 0,01. Normalmente, esto dará como resultado pequeños valores aleatorios que son tanto positivos como negativos. Un problema con esta inicialización es que no es sensible a la cantidad de entradas de una neurona específica. Así, si una neurona tiene solo 2 entradas y otra tiene 100 entradas, la salida de la primera es mucho más sensible al peso promedio debido al efecto aditivo de más entradas. 


			Para compensar este fenómeno, se puede inicializar cada peso con un valor extraído de una distribución gaussiana con desviación estándar (uno). También existen métodos más complejos para la inicialización, que consideran que los nodos en diferentes capas interactúan entre sí para contribuir a la sensibilidad de salida. La denominada inicialización de Xavier o de Glorot utiliza una distribución gaussiana con una desviación estándar de 2/(rmax + rmin), siendo rmax el valor máximo de la salida y rmin el mínimo. 


			Por último, las neuronas de sesgo siempre se inicializan a peso cero o, alternativamente, se puede inicializar su peso a un valor fijo, que sea el mismo para todas las neuronas de la red. 


			 


			Reducción dimensional 


			 


			Ya se ha visto que hay algunos métodos, como el del análisis de las componentes principales, que pueden reducir el número de características de entrada a una ANN, encontrando las características «primitivas» independientes, que pueden ser menos. A este fenómeno de reducción de variables o características de una muestra se le denomina «reducción dimensional». El objetivo de la reducción dimensional es simplificar los datos sin perder información. Hay una forma muy sencilla de hacer esto fusionando varias características correlacionadas en una sola. Por ejemplo, el kilometraje de un vehículo suele estar muy correlacionado con su antigüedad, por lo que un algoritmo de reducción dimensional las fusionará en una única característica que represente el desgaste del vehículo. 


			La reducción dimensional se puede hacer de dos formas: 


			 


			• Selección de características: se busca un subconjunto de las características originales representativas o útiles para la tarea en cuestión y se descartan las demás.


			• Extracción de características: se transforman las características en un espacio de más dimensiones a otras en un espacio con menos dimensiones. El ejemplo anterior, del desgaste de los vehículos, pertenece a este grupo. 


			 


			Muchos problemas de ML implican miles o incluso millones de funciones para cada muestra. Esto no solo hace que el entrenamiento sea extremadamente lento, sino que también puede hacer que sea mucho más difícil encontrar una buena solución. Este problema se conoce habitualmente como la «maldición de la dimensionalidad». 


			Para entenderla, primero debemos reconocer nuestras limitaciones intelectuales. Estamos tan acostumbrados a vivir en tres dimensiones que a nuestra intuición e imaginación les cuesta muchísimo «visualizar» un espacio de más dimensiones. Incluso un hipercubo de cuatro dimensiones —lo que seguiría en la serie a un cuadrado bidimensional y un cubo tridimensional— nos resulta increíblemente difícil de imaginar. Y si habláramos de un elipsoide de 200 dimensiones dentro de un espacio de 1.000 dimensiones, estaríamos absolutamente perdidos. 


			Al hecho de lo difícil que nos resulta comprender un número mayor de tres dimensiones se añade que muchas cosas se comportan de manera muy diferente en los espacios con muchas dimensiones. Por ejemplo, si elegimos dos puntos al azar en un cuadrado unitario (de 1 × 1 metro), la distancia entre estos dos puntos será, en promedio, de aproximadamente 52 cm. Si elegimos dos puntos aleatorios en un cubo unitario, la distancia promedio será de aproximadamente 66 cm. Pero ¿qué pasa con dos puntos elegidos al azar en un hipercubo de un millón de dimensiones? Pues la distancia promedio, lo creamos o no, será de aproximadamente... ¡408,25 metros! Esto es bastante contradictorio: ¿cómo pueden dos puntos estar tan separados cuando ambos se encuentran dentro del mismo hipercubo que mide 1 metro en cada lado? En cualquier caso, de aquí se puede deducir que los conjuntos de muestras con muchas características (dimensiones) corren el riesgo de ser muy escasos: es probable que la mayoría de las muestras de entrenamiento estén muy alejadas unas de otras. Por supuesto, esto también significa que una nueva muestra estará seguramente lejos de cualquier muestra de entrenamiento, lo que hace que las predicciones de estos sistemas sean mucho menos precisas que en otros con menos dimensiones, ya que se basarán en extrapolaciones mucho mayores. Y ya se ha visto que la escasez de muestras lleva al sobreajuste, por lo que, cuantas más dimensiones tenga el conjunto de entrenamiento, mayor será el riesgo de sufrir sobreajuste. 


			En teoría, una solución a la maldición de la dimensionalidad podría ser aumentar el tamaño del conjunto de entrenamiento para alcanzar una densidad suficiente de muestras de entrenamiento. Sin embargo, la cantidad de muestras de entrenamiento necesarias para alcanzar una densidad determinada crece exponencialmente con la cantidad de dimensiones. Esto hace que, en muchas ocasiones, no existan muestras suficientes disponibles. 


			Por fortuna, en los problemas del mundo real, es posible reducir casi siempre el número de funciones considerablemente, convirtiendo un problema insuperable en uno que puede ser manejado por una ANN de manera eficiente. 


			No obstante, con la reducción dimensional se pierde algo de información, por lo que, aunque acelerará el entrenamiento, también puede hacer que el sistema tenga un rendimiento —precisión, sensibilidad, especificidad— ligeramente peor. También hace que los flujos y variables de la red sean un poco más complejos de entender, puesto que, en ocasiones, las transformaciones que se hacen para la reducción dimensional no son tan intuitivas como en el ejemplo del desgaste del automóvil, y, por tanto, más difíciles de mantener. En consecuencia, primero se debe intentar entrenar el sistema con los datos originales, antes de considerar el uso de la reducción dimensional; y reservarla solo para el caso de que el entrenamiento sea demasiado lento. 


			Sin embargo, hay determinados casos en los que la reducción dimensional de los datos de entrenamiento puede mejorar el rendimiento: aquellos en los que los datos tienen ruido y detalles innecesarios que, al ser filtrados mediante la reducción dimensional, facilitan un entrenamiento más rápido y una precisión mayor en los resultados. 


			Además de acelerar el entrenamiento, la reducción dimensional también es extremadamente útil para la visualización de los datos. Reducir el número de dimensiones a dos o tres hace posible trazar un gráfico del conjunto de entrenamiento, lo que puede llevarnos a obtener información importante al detectar algunos patrones visualmente. Estas conclusiones pueden facilitar la inicialización de pesos e, incluso, simplificar la arquitectura de la ANN, gracias a nuestro mejor entendimiento del problema al haber visualizado los datos de manera gráfica. 


			 


			Discretización 


			 


			Muchos algoritmos requieren que los valores de los datos sean discretos, es decir, que solo puedan tomar un número finito de valores —por ejemplo, los días del año, la edad en años de un individuo, etcétera—. Sin embargo, en la mayoría de los casos, los datos disponibles son continuos —por ejemplo, la luminosidad ambiental, el nivel de ruido, las dimensiones de un objeto—. El proceso de convertir datos continuos en valores discretos se llama discretización. Generalmente, los datos dados se discretizan en partes de igual longitud. Se pueden utilizar técnicas bastante sencillas, como eliminar la parte decimal de los números para convertirlos en enteros u otras un poco más sofisticadas, como la agrupación en categorías que consiste en convertir intervalos completos en un solo valor —por ejemplo, asignar solo tres posibles valores a la altura de un mueble: bajo, si es menor de 60 cm; medio, si está entre 60 y 150 cm, y alto, si supera los 150 cm—, y la dicotomización, que implica convertir los valores de la característica en uno de dos valores fijos, como alto y bajo, o sí y no, o verdadero y falso. Esta dicotomización se puede hacer tomando como punto de separación de ambos resultados la mediana del grupo de muestras o la media, por ejemplo. 


			Cuando se discretizan valores se pierde información, en mayor o menor medida según cuántos valores discretos posibles haya en el rango discretizado. Por tanto, no es lo mismo discretizar la altura de un mueble en tres valores (bajo, medio y alto) que en su altura en centímetros. Sin embargo, la discretización también produce un fenómeno colateral interesante: reduce e incluso elimina el ruido en las muestras. ¿Por qué? Un fenómeno similar ocurre con las imágenes digitales en los medios. La obligación de que una muestra tenga un valor discreto hace que sea más difícil distorsionar ese valor por fenómenos ajenos (errores, de medida, deterioro, etcétera). Por ejemplo, si un píxel de una imagen se registra con una luminosidad 133 en una escala de 0 a 255 y, por una mota de polvo, la luminosidad varía en el instante siguiente a 133,2, la discretización lo seguirá registrando como 133, eliminando el ruido1 introducido por la mota de polvo. 


			Aunque en las ANN las muestras ya vendrán dadas como entradas a la red, la discretización puede ser utilizada para otras cuestiones, como simplificar la arquitectura de la red o reducir la dimensionalidad, primero discretizando algunas características y después tratando de identificar correlaciones con otras, en este nuevo espacio con menos valores posibles. 


			Una vez vistos los principios más básicos que rigen el funcionamiento de las ANN, pasemos a una nueva etapa donde estudiaremos los sistemas basados en ANN más complejas y sus aplicaciones prácticas más destacadas. 


			
	 

	 	
	 
   


			Cuarta parte 


			Inteligencia artificial avanzada 


			
	 

	 	
	 
   


			Capítulo 13 


			Qué es Deep Learning (DL) y retos que presenta 


			 


			Como se ha visto, la principal diferencia entre el aprendizaje profundo (DL) y el aprendizaje automatizado (ML) tradicional es el uso de una arquitectura de ANN con varias capas internas u ocultas. En estas redes, las capas más cercanas a las neuronas de entrada aprenden funciones simples, mientras que las capas más profundas —a menudo identificadas como «superiores» en la literatura científica— aprenden funciones de nivel superior o más abstractas. Al igual que nuestra mente, las ANN que utilizan aprendizaje profundo representan el mundo a través de una jerarquía de conceptos, en la que cada concepto se puede dividir en otros más sencillos. 


			Las capas ocultas generalmente consisten en una secuencia de capas convolucionales, de activación, de agrupación y completamente conectadas. Las capas convolucionales se encargan de extraer características de las muestras y evolucionarlas de simples a complejas. Las capas de activación filtran características que no son tales y eliminan las operaciones y características irrelevantes. Las capas de agrupación simplifican los cálculos y son las responsables de mantener un tamaño de red razonable. Por último, las capas completamente conectadas predicen los resultados que serán mostrados en la capa de salida. 


			En los últimos años, el DL se ha convertido en un área con una atención considerable debido a sus muchos casos de uso y su capacidad para producir resultados notablemente precisos en múltiples aplicaciones. Sin embargo, un punto clave que todavía supone un reto para el desarrollo de DL es que el algoritmo de retropropagación utilizado para ir ajustando los pesos de las capas internas, como ya se ha visto, es bastante inestable ante pequeñas variaciones y cambios en el algoritmo, como el punto de inicialización utilizado. Esta inestabilidad es particularmente significativa cuando se trabaja con redes muy profundas. Además, como se ha visto en el capítulo anterior, la optimización de ANN es un problema con muchísimas variables, que se corresponden con los parámetros —pesos de las conexiones en varias capas— e hiperparámetros —definición de la propia arquitectura de la red—. Los problemas de optimización multivariable suelen presentar desafíos de estabilidad, porque es necesario ir dando pasos en cada dirección en la proporción correcta, lo que, con frecuencia, desconocemos. 


			Las complejas rutas de optimización que presentan las ANN son particularmente traicioneras a este respecto, y este problema se agrava con configuraciones mal elegidas, como el punto de inicialización o la normalización de las características de entrada. Como resultado, la dirección de mayor descenso del gradiente, a priori la más adecuada para alcanzar el valor óptimo, obliga a utilizar pasos (incrementos) pequeños —imaginemos el símil de que vamos bajando por una pendiente muy pronunciada— para no perder la estabilidad. Sin embargo, los pasos pequeños conducen a un progreso lento. Todas estas cuestiones hacen que la optimización de las ANN que utilizan DL sea más difícil de lo que uno pueda imaginar a priori. La clave para resolver esta cuestión es idear algoritmos de aprendizaje capaces de aumentar o disminuir el paso en cada iteración del aprendizaje, según el gradiente de la función de optimización —o la pendiente del terreno, siguiendo el símil anterior. 


			Otro reto del DL es la intensidad de cálculo que necesita. Se requieren miles de millones de operaciones para actualizar los parámetros de una red. Para reducir el número de cálculos necesarios, se ha comenzado a desarrollar en los últimos años chips específicos para cálculos de ANN, denominados NPU (de «network processing unit» o «unidad de procesamiento neuronal», en inglés). Algunos fabricantes como Apple disponen de su propio desarrollo —denominado ANE, de «Apple neural engine» o «motor neuronal de Apple», en inglés—, mientras que otros fabricantes como Qualcomm, Broadcom o NVIDIA fabrican para terceros. ¿Qué hace una NPU mejor que una CPU tradicional? Pues, optimizadas para correr algoritmos de ANN, algunas cuestiones básicas son convertir de manera muy eficiente las operaciones de punto flotante —un formato muy flexible y potente para representar cualquier número utilizado por los sistemas informáticos desde hace décadas— en operaciones de punto fijo —un formato más limitado para representar solo determinados números con un número concreto de decimales, más que suficiente para los cálculos de las ANN, pero muchísimo más rápido y eficiente—, poda de la red —detectar pesos cero y eliminar las operaciones con ellos para acelerar la inferencia— y otras medidas orientadas a hacer un sistema menos versátil y potente que una CPU pero más adaptado a las necesidades de las ANN, de manera que puedan hacer más operaciones sencillas por segundo, consumiendo menos energía. 


			Esto no es una cuestión baladí. Es importante destacar que la cantidad de energía que necesitan las ANN para diversas tareas supera con creces la que consume el ser humano para tareas similares. Aunque habitualmente se puede suministrar más energía a una ANN añadiendo mecanismos de refrigeración, como radiadores y ventiladores, para evitar el sobrecalentamiento, esta cuestión impone limitaciones a la capacidad de las ANN para superar ciertos problemas en comparación con el desempeño humano. Por lo tanto, la reducción de consumo de las NPU o, lo que es lo mismo, el aumento de su eficiencia, es un tema de estudio bastante relevante en la actualidad, y ha dado lugar a NPU específicamente diseñadas para resolver problemas concretos o implementar determinados algoritmos, como los de detección de objetos en imágenes. 


			Por último, las ANN requieren grandes cantidades de datos de entrenamiento para proporcionar resultados de calidad, como se ha mencionado en capítulos anteriores. Esta necesidad también se agrava con el DL, al multiplicarse la dimensionalidad de la red. 


			 


			Técnicas de entrenamiento de redes de aprendizaje profundo 


			 


			Ya se han visto distintas cuestiones relacionadas con el entrenamiento de un sistema de aprendizaje automático. Por ejemplo, se ha mencionado que es necesario alimentar los sistemas con un número elevado de muestras para que, progresivamente, vayan reduciendo su error y ofreciendo una predicción o resultado más preciso y acorde a lo esperado. Para comprobar si, efectivamente, el resultado que ofrece el sistema es correcto, este se debe probar con algunas muestras adicionales, distintas a las utilizadas durante el entrenamiento, denominadas «muestras de prueba o validación». Las muestras de validación son distintas a las utilizadas durante el entrenamiento, porque lo que se pretende es medir la capacidad del sistema para inferir resultados para datos que no ha visto nunca antes, no para memorizar datos ya recibidos con anterioridad. 


			En DL, debido a la complejidad de la propia red y las dificultades comentadas para conseguir un proceso de entrenamiento «convergente», que dé como resultado una ANN estable y precisa, es fundamental prestar mucha atención a cómo se diseña esta fase. 


			Como la cantidad de muestras de las que se suele disponer, aunque sean muchas, son un número finito, siempre se dividen estas en dos grupos, uno de entrenamiento y otro de validación. Debido a que el proceso de entrenamiento, como se ha mencionado, requiere numerosas muestras, generalmente se reserva un porcentaje pequeño (por ejemplo, el 10 % o el 20 %) de las muestras para validación y el grueso (80 % o 90 %) para entrenamiento. La selección de muestras para uno u otro grupo debe hacerse completamente al azar, para evitar ningún sesgo y procurar un sistema lo más preciso posible para el mayor número de casos futuros. 


			Como la fase de entrenamiento es un proceso iterativo, se necesitará seguir una secuencia como la siguiente: entrenamiento 1 → validación 1 → entrenamiento 2 → validación 2 → ... Así, se debería dividir todo el conjunto de muestras en distintos subgrupos para las distintas fases de entrenamiento y validación. Sin embargo, surgen dos problemas prácticos: 


			 


			• A priori se desconoce cuántas iteraciones serán necesarias para que la ANN alcance el nivel de rendimiento (precisión, sensibilidad, especificidad) deseado. Por lo tanto, se pueden dividir las muestras en subgrupos para efectuar un número de iteraciones —por ejemplo, cinco—, pero nada nos garantiza que sobren iteraciones —y, por tanto, haya muestras que podríamos haber utilizado para entrenar el sistema y se han quedado sin usar—, o, peor, que sean necesarias más iteraciones y no queden más muestras disponibles.


			• Con frecuencia, el número de muestras disponibles no es tan elevado como para dividirlas en tantos subgrupos y que estos tengan un número suficiente de ellas para entrenar el sistema de manera eficaz. 


			 


			En estos casos, existe una solución alternativa: cuando el número de muestras sea insuficiente para más iteraciones, se puede coger todo el conjunto y volver a dividirlo al azar entre muestras de entrenamiento y de validación. De esta manera, aunque gran parte de las muestras sean las mismas entre una iteración y la anterior, habrá cierta variación respecto del grupo original y, en cierta forma, se evita que la ANN se sobreajuste. Esta práctica, no obstante, debe ser utilizada con precaución, sobre todo si el número de muestras totales es escaso. 


			Otro enfoque de validación diferente se conoce como «validación cruzada». En este caso, el conjunto total de muestras se divide en k grupos (se habla entonces de «k-fold validation», en inglés). De estos k grupos, uno se usa para validación y el resto para entrenamiento. Se repite el proceso, tomando el grupo 2 como muestras de validación y el resto como muestras de entrenamiento. Y así sucesivamente hasta concluir con el último grupo para validación y el resto para entrenamiento, tal como se ilustra en la figura 4.1 para k = 6. 
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			Figura 4.1. Validación de k-fold con k = 6. 


			 


			Otra cuestión que puede ser interesante a la hora de entrenar un sistema de DL, debido al gran número de muestras que normalmente es necesario hasta obtener un rendimiento aceptable, es reservar un grupo de muestras de «preentrenamiento». Para ello, al principio del proceso de entrenamiento, se toma un conjunto bastante menor del conjunto de entrenamiento y se comienza a entrenar la ANN con ellas. Por ejemplo, si el conjunto de entrenamiento tiene 10.000 muestras, se pueden tomar 4 conjuntos de preentrenamiento con 500 muestras cada uno. Se realiza el entrenamiento de la red en estado inicializado (con todos los pesos aleatoriamente establecidos) para cada uno de los conjuntos de preentrenamiento y se mide la precisión alcanzada en cada caso (4 repeticiones, en el ejemplo). Lógicamente, con tan pocas muestras, la red presentará un rendimiento bastante pobre. Sin embargo, al lanzar cuatro procesos de preentrenamiento independientes, se podrá comprobar si la red tiende a converger o, por el contrario, presenta problemas de estabilidad, por ejemplo, si una de las cuatro repeticiones se lleva todos los pesos a cero o a infinito. Esta práctica permite ahorrar mucho tiempo en las ocasiones en las que estamos tratando con una arquitectura de red inadecuada, ya que no necesitamos esperar a que finalice el entrenamiento con las 10.000 muestras para darnos cuenta de que la arquitectura de ANN elegida no sirve para realizar la tarea en cuestión. 


			 


			Aprendizaje de una sola vez 


			 


			Una y otra vez comprobamos que el aprendizaje profundo, a pesar de resultar más eficaz incluso que la capacidad humana para identificar patrones o clasificar muestras, es altamente ineficiente, exigiendo un número enorme de muestras durante el entrenamiento. Por ejemplo, una ANN necesita típicamente miles de imágenes de un objeto —por ejemplo, un árbol— para clasificarlo correctamente. En cambio, los seres humanos no necesitamos tantas imágenes de un objeto para reconocerlo. Si a un niño pequeño se le indica lo que es un árbol una vez, es muy probable que pueda reconocer otro árbol al momento, aunque sea de otra especie o tamaño. Esto sugiere que el cerebro humano tiene una capacidad mucho mayor para generalizar que las ANN. El hecho de poder aprender a partir de solo uno o muy pocos ejemplos se conoce como «aprendizaje de una sola vez». 


			La capacidad del cerebro humano para generalizar con muy pocos ejemplos se debe a que la conectividad entre neuronas es relativamente escasa, por tres motivos: primero porque, a través de la evolución de la especie, ya hay conexiones «preconfiguradas», que inclinan el aprendizaje hacia las cuestiones que interesan (alimentarnos, evitar peligros, buscar afecto, etcétera); segundo, porque el proceso de aprendizaje general comienza a destruir conexiones desde el mismo momento de nacer —o incluso antes—, sufriendo una «poda neuronal» especialmente masiva en torno a los tres años, cuando se comienza a forjar la mente racional que somos capaces de reconocer en nosotros mismos durante el resto de nuestra vida; y tercero, por la enorme aceleración del aprendizaje que produce la sociedad, ofreciendo muestras y resultados deseados constantemente, incluso de cuestiones realmente básicas (distinguir los colores, sentarse en una silla, reconocer un trueno, etcétera). 


			Los seres humanos adquirimos conocimientos a lo largo de la vida sobre una multitud de cuestiones, lo que sirve de base para aprender tareas específicas más rápidamente. Las tareas específicas, sobre todo conforme se tiene más edad, es decir, más entrenamientos previos, son solo un ajuste fino de la configuración neuronal de una persona. Y, adicionalmente, las sociedades se han estructurado en torno a «maestros» capaces de proporcionar un entrenamiento acelerado a individuos que comparten una misma base de entrenamientos previos. 


			En DL, desarrollar formas generalizadas de «aprendizaje por transferencia», de modo que el tiempo de entrenamiento dedicado a tareas particulares no se desperdicie, sino que se reutilice y sirva como base para entrenamientos futuros de más alto nivel, es un área clave que está en constante investigación en la actualidad. De hecho, hasta cierto punto, los beneficios del aprendizaje por transferencia ya se han demostrado en DL. Ya hay disponibles ANN que utilizan DL y que están preentrenadas para algunas tareas más o menos generales. Por ejemplo, en detectar objetos básicos dentro de imágenes. De este modo, cuando se desea implementar una ANN para detectar personas con gafas de sol en una imagen, se parte de una ANN que ya está entrenada para detectar rostros y solo es necesario realizar el entrenamiento para que distinga cuándo tienen gafas de sol y cuándo no. Lógicamente, se necesitará una cantidad mucho menor de muestras para este entrenamiento, porque la mayoría de las características básicas aprendidas no cambian con el conjunto de muestras nuevas. 


			Como se ha visto, las redes profundas suelen implementar las características de más alto nivel en las últimas capas internas. Por este motivo, también es posible conseguir que una ANN con DL sea capaz de generalizar tareas menos específicas eliminando las últimas capas y agregando otras adicionales específicas de la tarea. Se trataría de una tarea del tipo «copiar y pegar» trozos de ANN ya entrenadas para determinadas tareas, para construir otras. Aunque se seguirá necesitando una fase de entrenamiento, es muy probable que el número de muestras necesarias para un rendimiento satisfactorio sea mucho menor que partir de una red «en blanco». Esta fórmula también se utiliza en la minería de textos y para el procesamiento del lenguaje natural (NLP), de manera que se pueden ajustar redes capaces de entender conceptos de textos genéricos para que procesen, por ejemplo, textos jurídicos, técnicos o financieros, de manera bastante eficiente. 


			Existe otra forma de aprendizaje por transferencia, que se basa en la noción de «aprendizaje entre tareas». La idea básica es reutilizar el trabajo de entrenamiento que ya se ha realizado total o parcialmente en relación con una tarea para mejorar la capacidad de la ANN de aprender otra tarea. Este principio se conoce como «aprender a aprender». Dado un conjunto de tareas, una experiencia de entrenamiento para cada tarea y un conjunto de medidas de desempeño (una para cada tarea), se dice que un algoritmo aprende a aprender si su desempeño en cada tarea mejora tanto con los entrenamientos como con el número de tareas. Un elemento central de la dificultad de aprender a aprender es el hecho de que todas las tareas son algo diferentes y, por lo tanto, es un desafío realizar la transferencia de experiencia entre tareas. Por lo tanto, el aprendizaje ocurre más rápidamente dentro de una tarea, mientras que el conocimiento adquirido del aprendizaje de las otras tareas es más gradual. En otras palabras, existe una organización de dos niveles sobre cómo se aprenden las tareas. Esta noción también se conoce como «metaaprendizaje», aunque este término se utiliza con cierta frecuencia para otras cuestiones de manera presumiblemente incorrecta en la literatura científica. La capacidad de aprender a aprender es una cualidad típicamente biológica, donde los seres vivos tienden a mostrar un mejor desempeño incluso en tareas débilmente relacionadas, a medida que ganan experiencia sobre otras tareas. En las ANN este fenómeno se encuentra en fase muy inicial todavía, aunque el preentrenamiento de redes puede considerarse un ejemplo de aprender a aprender, porque se pueden usar los pesos de la red entrenada en un conjunto de muestras para una tarea particular en otra configuración, de modo que el aprendizaje en la nueva configuración ocurra más rápidamente. 


			Sin embargo, como conclusión, aunque existen diversas aproximaciones científicas que representan avances en la capacidad de realizar el aprendizaje de una sola vez implementando técnicas de aprender a aprender, las capacidades de estos métodos son todavía bastante rudimentarias en comparación con las del cerebro animal. En consecuencia, este tema sigue siendo un área abierta para futuras investigaciones. 


			 


			Aprendizaje energéticamente eficiente 


			 


			La eficiencia en recursos de un modelo de aprendizaje DL está estrechamente relacionada con su eficiencia energética. Los sistemas de DL, a pesar de que funcionan normalmente en hardware especializado para optimizar las operaciones matemáticas y lógicas necesarias, son ineficientes desde el punto de vista energético cuando se comparan con la energía que necesita el cerebro animal. Por ejemplo, si se utilizan varias unidades de procesamiento (GPU) en paralelo para realizar el entrenamiento de una red profunda, no sería extraño consumir más de 1.000 vatios de potencia, cuando el cerebro humano apenas requiere 20 vatios para funcionar. Quizás esto sea debido, además de al uso de técnicas electroquímicas distintas a las técnicas de semiconductores de los chips, a que el cerebro no realiza cálculos precisos, sino estimaciones. En muchos entornos de aprendizaje, esto es suficiente y, a veces, incluso preferible, pues puede aumentar el poder de generalización. Este hecho sugiere que a veces se puede conseguir más eficiencia energética en arquitecturas que priorizan la generalización sobre la precisión. 


			Recientemente se han desarrollado varios algoritmos que compensan la precisión de los cálculos para mejorar la eficiencia energética de los mismos. Algunos de estos métodos muestran además una mayor generalización por el efecto del ruido introducido por los cálculos de baja precisión. Otra forma de aumentar la eficiencia energética es replicar las «neuronas de impulso» presentes en el cerebro de los mamíferos. Estas neuronas reciben este nombre porque se encuentran generalmente en reposo (apagadas) y solo se activan cuando las entradas superan el denominado «potencial de membrana». Implementar esta técnica en ANN, añadiendo algunas capas de neuronas de impulso, aumenta significativamente su eficiencia energética, ya que parte de la red permanece apagada durante ciertos momentos de la operación. 


			Otra técnica para reducir el consumo de una ANN es combinar aprendizaje y poda neuronal de manera que se eliminen las conexiones redundantes. Algunas iniciativas recientes proponen eliminar los pesos cercanos a cero —podar esa conexión— durante el entrenamiento. Así, se establece un umbral mínimo para los pesos y, si en un determinado momento el valor del peso es menor que este umbral, se elimina esa conexión en la red. La poda se realiza de forma iterativa, donde los pesos que quedan después de una poda se continúan entrenando y, nuevamente, se vuelven a podar los que caigan por debajo del umbral en siguientes iteraciones. Como resultado de todo el proceso de entrenamiento, la densa red inicial se puede transformar en una red con muchas menos conexiones. Además, podría ocurrir que queden neuronas sin conexiones de entrada o de salida, que podríamos identificar como neuronas «muertas», que también pueden ser eliminadas de la red. Hay que destacar que, además de mejorar la eficiencia energética, la eliminación de conexiones redundantes también ayudará a la regularización. 


			Otro enfoque que ayuda a reducir el consumo energético de las ANN consiste en reducir la cantidad de información manejada por la red, de manera que se pueda operar con toda la información en la memoria más interna, rápida y eficiente de un sistema informático. Así, discretizando o cuantificando los valores de las características con un número menor de bits, se reduce el espacio de almacenamiento necesario. Por ejemplo, si se usan 16 bits para representar un valor de una característica, cada dato podrá tomar 216 = 65.536 valores diferentes, pero si reducimos el número de bits a 8, podrá tomar solo 28 = 256 valores distintos. Aunque el rango de valores se reduzca considerablemente, las pruebas realizadas demuestran que en la mayoría de los casos la red sigue ofreciendo un nivel de precisión similar y, sin embargo, se ahorra una cantidad de espacio en memoria considerable, la mitad en el ejemplo mencionado, pero hasta 35 veces menos en casos reales. Como consecuencia de esta importante reducción del espacio que ocupan tanto las muestras de entrenamiento como los pesos de la red, es posible almacenar el modelo completo en la memoria caché SRAM del sistema en vez de en la memoria RAM estándar (DRAM), que se encuentra fuera del chip que realiza los cálculos. Como se ha mencionado, esto tiene ventajas tanto desde la perspectiva de la velocidad como de la eficiencia energética y, además, permite realizar cálculos de ANN en dispositivos móviles alimentado por baterías. 


			Por último, una fuente adicional para aumentar el rendimiento energético de las ANN consiste en desarrollar hardware que se adapte específicamente a ellas. Es de destacar que no existe distinción entre software y hardware en el cerebro animal: todo se encuentra programado mediante reacciones químicas que afectan a la forma física de las neuronas. Sin embargo, para facilitar históricamente el mantenimiento y la versatilidad de los ordenadores, se comenzó a diseñar sistemas computacionales físicos de propósito general (hardware) sobre el que se ejecutaban programas específicos para cada aplicación (software). Desde el punto de vista energético, esta fórmula es altamente ineficiente. En los últimos años se han logrado avances diseñando hardware  específico para redes neuronales que no necesitan software o necesitan muy poca programación. Se puede decir que la ANN se encuentra ya grabada en piedra en el chip y solo hay que ir dándole valores a los pesos para configurarla. Es lo que se denomina «computación neuromórfica» y va más allá de lo ya comentado sobre diseñar chips específicos para IA que realizan operaciones sencillas de manera muy rápida y en paralelo (NPU, como el Apple Neural Engine que incorporan todos los chips de móviles y ordenadores de Apple). La computación neuromórfica se basa en una nueva arquitectura de chip que contiene neuronas activas, sinapsis de baja precisión y una red de comunicación escalable. No obstante, dado el elevado coste de diseño y fabricación de los chips, solamente se han propuesto diseños que puedan ser utilizables de manera más o menos masiva, como en el caso de las redes convolucionales (CNN) para el reconocimiento de texto o detección de objetos en imágenes. 


			
	 

	 	
	 
   


			Capítulo 14 


			Visión artificial 


			 


			La visión artificial es un campo que trata el reconocimiento de objetos y características de imágenes, ya sea procedentes de fotografías digitalizadas o de secuencias de vídeo. Para ello, existe un gran número de algoritmos que tratan estas imágenes estáticas o en movimiento, almacenadas en ficheros o en tiempo real. La visión artificial es un campo que lleva ya bastantes décadas en desarrollo y existen muchísimas aplicaciones basadas en métodos tradicionales, que no utilizan IA, para detectar, por ejemplo, defectos de fabricación en piezas, contar los elementos que van pasando a través de una cinta transportadora, leer códigos de barras, etcétera. 


			Sin embargo, con los enfoques algorítmicos tradicionales de visión artificial —o «visión por ordenador», del inglés «computer vision»—, es difícil cubrir todas las extracciones de características de objetos en imágenes porque objetos similares pueden tener características diferentes. La tarea de identificar detalles en objetos, hasta el punto de distinguir, por ejemplo, un tigre, un león y un gato en una imagen, requiere de técnicas avanzadas de IA. La red neuronal convolucional profunda (DCNN, por sus siglas en inglés) es un método muy utilizado en la actualidad, pues no requiere definir las características a priori para el reconocimiento de objetos. Una DCNN actualiza automáticamente los parámetros del modelo para la extracción de características durante el entrenamiento, lo que implica que realiza un aprendizaje «no supervisado». Esta autonomía le permite una mayor capacidad de aprendizaje, no solo porque se simplifica la utilización de muestras de entrenamiento, que no necesitan estar «etiquetadas» —que cada una contenga el resultado deseado—, sino porque los sistemas no supervisados pueden estar en un modo de aprendizaje continuo, es decir, seguir aprendiendo conforme se encuentran prestando servicio en producción. 


			El uso de este tipo de redes no supervisadas simplifica el reconocimiento de objetos y mejora la precisión general con el paso del tiempo. Además, las DCNN tienen la cualidad de que es fácil orientar el modelo para el reconocimiento de otros objetos mediante entrenamiento extra. 


			 


			Reconocimiento de objetos 


			 


			El reconocimiento de objetos se divide en tres categorías principales: clasificación de imágenes, localización de objetos y detección de objetos: 


			 


			• La clasificación de imágenes reconoce un objeto en una imagen y, a continuación, asigna etiquetas de la clase correspondiente al objeto reconocido a esa imagen.


			• La localización de objetos ubica objetos en una imagen y dibuja un recuadro delimitador alrededor de los mismos, aunque no reconoce qué tipo de objetos son.


			• La detección de objetos combina la clasificación de imágenes y la localización de objetos. De esta forma, es capaz de detectar varios objetos en una imagen, estimar su tamaño y posición y, posteriormente, dibujar el cuadro delimitador alrededor de cada uno de ellos, reconociéndolos y etiquetándolos según su clase. 
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			Figura 4.2. Ejemplos de clasificación de imágenes (izquierda), localización de objetos (centro) y detección de objetos (derecha). 


			 


			La detección de objetos también puede generar la huella o máscara de píxeles sobre los objetos detectados para determinar la forma exacta de los mismos. En este caso, se denomina técnicamente «segmentación de instancias» (fig. 4.3). 
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			Figura 4.3. Detección de objetos (izquierda) y segmentación de instancias (derecha). 


			 


			Otra forma posible de reconocimiento de objetos consiste en etiquetar no solo los objetos detectados, sino cada píxel de la imagen, incluido el fondo. En este caso, la técnica se denomina «segmentación semántica» (fig. 4.4). 
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			Figura 4.4. Localización de objetos (izquierda) y segmentación semántica (derecha). 


			 


			Coincidencia de características 


			 


			El reconocimiento de objetos se consigue de manera mucho más eficaz utilizando, como ya se ha mencionado, una CNN. Esto ocurre porque, dentro de una misma clase de objetos, por ejemplo un gato, las características —la forma de los ojos, orejas, nariz, boca, etcétera— pueden variar ligeramente y es difícil definir todas las características mediante técnicas de programación tradicionales. Si se quiere clasificar perros y gatos mediante una CNN, se realiza la operación de convolución, ya descrita, sobre las imágenes de animales y, de esta manera, se extraen las características —por ejemplo, ojos, orejas, nariz y boca— de la imagen. Después, la capa de activación filtra —elimina— las características inexistentes y mejora los mapas de características usando una técnica de agrupación máxima. Los mapas de características se introducen en la siguiente capa convolucional y los mapas de características (ojos, oídos, nariz y boca) se combinan para crear la cara del gato y el perro. 


			Puesto que las características identificadas —ojos, orejas, nariz y boca— son diferentes entre gatos y perros, la red puede distinguir entre unos y otros en la imagen. Para que la red funcione con máxima eficacia será necesario que tenga numerosas capas ocultas para la extracción de características a distintos niveles, por ejemplo, en un nivel puede distinguir cada ojo y en el siguiente ser capaz de identificar una nueva característica consistente en un par de ojos en disposición horizontal a una distancia determinada. La CNN es capaz de combinar de esta manera muchas características básicas (genéricas) y alimentar con ellas múltiples capas convolucionales profundas, progresivamente, para crear la imagen completa de un perro o un gato. Este modelo, además, no se limita a determinadas especies de perros y gatos. Se puede actualizar mediante entrenamiento con imágenes de perros y gatos de distintas razas, por ejemplo. 


			 


			Reconocimiento facial 


			 


			El reconocimiento facial es una de las aplicaciones más importantes del reconocimiento de objetos. Se utiliza para identificar personas con expresiones faciales y emocionales (fig. 4.5). Inicialmente se utilizaba la identificación de rasgos faciales para cuestiones de validación y seguridad, primero en lugares de alta seguridad como cajas fuertes de bancos y zonas militares restringidas y, más tarde, para cuestiones más generales como desbloquear el teléfono móvil. Sin embargo, en los últimos años se ha extendido a muchas más aplicaciones, con especial énfasis en el marketing y la psicología. Una aplicación de reconocimiento facial puede predecir la respuesta del cliente hacia un producto o comunicación comercial, midiendo su estado emocional a través de la expresión facial. 


			El reconocimiento facial es capaz de identificar a personas en imágenes o vídeos. Se compone de cuatro tareas principales: detección, alineación, extracción y reconocimiento. 
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			Figura 4.5. Reconocimiento facial. 


			 


			• La detección facial identifica a una o más personas en una imagen o vídeo. Esto se hace mediante una técnica de detección de objetos como las ya mencionadas, orientada a localizar rostros y etiquetarlos como tales.


			• La alineación facial normaliza el rostro para que sea coherente con la base de datos de rostros. Es decir, transforma la imagen para que resulte una proyección estándar —por ejemplo, una cara vista totalmente de frente— de un tamaño determinado en píxeles y así pueda compararse con las registradas por el sistema previamente.


			• La extracción de características extrae los rasgos faciales (es decir, ojos, orejas, nariz y boca) para el reconocimiento. Esto se realiza de la misma manera que en la detección de objetos estándar.


			• El reconocimiento facial compara el rostro con el de personas conocidas en la base de datos de rostros, donde se encuentran almacenados los distintos individuos junto a sus características, por ejemplo, la distancia entre ojos, entre cada ojo y la oreja, la altura y la forma de la nariz y la boca, etcétera. 


			 


			Ya en 2015 existían varios algoritmos, como Deep Face, DeepID, VGGFace y FaceNet, que alcanzaban una precisión en el reconocimiento de personas del 99,15%, que es superior a la precisión humana, del 97,53%. En la actualidad se trabaja en otras líneas relacionadas con el reconocimiento facial, más orientadas a medir las reacciones y movimientos musculares de la cara asociados a determinadas sensaciones o emociones, e incluso al habla. De esta manera no solo se consigue medir visualmente la reacción de un cliente ante un determinado producto, sino que se pueden generar los denominados «deepfakes», consistentes en leer las expresiones faciales de una persona en un vídeo para aplicarlas transformando el rostro de otra persona, por ejemplo mientras habla, para que parezca que habla esta última persona en lugar de la primera. Estas técnicas también se están comenzando a utilizar para modificar las expresiones faciales de una misma persona para pronunciar el mismo mensaje en otro idioma, de forma que, en un futuro próximo, veremos a los actores de películas hablando «naturalmente» en cualquier idioma, sin necesidad del doblaje. 


			Por último, la detección facial también se puede utilizar para determinar la edad, el sexo, la etnia e, incluso, el estatus social de una persona. Sin embargo, estas cuestiones comienzan a sufrir ciertas restricciones legales, pues pueden dar lugar a sesgos y discriminación que no están permitidos en nuestros sistemas sociales y jurídicos. 


			 


			Reconocimiento de gestos 


			 


			El reconocimiento de gestos es una técnica de detección utilizada para permitir a un usuario controlar un dispositivo mediante el movimiento de su mano, la cabeza o el cuerpo. Va un paso más allá de la detección de objetos, ya que los gestos implican dinamismos, es decir, es necesario analizar secuencias de vídeo y no solo imagen por imagen, para extraer el gesto en cuestión. Estos sistemas primero capturan el movimiento de la mano, la cabeza o el cuerpo a través de una cámara y luego analizan el movimiento en cada fotograma. A través de modelos de DL, reconocen diferentes movimientos e identifican cada gesto, tomando en consecuencia las acciones correspondientes. Esta técnica se aplica cada vez más en las soluciones de domótica y videojuegos, aunque también empieza a haber desarrollos para la conducción de vehículos, telemedicina y otros sectores. También es posible combinar el reconocimiento de gestos con el reconocimiento facial para reconocer gestos procedentes de personas concretas, por ejemplo de los miembros de una familia y realizar las acciones predefinidas en función de su perfil o preferencias personales. 


			 


			Aplicaciones de la visión artificial 


			 


			Este apartado presenta algunas aplicaciones importantes de la visión artificial en diferentes áreas, como el diagnóstico por imagen, aplicaciones de consumo y la seguridad aeroportuaria. 


			El diagnóstico por imagen es una herramienta útil para la detección temprana de enfermedades y, especialmente, del cáncer. Para ello se utilizan imágenes realizadas por equipos de ultrasonido, rayos X, tomografía computarizada y resonancia magnética, principalmente. A partir de ellas, el médico las observa con detenimiento para identificar anomalías e interpretarlas. Esta tarea, además de requerir tiempo, depende en gran medida de la experiencia y destreza del profesional para detectar las anomalías y asociarlas a una causa o enfermedad concretas. 


			En esta labor, la visión artificial puede detectar e identificar rápidamente los patrones y las anomalías, como ya se ha visto, incluso aquellos que son tan sutiles que pasan desapercibidos para un porcentaje amplio de los profesionales. Los sistemas de IA para diagnóstico por imagen filtran estas imágenes y resaltan las áreas de interés, añadiendo un recuadro o resaltándolas con diferentes colores. Así, el médico solo necesita centrarse en zonas concretas de las imágenes filtradas para confirmar o no el diagnóstico. De esta manera, no solo se ahorra bastante tiempo, sino que aumenta la calidad del diagnóstico, asegurando que el profesional se centra más tiempo donde realmente se encuentra el problema. 


			Hay una aplicación de Microsoft, por ejemplo, denominada InnerEye capaz de identificar y resaltar visualmente un posible tumor en imágenes de rayos X. El radiólogo debe cargar todas las imágenes de rayos X de pacientes en el sistema. El software las analiza y resalta las áreas con diferentes colores para mostrar posibles tumores u otras anomalías. Por último, el médico no necesita perder el tiempo examinando todas las imágenes y se concentra solo en los resultados de InnerEye, aumentando la rapidez y precisión del diagnóstico. 


			En el mercado de consumo también hay aplicaciones de visión artificial que ayudan a reducir tiempos y mejorar la calidad. Por ejemplo, se utiliza visión artificial desde hace ya bastante tiempo para el control de inventario en grandes centros logísticos y almacenes. También se utiliza visión artificial para detectar defectos en piezas como azulejos, baldosas, dulces, tablones, piezas torneadas de ferretería, etcétera. 


			En Estados Unidos, Amazon ha ido un paso más allá equipando sus tiendas Amazon Go con su tecnología Just Walk Out, consistente en colocar cámaras en los pasillos y estantes para identificar quién añade un artículo del lineal a su carrito de la compra o lo devuelve al lineal, eliminando la necesidad de pasar por caja. El sistema realiza el cargo de los productos en el carrito en la tarjeta de crédito de la cuenta de Amazon cuando el cliente sale de la tienda. Esta solución no solo mejora la experiencia del cliente evitando que tenga que hacer cola en la caja, sino que también permite una trazabilidad completa de quién compra qué, qué rutas siguen los clientes dentro de la tienda y el stock en tiempo real de cada producto dentro de la tienda. Además, permite interactuar con el cliente a través de su teléfono móvil en tiempo real mientras realiza la compra, ofreciéndole descuentos personalizados y recomendando otros artículos conforme va cogiendo artículos del lineal o pasa por determinadas áreas de la tienda. 


			Sobre la tercera aplicación mencionada, la seguridad aeroportuaria, el reconocimiento facial es especialmente importante para el control de pasajeros. No solo ha sido ampliamente utilizado durante la pandemia de covid-19 mediante cámaras térmicas que medían la temperatura en los arcos de seguridad de aeropuertos. También es posible implementar cámaras para reconocer y validar rápidamente la identidad de los pasajeros y alertar a la autoridad competente sobre personas que estén intentando abandonar el país de forma ilegal o aquellos que se encuentran perseguidos por la justicia. 


			
	 

	 	
	 
   


			Capítulo 15 


			Procesamiento de lenguaje natural (NLP) 


			 


			El procesamiento del lenguaje natural (NLP, por las siglas de «natural language processing», en inglés) consiste en la capacidad de los ordenadores para procesar y comprender tanto el lenguaje hablado como el escrito. También entran dentro de este campo otras tareas complejas, como la traducción automática y la generación de diálogos en los llamados «chatbots». 


			Un problema inherente al lenguaje es que es ambiguo y, con bastante frecuencia, rebuscado y redundante. En las lenguas derivadas del indoeuropeo, como todas las romances, germanas, anglosajonas, el vascuence o el finlandés, las palabras constan de raíces que se complementan con sufijos para expresar el género, la cantidad e, incluso, la función que ejerce la palabra (sustantivo, adjetivo, adverbio, etcétera). En otras ocasiones, las palabras se contraen, como «del» en español o «we’ve» en inglés mientras que, en algunas lenguas como el alemán, se concatenan, como en «zweihundertdreiundfünfzigtausendsechshundertvierundzwanzig» (el número 253.624 escrito literalmente). 


			Pero la ambigüedad del lenguaje no termina en cómo usamos o modificamos las palabras. También se da en las frases, ya sea porque se desordenan las diferentes partes de una oración —por ejemplo, «grande era el pesar tras la muerte de su amada de aquel caballero»—, porque se utiliza un sentido figurado, que dificulta la comprensión literal —por ejemplo, «voy volando a por el café, señor»— o porque, directamente hay múltiples acepciones para las palabras, cuyo uso debe extraerse del contexto, por ejemplo, «mueve el ratón hasta posicionarte en un borde de la ventana y mantén pulsado el botón izquierdo para cambiar su tamaño». 


			Y si añadimos formas de expresión complejas como la ironía y posibles faltas de ortografía y puntuación en el escrito o desorden, pausas incorrectas o pronunciación deficiente en las grabaciones de audio, la rama del NLP presenta un sinfín de retos que es necesario resolver, antes de que se pueda disponer de aplicaciones con suficiente utilidad práctica. 


			Toda esta casuística ha sido completamente imposible de resolver utilizando la programación tradicional. Solo cuando las ANN comenzaron a demostrar su utilidad para clasificar y generalizar, el NLP inició su desarrollo práctico. Como ya se ha mencionado, a diferencia de la programación algorítmica tradicional, las ANN no requieren características predefinidas para reconocer el lenguaje. Se entrenan con ejemplos de frases, siendo frecuente el uso de ciertas arquitecturas de ANN, según la aplicación en cuestión. Entre ellas, las redes neuronales convolucionales (CNN), redes neuronales recurrentes (RNN), redes neuronales recursivas y modelos de aprendizaje por refuerzo (RL), ya vistos en capítulos anteriores. 


			En una RNN, cada frase primero se divide en sus palabras y estas se procesan dentro de la red, para obtener una representación de la frase relacionada con sus características (conceptos, acciones, etcétera). La CNN se utiliza para hacer predicciones basadas en palabras y otras tareas lingüísticas, como el reconocimiento de conceptos (NER, por las siglas de «name entity recognition», en inglés), partes de una frase (POS, por las siglas de «part of speech», en inglés) y cuestiones similares. Funciona mediante el mismo enfoque basado en ventanas que se vio para el tratamiento de imágenes donde, en lugar de medir las relaciones de cada píxel con sus vecinos, aquí se mide cómo cada palabra está relacionada con sus palabras vecinas. Para determinar cuántas palabras vecinas es necesario tener en cuenta para cada palabra —lo que dependerá de la estructura de cada frase—, se utiliza la denominada red neuronal convolucional dinámica (DCNN), donde se aplica sobre una CNN el algoritmo de agrupación dinámica «k-max» para permitir un rango de palabras vecinas variable para cada palabra en cada frase. 


			La CNN se utiliza en NLP no solo para modelar frases sino también para análisis de sentimiento, categorización de textos breves y detección de ironía, entre otras aplicaciones. 


			Si lo que interesa es analizar el lenguaje utilizado en un contexto determinado, la RNN es probablemente la mejor candidata. Esta red realiza el cálculo sobre los datos actuales, así como sobre los resultados anteriores y aplica el modelo «secuencia a secuencia» (conocido como «seq2seq») para traducción de idiomas. Es muy adecuada para clasificación de palabras y frases, coincidencia semántica, traducción automática y leyendas de imágenes. 


			El inconveniente de las RNN es que, con frecuencia, sufre el problema de desaparición de gradiente: si los pesos de la ANN son pequeños, los pesos de las capas superiores se vuelven cercanos a cero, dando como resultado un entrenamiento lento y con errores de predicción. Para resolver esta cuestión, se suele recurrir a las redes de larga memoria de corto plazo (LSTM), también vistas en capítulos anteriores. Una red LSTM es una modificación de la RNN donde se introduce un factor de olvido, para ir eliminando el peso de los patrones de muestras que no se repiten con el tiempo durante el entrenamiento. Con esta técnica se elimina el problema de la dependencia de los datos y se resuelve el problema de la desaparición del gradiente. 


			La red LSTM es adecuada para tareas de traducción automática, resúmenes de texto, conversaciones —tipo chatbots— y para proporcionar respuestas automáticas a preguntas. 


			Otra red muy utilizada en NLP es la red neuronal recursiva, que almacena las palabras en nodos secundarios y los va agrupando para formar las subfrases, trozos de frases o frases subordinadas. De la misma forma, las subfrases se reagrupan recursivamente hasta crear la representación de la frase completa. Las redes neuronales recursivas se aplican para análisis sintáctico, análisis de sentimiento y extraer relaciones entre frases. 


			Por último, el aprendizaje por refuerzo (RL) es útil para la generación de diálogos. Aplica el modelo generativo —utilizando un agente— basado en RNN para responder a la palabra de entrada (lo que aquí constituye el «entorno externo») y predecir la siguiente palabra de la frase (la respuesta o acción del modelo) para maximizar la recompensa. Esta técnica va actualizando los estados internos del modelo en cada ciclo, lo que sirve para conservar el contexto del diálogo. El sistema RL continúa recorriendo cada palabra de la frase, frase tras frase, para generar el diálogo. 


			 


			Aplicaciones del NLP 


			 


			Se describen a continuación varias aplicaciones interesantes del NLP, que son el asistente virtual, la traducción de idiomas y la transcripción automática. 


			Los asistentes virtuales, como Siri, Google Home o Alexa, se utilizan ampliamente en la vida diaria para controlar el teléfono móvil y los dispositivos del hogar, acceder a la información pública (noticias, el tiempo, horarios del transporte público, etcétera) y disfrutar del entretenimiento (música, película o vídeo). Los asistentes virtuales también son utilizados en muchas aplicaciones de negocios, como la atención médica, las finanzas y el comercio. Estos asistentes utilizan las tecnologías de conversión de voz en texto y de texto en voz. Primero se convierte la frase o conversación en texto, mediante una ANN encargada de esta tarea. Posteriormente se realiza el NLP mediante otra ANN de las indicadas anteriormente. A continuación, se buscan las respuestas correspondientes en la base de datos o internet, según las acciones resultantes del NLP y, por último, se convierte el resultado en una locución, respondiendo a las preguntas del usuario. 


			La traducción de idiomas ha logrado una precisión muy alta en los últimos años, mediante la aplicación de las ANN, lo que se denomina «traducción automática neuronal» (NMT). El traductor basado en ANN se entrena mediante un número elevado de frases traducidas, y la traducción se basa en el contexto de la frase en vez de las reglas gramaticales y un diccionario bilingüe. Esta técnica, basada en lo que podríamos denominar «identificación de patrones de traducción», ha permitido que muchos traductores especializados estén capacitados para manejar terminología profesional —por ejemplo, argot médico, financiero o legal— a través de textos de entrenamiento obtenidos de documentos específicos de tales profesiones. 


			Actualmente, el traductor de Google es el más extendido para traducciones de textos. Emplea el sistema de traducción automática neuronal propio de Google, denominado GNMT. 


			Por último, la transcripción automática desempeña un papel importante en las aplicaciones de IA responsables de analizar una gran cantidad de datos —texto y voz— para realizar predicciones. La transcripción automática debe superar múltiples retos, como el reconocimiento de voces de diferentes personas en una misma videoconferencia, llamada o archivo de audio, varios idiomas, acentos locales y ruido de fondo. 


			Entre otras aplicaciones, el sector sanitario muestra un interés creciente en la transcripción automática porque los médicos dedican casi la mitad de su jornada laboral a completar texto delante del ordenador. También resulta muy útil para periodistas, centros de atención telefónica y muchos otros usos, ya que facilita el proceso de digitalización de la información en formatos menos voluminosos (el texto ocupa infinitamente menos espacio que una grabación de audio) y permite un procesamiento de las transcripciones mediante herramientas de NLP para extraer información de manera sencilla. 


			
	 

	 	
	 
   


			Capítulo 16 


			Inteligencia artificial generativa El motor GPT 


			 


			La IA generativa es una rama de la IA que utiliza «redes generativas adversarias» (GAN, por las siglas de «generative adversarial network», en inglés) para conseguir modelos entrenados con mucha más potencia y capacidad que la mayoría. Antes de describir estas redes es necesario comprender en qué consisten los modelos discriminativos y generativos, porque ambos se utilizan para crear dichas redes. Estos dos tipos de modelos de aprendizaje son los siguientes: 


			 


			• Los modelos discriminativos estiman directamente la probabilidad de que una muestra pertenezca a un grupo. Un ejemplo de modelo discriminativo es la regresión logística.


			• Los modelos generativos, en cambio, estiman la probabilidad de que las características de entrada ocurran de manera conjunta o simultánea. A partir de ahí, son capaces de identificar la distribución estadística en la que ocurren las características y, como resultado, son capaces de generar nuevas muestras siguiendo esa distribución estadística. Tales muestras generadas se denominan «sintéticas». Esto es así porque no son muestras reales; sin embargo, podrían pasar por muestras reales, ya que todas sus características siguen una correlación creíble para un observador experto. Por ejemplo, se puede tener un modelo generativo para crear imágenes de árboles sintéticos a partir de imágenes de árboles reales, o rostros de personas, o cualquier otra cosa. 


			 


			Las redes generativas adversarias funcionan con dos ANN enfrentadas, simultáneamente. La primera se construye con un modelo generativo capaz de producir miles de ejemplos «sintéticos» de muestras que son similares a las de un repositorio de muestras reales dadas. Estas muestras sintéticas implementan variaciones de las características de las muestras reales, siguiendo generalmente una distribución normal o gaussiana, con el objetivo de crear las nuevas muestras con características tan realistas que sea prácticamente imposible para un observador experto distinguir si la muestra sintética pertenece al conjunto de muestras originales o si se ha generado artificialmente. Por ejemplo, si tenemos un repositorio de imágenes de automóviles, la red generativa creará muestras sintéticas de imágenes de automóviles que no existen, pero que podrían perfectamente existir. Como resultado de esta primera red se obtendrán muestras de imágenes de automóviles tanto reales como ficticios. 


			La segunda ANN es una red discriminativa que se entrena con un conjunto de las muestras ofrecidas por la primera ANN, etiquetadas con la información sobre si las imágenes son reales o ficticias. En cierto modo, se puede considerar a la red generativa como un «falsificador» y a la red discriminativa como el «detective» que intenta identificar las falsificaciones. Por ese motivo, las dos redes son adversarias y, durante el entrenamiento, la mejora de una produciendo mejores «falsificaciones» ayuda a la mejora de la otra para identificarlas. 


			Cuando la red discriminativa marca correctamente una muestra sintética como tal, la red generativa utiliza este hecho para modificar sus pesos, de manera que a la red discriminativa le resulte más difícil identificar nuevas muestras generadas a partir de ella en el futuro. Esta es la forma en la que, conforme transcurre el entrenamiento, la red generativa produce cada vez mejores «falsificaciones». Llegará un punto en el que a la red discriminadora le resultará absolutamente imposible distinguir entre muestras reales y sintéticas. No obstante, para que esto funcione bien, es importante que la ANN discriminadora tenga una arquitectura con la suficiente potencia para el problema planteado y que, además, exista una cantidad de muestras reales suficiente. 


			La fase de entrenamiento en este tipo de sistemas de IA concluye justo en ese punto, cuando se alcanza un equilibrio entre ambas redes, lo que equivale a decir que la red discriminativa falla en la identificación de muestras reales y sintéticas la mitad de las veces (50 %). 


			De lo mencionado hasta ahora se puede deducir que las redes discriminativas solo pueden funcionar con aprendizaje supervisado —todas las muestras deben estar etiquetadas como verdaderas o sintéticas—, mientras que las redes generativas pueden utilizar tanto algoritmos de aprendizaje supervisado como no supervisado. 


			Las muestras generadas por las redes generativas adversarias suelen ser útiles para crear grandes cantidades de muestras sintéticas para algoritmos de ML o DL y desempeñan un papel relevante en el aumento de repositorios de datos para el desarrollo de la IA. Otra utilidad de este tipo de repositorios —datasets— es que, añadiéndoles contexto, es posible utilizarlos para generar objetos con nuevas propiedades. Por ejemplo, se puede diseñar una ANN cuyas entradas sean las palabras de una frase, como «perro blanco con sombrero» y, mediante la extracción del significado de la frase utilizando NLP y la identificación de las categorías en la ANN generativa, el resultado será una imagen sintética que coincida con la descripción dada en la frase. Esta técnica se utiliza en la actualidad tanto con finalidad artística, para generar nuevas imágenes, como para aplicaciones que se denominan «imagen a imagen». Algunas aplicaciones de la técnica de imagen a imagen son la reducción de ruidos o defectos en fotografías antiguas, colorear automáticamente imágenes o vídeos en blanco y negro, o eliminar objetos en fotografías, como personas o vehículos no deseados en un retrato o escena panorámica. 


			 


			El motor generativo GPT 


			 


			GPT son las siglas de «Generative Pre-trained Transformer», literalmente «transformador generativo preentrenado». Se trata de un conjunto de ANN generativas entrenadas con grandes conjuntos de datos de texto sin etiquetar, que son utilizadas para múltiples propósitos. El primer GPT fue creado en 2018 por la empresa americana OpenAI. Un año después, la empresa lanzó una versión bastante mejorada, que denominó GPT-2, entrenado con aproximadamente diez veces más cantidad de texto e implementado sobre una red con diez veces más pesos (1.500 millones frente a 117 millones). En 2020 salió la nueva versión, GPT-3, que volvía a representar una mejora sobre su antecesor, aunque esta vez bastante más significativa: con un entrenamiento realizado con aproximadamente diez veces más datos, fue capaz de configurarse correctamente una red con 175.000 millones de parámetros, es decir, casi 120 veces más potente que GPT-2. 


			GPT-3 podía ya resolver tareas generales basadas en texto, como generar y clasificar texto, con una facilidad sin precedentes, adaptándose perfectamente a diferentes estilos y propósitos del texto. Sin embargo, la que se hizo famosa fue la versión mejorada GPT-3.5, que se publicó en 2022 y sobre cuyo funcionamiento se conoce muy poco, salvo que utiliza una arquitectura de ANN similar a GPT-3 con muchos más datos reales de entrenamiento, obtenidos de internet y otras fuentes. 


			OpenAI ha seguido lanzando mejoras de sus modelos continuamente, como GPT-4, que además de texto permite trabajar con imágenes indistintamente, GPT-4 turbo, que aumenta la velocidad para realizar inferencias —se sospecha que la red de GPT-4 puede tener casi dos billones de parámetros, lo que resulta bastante exigente en cuanto a capacidad computacional— y GPT-5, que además añade la posibilidad de procesar o generar sonido y vídeos, para conseguir una IA generativa multimedia. 


			 


			Modelos preentrenados 


			 


			Como ya se ha visto, un modelo de DL requiere mucho tiempo y capacidad computacional para encontrar una configuración de la ANN óptima o, al menos, con el nivel de rendimiento adecuado para realizar las tareas en cuestión. El entrenamiento es un proceso largo que, dependiendo de la tarea, puede durar en la práctica desde unas pocas horas hasta varios meses. Los modelos preentrenados se ofrecen para reutilizar parte de ese largo proceso de entrenamiento para otras tareas y, de esta forma, agilizar enormemente el desarrollo de aplicaciones basadas en IA. 


			Lo habitual es que los modelos preentrenados estén capacitados para resolver tareas más o menos generales y servir para que otros desarrolladores puedan ajustarlos para realizar otras tareas más específicas. Para ello, estos desarrolladores de aplicaciones pueden utilizar conjuntos de datos más específicos del problema o tarea que hay que resolver. Se podría hacer una analogía entre los modelos preentrenados y los entrenamientos posteriores para tareas concretas y los alumnos recién salidos de la universidad, que se incorporan a una empresa y reciben formación específica para las tareas y procesos propios de la empresa, sobre la base de la formación que ya adquirieron en la universidad. 


			El motor GPT está previamente entrenado con un extenso conjunto de textos procedentes de fuentes Common Crawl, WebText2, Wikipedia y decenas de miles de libros y publicaciones. Common Crawl comprende una ingente cantidad de datos, incluidos datos de páginas web sin procesar, metadatos y datos de texto recopilados durante años de rastreo de la web. OpenAI ha incorporado una versión filtrada y seleccionada de este conjunto de datos en su motor GPT. Por su parte, WebText2 es una versión ampliada del conjunto de datos WebText, un corpus interno de OpenAI creado mediante la técnica de scraping —extraer textos de páginas web públicas mediante un algoritmo automatizado— de páginas web con cierta reputación y posicionamiento. Sin embargo, los conjuntos de datos con los que han sido entrenados tradicionalmente todos los modelos y versiones de GPT son estáticos. Esto quiere decir que el motor no actualiza sus contenidos ni conocimientos con información publicada en la web, en libros, o en la Wikipedia con posterioridad a una determinada fecha. Por ejemplo, GPT 3.5 fue entrenado con datos disponibles hasta finales de 2021. 


			Además, aunque OpenAI defiende que el motor puede trabajar en otros idiomas distintos del inglés, la realidad es que su rendimiento es tremendamente más pobre que cuando se utiliza la lengua anglosajona, básicamente porque el conjunto de entrenamiento es ínfimo. Para GPT 3, por ejemplo, casi el 94 % de todos los textos de entrenamiento fueron en inglés y solo el 0,5 % fue en español, que sorprendentemente no fue el segundo idioma en número de textos, sino el sexto. No obstante, el segundo —el alemán— tampoco superó el 1,2 % del conjunto de textos de entrenamiento. 


			Sin embargo, una de las grandes ventajas de GPT es que, gracias a su modelo de negocio abierto, que permite que desarrolladores y usuarios lo utilicen con bastante libertad, se ha centrado en abarcar más y más contenido del mundo «real». Por el contrario, hasta la llegada de GPT, todas las iniciativas se habían centrado en diseñar sistemas de entrenamiento eficientes y escalables para exprimir la máxima eficiencia de las GPU sin prestar atención a ejecutar estos modelos con datos reales y obtener algo de ellos para aplicaciones del mundo real. 


			 


			Modelos secuencia a secuencia y el transformador 


			 


			Ya se han introducido los modelos secuencia a secuencia (Seq2seq) en relación con el NLP. En ellos, en lugar de utilizar cada palabra de una frase como entradas para la ANN se utilizan expresiones completas como entradas. De esta forma, la red que procesa una secuencia de texto de una vez en lugar de hacerlo palabra por palabra tiene una gran capacidad para comprender la relación entre esas palabras. Un modelo práctico que utiliza secuencia a secuencia es el denominado «transformador», propuesto por Google y la Universidad de Toronto en 2017. Sus principales beneficios son la mejor calidad en la traducción automática de textos entre idiomas y la posibilidad de implementarlos mediante varias ANN trabajando en paralelo, reduciendo el tiempo necesario para entrenarlos y posibilitando servicios para el público general, como es en la actualidad «Google Translator». 


			Los modelos Seq2seq son muy útiles para convertir una secuencia de elementos, como las palabras de una frase, en otra secuencia, como esa misma frase en un idioma diferente. Esto los hace particularmente útiles para tareas de traducción, donde una secuencia de palabras en un idioma se traduce a una secuencia de palabras en otro idioma. 


			Estos modelos tienen dos componentes: un codificador y un descodificador. En la traducción de idiomas, el codificador es capaz de traducir del idioma original a una estructura interna esquemática de los contenidos de la frase. El descodificador se encarga de transformar esos contenidos esquemáticos en palabras en el segundo idioma. Por lo tanto, el sistema puede añadir un idioma más simplemente incorporando el codificador y descodificador de ese nuevo idioma. Entonces será capaz de traducir entre ese nuevo idioma y cualquiera de los que ya tiene incorporados, sin más trabajo o elementos adicionales. Esta ventaja es la que permite que Google Translator sea capaz de traducir tantísimos idiomas entre sí, pues simplemente va añadiendo parejas de codificadores-descodificadores para los nuevos idiomas. 


			Los modelos de ANN denominados «transformadores» se basan en el concepto de atención. Los mecanismos de atención en estos modelos imitan cómo el cerebro humano se concentra en partes específicas de una secuencia de entrada, utilizando probabilidades para determinar qué partes de la secuencia son más relevantes en cada paso. Cuando se aplica al lenguaje, estos modelos son capaces de identificar las palabras que requieren más atención —como los nombres y los verbos— y cuáles son secundarias, como los artículos y pronombres. Esto lo hace analizando centenares de miles o millones de frases y observando qué partes están siempre en ellas y cuáles se omiten con cierta frecuencia o, simplemente, acompañan a las palabras principales sin más propósito que decorar o embellecer el lenguaje. Por ejemplo, en la frase «el perro comenzó a lamer el hueso que le habían arrojado», un transformador identificaría las palabras clave siguientes: «perro lamer hueso arrojado». Aunque, en cierta forma, esta secuencia de conceptos nos parezca el «lenguaje de los indios» en un western, se entiende perfectamente su significado y, de esta forma, es posible traducirla a otro idioma, añadiéndole los adornos o estilo propios de ese idioma. 


			Un modelo de transformador puede tener dos tipos de atención: «autoatención» (la conexión de palabras dentro de una frase) y «atención codificador-descodificador» (la conexión entre las palabras de la frase en el idioma original y las palabras equivalentes en el idioma al que traducir). 


			El mecanismo de atención ayuda al transformador a filtrar el ruido y centrarse en lo que es relevante: conectar dos palabras relacionadas semánticamente que no llevan ningún marcador aparente que apunte entre sí. Una de las principales ventajas de los modelos de transformadores es que pueden consistir en ANN con arquitecturas más grandes, gestionando mayores cantidades de datos, lo que contribuye a mejorar los resultados. Esto hace que los transformadores comprendan mejor el contexto de las palabras en una frase que cualquier otro tipo de ANN. Por este motivo, en la literatura científica se conocen como «grandes modelos de lenguaje» o LLM, por las siglas de «large language models». En este contexto, el motor GPT es solo la parte descodificadora del transformador. 


			 


			Chat GPT 


			 


			La modalidad más famosa del uso del motor GPT es la herramienta «Chat GPT» del mismo fabricante, OpenAI. Las diferencias principales entre el motor GPT y la aplicación Chat GPT son las siguientes: 


			 


			• GPT es un sistema basado en ANN que contiene todo el entrenamiento y capacidades para proporcionar la solución de IA que ofrece OpenAI, mientras que Chat GPT es una aplicación que permite a un usuario interactuar en modo chat con el motor GPT. Es decir, Chat GPT ofrece una ventana de chat al usuario para que este escriba las preguntas, que son facilitadas como entradas a la red GPT. GPT las procesa, obtiene las salidas correspondientes y las envía de vuelta a Chat GPT, que las muestra en la ventana del chat al usuario.


			• GPT tiene una interfaz de programación (API, por sus siglas en inglés) abierta a cualquiera que desee utilizarla. Debido a la alta demanda, OpenAI ha limitado el acceso en cuanto a capacidad de cómputo y cobra por un servicio premium para quienes deseen más rapidez o potencia de cómputo. Chat GPT es una aplicación comercial, que tiene una versión gratuita y otra de pago, con funcionalidades diferentes para los usuarios. Aunque hay similitud entre ambas fórmulas, OpenAI factura el uso de GPT a través de su API según el número de peticiones, mientras que Chat GPT es una tarifa plana por usuario. 


			 


			Las API son una técnica muy extendida para permitir que haya desarrolladores independientes añadiendo la funcionalidad de una solución —en este caso, GPT— a sus aplicaciones. Esto permite que el mundo del software evolucione mucho más rápidamente, ya que las aplicaciones van utilizando funcionalidades o servicios ya desarrollados por terceros, sin necesidad de escribir el código de nuevo. Gran parte de las aplicaciones que se utilizan actualmente utilizan API de terceros para validar la contraseña de acceso, añadir información del tiempo o del tráfico en tiempo real, convertir un formulario, texto o página web a PDF, permitir el pago con tarjeta y una infinidad de funcionalidades más. Ofrecer GPT a través de una API —a partir de su versión 3— fue un movimiento revolucionario de OpenAI, pues abrió las puertas del uso de la IA a miles de aplicaciones. Hasta 2020, los potentes modelos de IA desarrollados por los principales centros de investigación y desarrollo estaban disponibles solo para unos pocos investigadores e ingenieros que trabajaban en los proyectos de estos centros. 


			Usar el modelo a través de API en lugar de obligar a quienes quisieran ofrecer soluciones de IA a tener sus propias GPU o, peor aún, obligar a sus usuarios a tener dispositivos hardware muy potentes para los cálculos de IA, ha hecho rentable y accesible el desarrollo de nuevas aplicaciones de IA para cualquier empresa o desarrollador. 


			La estrategia abierta de OpenAI ha contribuido, pues, a transformar y acelerar la industria de la IA hasta nuestros días, permitiendo que miles de equipos y empresas desarrollen aplicaciones basadas en su motor utilizando la API de GPT. Otros proveedores también han seguido los mismos pasos, con sus propios motores de IA, como Google, Microsoft y Amazon. Esta avalancha de nuevas posibilidades y personas centradas en el desarrollo de la IA ha provocado una verdadera revolución, cuyos primeros resultados ya estamos empezando a experimentar. 


			
	 

	 	
	 
   


			Quinta parte 


			Implementación de una solución de inteligencia artificial 


			 


			Para implementar una solución de IA es necesario contar con un conjunto de herramientas y plantear un proyecto siguiendo una metodología que garantice que los objetivos planteados se cumplen con la calidad deseada. Aunque, como ya se ha visto, las ANN son instrumentos realmente complejos y con grandísimas posibilidades de arquitectura, configuración y número de parámetros, la realidad es que existen ya kits para facilitar su implementación de manera bastante sencilla. 


			En general, para implementar una ANN se necesita lo siguiente: 


			 


			1. Hardware sobre el que se implementará la red. 


			2. Marco de trabajo para desarrollar la arquitectura de la red. 


			3. Definir la arquitectura o topología de la red y el tipo de aprendizaje que se va a utilizar. 


			4. Programar o implementar la red con el lenguaje de programación y marco de trabajo elegidos. 


			5. Un conjunto de muestras suficiente para entrenar la red. 


			6. Entrenar la red hasta que ofrezca resultados aceptables según las metas de rendimiento establecidas. 


			 


			En este capítulo se analizan los dos primeros puntos en detalle. El resto de los puntos, con excepción del cuarto, que se sale del alcance de este libro, ya han sido desarrollados en capítulos previos. Aunque primero veremos una metodología para plantear y desarrollar una solución de IA orientada a resolver un problema concreto. 


			
	 

	 	
	 
   


			Capítulo 17 


			Planificación de un proyecto de inteligencia artificial 


			 


			Siguiendo la recomendación de A. Géron, se puede estructurar la planificación de un proyecto para desarrollar una solución de IA en los ocho pasos que se indican en la figura 5.1. En este capítulo se detalla qué hacer en cada paso para conseguir una solución basada en ML a un problema planteado ya sea en la empresa o en cualquier otro entorno. 


			 



			[image: ]


			 



			Figura 5.1. Pasos generales para plantear un proyecto de inteligencia artificial. 


			 


			Habrá proyectos donde algunas fases tendrán mucha más relevancia que otras, pero, en general, seguir este enfoque es una buena práctica para conseguir los mejores resultados con el menor coste y esfuerzo. 


			Veamos a continuación en qué consiste cada una de las fases. 


			 


			Planteamiento del problema y definición del alcance 


			 


			La primera tarea que se debe realizar en un proyecto de IA, al igual que en cualquier otro, es conocer con exactitud cuál es el problema que se desea resolver, es decir, qué objetivos se persiguen desarrollando el modelo o solución de IA. Para ello es esencial tener una comunicación fluida, abierta y directa con los responsables de la iniciativa, generalmente el director de un área o departamento en la organización. Es importante conocer de antemano qué apoyos personales y materiales va a tener el proyecto, qué plazo hay para ejecutarlo, la criticidad del proceso de negocio afectado, cuál es la situación actual (lo que en inglés se denomina «as is») y el escenario deseado al desarrollar la solución (denominado el escenario «to be») y cualquier otra cuestión que ayude a acotar el alcance de lo que se debe hacer —para evitar desperdiciar recursos y centrarnos en el verdadero problema— y establecer un plan de proyecto. 


			Conocer los objetivos, generalmente en términos de negocio y no técnicos, determinará qué algoritmos y datos serán necesarios, qué métricas de progreso y rendimiento serán las más apropiadas y cuánto esfuerzo será conveniente dedicar a cada tarea en el proyecto. Suele ser habitual sucumbir a la tentación de pensar: «Ya tenemos la herramienta X y los datos Y. ¡Hagamos un modelo que haga un análisis y así obtendremos los datos Z!». Sin embargo, lo correcto es plantear cualquier proyecto de IA desde el final: «Queremos resolver el problema X y quizás la IA nos pueda ayudar. ¿Qué datos y herramientas necesitamos? ¿Cuáles tenemos ya o podemos adquirir?». 


			Una vez que los objetivos y el alcance están claros, la siguiente tarea es analizar con la mayor profundidad posible el «as is»: cómo se está intentando resolver el problema actualmente, qué soluciones o herramientas hay, quién lo está haciendo, cuánto tiempo se necesita, qué precisión o tasa de errores ofrece el procedimiento actual, etcétera. 


			Analizar, documentar y validar correctamente el «as is» con los responsables del proyecto es fundamental para defender posteriormente las mejoras conseguidas, confirmar que no se pierde tiempo en cuestiones que ya están resueltas (por ejemplo, desarrollar un algoritmo para construir datos que ya se encontraban disponibles en una base de datos de la empresa desde el principio) y situaciones similares. 


			Tras esto, será necesario definir bien el «to be», es decir, cómo quedará el proceso de negocio una vez implantada la solución de IA. Si los objetivos y el alcance han sido correctamente planteados, el «to be» será muy sencillo de imaginar y, además, facilitará mucho las dos tareas siguientes: determinar qué tipo de solución es la más apropiada (aprendizaje supervisado, no supervisado o de refuerzo; solución online u offline; abanico de algoritmos y métodos que explorar, etcétera) y elegir las métricas de rendimiento adecuadas para comparar de manera sencilla y directa cómo mejora el proceso de negocio tras implantar la solución («to be») frente al estado actual («as is»). 


			Veamos algunas recomendaciones sobre la primera de estas tareas, la elección de la solución más adecuada: 


			 


			• Si los datos están etiquetados para poder ser procesados sin confusión resultará más adecuado utilizar aprendizaje supervisado. Por ejemplo, se quiere calcular cuántas unidades de los distintos productos de la empresa se deben distribuir a cada provincia para garantizar el suministro minimizando el stock y se dispone de todo el historial de cada producto vendido, la fecha y la tienda donde fue vendido. Por el contrario, si se trata de descubrir algún comportamiento de los clientes, el aprendizaje no supervisado será generalmente el adecuado, y si se trata de responder a una pregunta del tipo «¿cuál es la forma correcta de hacerlo?», el aprendizaje de refuerzo puede ofrecer resultados muy buenos.


			• También habrá que determinar si se trata de un problema de regresión o de clasificación, pues esto decidirá qué algoritmos pueden o no utilizarse. Generalmente, si se trata de predecir se tratará de una regresión, pues estos sistemas siempre tratan con medias y tendencias, que son los instrumentos utilizados para predecir el futuro o interpolar un valor desconocido. Si, por el contrario, se trata de identificar patrones de comportamiento, estaremos hablando de algoritmos de clasificación, que tomarán una muestra y determinarán si siguen el patrón del grupo A, el B, el C, o el que corresponda. En algunas ocasiones, un problema de regresión podrá transformarse en uno de clasificación. Por ejemplo, si queremos predecir la capacidad de gasto en euros de un cliente —necesitaríamos un algoritmo de regresión—, podríamos utilizar un algoritmo de clasificación si es suficiente con obtener simplemente patrones o grupos, por ejemplo, capacidad baja, media, alta o muy alta.


			• Se debe prestar atención, además, a qué datos esperamos a la salida: ¿uno, varios, una imagen, verdadero/falso...? Esto delimitará aún más qué algoritmos se pueden utilizar para resolver el problema.


			• Por último, es importante tener en cuenta si los datos que se van a utilizar en la solución final (no durante su desarrollo) son estáticos (por ejemplo, un historial) o dinámicos (por ejemplo, si se espera que el sistema, una vez terminado e implantado, vaya analizando datos de redes sociales y ofreciendo resultados conforme se vayan registrando). 


			 


			En cuanto a la segunda tarea mencionada, la elección de las métricas de rendimiento adecuadas, existen fórmulas bastante estandarizadas como calcular el error cuadrático medio (RMSE, por sus siglas en inglés «root mean square error») de los datos obtenidos en predicciones o, también, el error absoluto medio (MAE, de «mean absolute error»), cuando existe demasiada disparidad entre los datos de entrada y otras. También se han visto en capítulos anteriores los conceptos de precisión, especificidad y discriminación asociados a los problemas de clasificación. En general, los marcos de trabajo y «librerías» para desarrollar soluciones de IA suelen incorporar estas métricas para que solo sea necesario elegir la mejor, por lo que se ha preferido dejar fuera del alcance de este libro su formulación matemática y cómo se calculan. 


			Al margen de la métrica de desempeño elegida, es importante determinar y acordar con los responsables de la iniciativa cuáles son los niveles mínimos —o niveles máximos de error— que estas métricas deben alcanzar para que los resultados de la solución sean considerados aceptables para el negocio. 


			 


			Obtención de los datos 


			 


			Para obtener datos hay una palabra clave: «automatizar». Dado que los proyectos de IA, especialmente los de ML y, más aún, los de DL, requieren ingentes cantidades de datos para entrenar el sistema, es importante automatizar todo lo posible el proceso, para maximizar la cantidad de datos procesados y, así, la precisión y robustez del sistema. 


			El proceso de obtención de datos exige las siguientes tareas sobre los datos de las muestras que se van a utilizar durante el entrenamiento: 


			 


			1. Elaborar una lista con los tipos de muestras que se necesitan y cuántos datos de cada muestra serán necesarios. Es importante establecer si los datos necesitarán ser actualizados o sincronizados con cierta periodicidad durante el desarrollo del proyecto, pues esto determinará cómo, dónde y qué muestras se podrán utilizar en cada momento. 

			2. Buscar y documentar dónde se pueden obtener tales muestras. 

			3. Determinar dónde serán almacenados los datos y estimar cuánto espacio ocuparán. 

			4. Comprobar las obligaciones legales asociadas al almacenamiento y procesamiento de los datos y obtener las autorizaciones pertinentes, si fueran necesarias. 

			5. Obtener las autorizaciones de acceso a los sistemas donde se encuentran los datos (usuarios, contraseñas, certificados, etcétera). 

			6. Crear un espacio de trabajo con suficiente espacio de almacenamiento, que sea compatible con las herramientas o desarrollos que se quieren realizar; por ejemplo, una carpeta en la nube o en la red local de la empresa, un disco local, un servicio especializado en la nube, etcétera. 

			7. Obtener las muestras. Si los datos deben ser sincronizados periódicamente con la fuente de datos será necesario establecer estos mecanismos mediante las herramientas adecuadas (sincronización, backup o manualmente). 

			8. Convertir los datos a un formato que se pueda manipular fácilmente dentro del ámbito del proyecto. Se trata de adaptar las muestras sin modificar su contenido. Por ejemplo, puede resultar apropiado cambiar la resolución de todas las imágenes de un repositorio a un tamaño concreto, transformar todos los nombres de productos a mayúsculas, normalizar algunas variables para que tengan un rango distinto (puntuaciones del 1 al 5 en vez de del 0 al 10, por ejemplo), etcétera. Es importante en este punto verificar que las fechas están en el formato deseado, con dos o cuatro cifras para el año y con el día primero y el mes después o viceversa, pero todas siguiendo el mismo formato, para evitar inconsistencias durante el análisis. 

			9. Eliminar o proteger adecuadamente la información confidencial, por ejemplo, «anonimizando» los datos. Anonimizar consiste en sustituir datos personales, tales como nombres, apellidos o DNI, por códigos aleatorios que identifican inequívocamente a esa muestra en los registros (para conocer qué productos ha comprado un cliente, dónde y cuándo, por ejemplo) pero que, solo conociendo ese código, sea absolutamente imposible saber de quién se trata. 

			10. Comprobar que el tamaño y tipo de datos ha sido correctamente registrado. Por ejemplo, si se han guardado series temporales, verificar que está todo el histórico de fechas deseado; si se han recogido muestras aleatorias de una lista, que efectivamente no se ha copiado toda la lista; si se trata de ubicaciones geográficas, que corresponden a puntos reales en el mapa y no resultan puntos en mitad de la nada, por ejemplo; si son imágenes en formato JPG, que se pueden abrir y ver correctamente, etcétera. 

			11. Probar el sistema primero con un conjunto de muestras de prueba para comprobar que todo funciona correctamente. Es altísimamente probable cometer algún error en alguna de las acciones previas y, si alimentamos el sistema de buenas a primeras con todos los datos, perderemos bastante tiempo —y dinero, sobre todo en los servicios que facturan por uso de capacidad de cómputo— solo para darnos cuenta de que sobraba o faltaba la coma decimal en unos números, o que había espacios de sobra o caracteres especiales que dan error en un texto, por citar solo algunos ejemplos típicos. 


			 


			Es conveniente saber que, con bastante frecuencia, los sistemas ML y DL son entrenados con muestras que se encuentran disponibles públicamente para este fin, sin que sea necesario recolectar datos reales. Esto, además de ahorrar tiempo, coste y posible burocracia interna en la organización, permite disponer de repositorios que generalmente son bastante extensos y heterogéneos, ofreciendo mejores resultados para el entrenamiento del sistema. Algunos repositorios populares son: 


			 


			• www.OpenML.org 


			• www.Kaggle.com 


			• www.PapersWithCode.com 


			• UC Irvine ML Repository (https://archive.ics.uci.edu/) 


			• Registry Open Data de AWS (https://registry.opendata.aws/)


			• Datasets de TensorFlow (www.tensorflow.org/datasets) 


			• www.dataportals.org 


			• www.opendatamonitor.eu 


			• Entrada sobre ML datasets en Wikipedia (https://en.wikipedia.org/wiki/List_of_datasets_for_machine-learning_research) 


			 


			Exploración de los datos para extraer información 


			 


			Esta es una fase recomendada por las buenas prácticas, que ahorrará bastante tiempo en las siguientes fases si se acomete correctamente. Consiste en realizar un análisis previo sobre los datos para identificar patrones, casos singulares, datos que no encajan con el resto de la serie y todo aquello que el ojo clínico (humano) puede hacer con bastante rapidez y de manera mucho más sencilla que una máquina. Para ello, es conveniente contar con la colaboración de un experto en la materia durante este paso. Suele ser alguien con un perfil operativo —acostumbrado a ver y tratar los datos en cuestión— dentro del área para la que se va a desarrollar la solución propuesta. 


			Antes de nada, es posible que las series de datos sean enormes. Para este análisis previo habrá que elegir datos arbitrariamente, reduciendo así las series a un tamaño manejable por una persona. Es habitual elegir simplemente un trozo del principio y otro del final de la serie. 


			Es el momento de revisar, para cada campo de datos, sus atributos y características. En particular, es importante revisar que hay coherencia entre: 


			 


			• El nombre del campo y su contenido (por ejemplo, que los campos «nombre» y «apellidos» se correspondan con tales atributos y no estén cambiados uno y el otro).


			• El tipo de dato del campo y sus valores (por ejemplo, que los datos con los que se van a realizar operaciones aritméticas son de tipo numérico y no de tipo texto).


			• Cuántos registros tienen algún dato faltante y qué se puede hacer con ellos para que no ocasionen errores durante el análisis (por ejemplo, si los clientes que no han realizado ningún pedido tienen el dato de gasto en blanco, podemos añadirles un cero (0) para que al aplicar fórmulas matemáticas no den error.


			• Si existe ruido en algunos datos y de qué tipo es (estocástico, valores atípicos, errores de redondeo). Se denomina «ruido» a cambios en el valor esperado del dato por cuestiones no controladas. Por ejemplo, si se tiene una serie con la velocidad de tránsito de los vehículos en la avenida principal de la ciudad y el domingo se cierra al tránsito para hacerla peatonal, los datos que arrojen los sensores ubicados a lo largo de la avenida probablemente serán velocidad cero o sin utilidad para nuestro estudio (por ejemplo, la de un carrito de helados que se mueve lentamente a través de la avenida). Todos esos datos serán ruido y habrá que quitarlos de la serie para mejorar los resultados prácticos del estudio.


			• Un punto importante es determinar si hay datos que se sabe de antemano que no van a ser útiles para el estudio y eliminarlos, consecuentemente.


			• También se puede hacer un histograma de los datos para ver si siguen alguna distribución (gaussiana o normal, uniforme, logarítmica, etcétera). Prácticamente todas las herramientas de analítica de datos incorporan la función de histograma, que consiste en representar en una gráfica cuánto se repite cada valor de cada dato.


			• Conviene identificar los atributos o campos objetivos del análisis, especialmente si se va a optar por métodos de aprendizaje supervisado. Estos serán los que pueden influir más en la decisión final que debe aprender el sistema de IA.


			• Una práctica muy útil es representar gráficamente los datos, ya sea mediante los histogramas mencionados anteriormente u otro tipo de gráficas. Para el ojo humano, la representación gráfica puede resaltar datos extraños y servir para identificar patrones o correlaciones que ayuden a preentrenar el sistema y así ahorrar tiempo.


			• En algunas ocasiones, tras completar este análisis previo, es posible que se llegue a la conclusión de que hacen falta otros datos, por lo que habría que volver a la fase anterior para conseguirlos y prepararlos. 


			 


			Una vez completada esta fase, es el momento de comenzar la fase de análisis propiamente dicha. 


			 


			Preparación de los datos para su tratamiento 


			 


			Lo primero que hay que tener en cuenta a la hora de preparar los datos de las muestras para someterlos al tratamiento del análisis es trabajar sobre copias de los datos y mantener intacto el conjunto de muestras original. 


			Además, en vez de preparar los datos manualmente, es muy recomendable programar funciones para todas las transformaciones de datos necesarias, por cuatro razones: 


			 


			• Para poder reutilizarlas la próxima vez que se obtenga un nuevo conjunto de muestras.


			• Para disponer de una «librería de funciones» que ayude a automatizar y simplificar esta fase en proyectos futuros.


			• Para poder integrarlas directamente en la solución final y así adelantar trabajo.


			• Para sistematizar el proceso y lanzarlo exhaustivamente y sin errores sobre todas las muestras. 


			 


			Habiendo concluido la fase anterior, de análisis previo, esta fase consistirá en convertir las acciones manuales que se hicieron allí en funciones algorítmicas, que corrijan o eliminen valores atípicos, completen campos vacíos, eliminen registros no válidos, campos o atributos que no proporcionan información útil para la tarea, y otras más complejas, dentro de lo que se denomina «ingeniería de características». Forman parte de este grupo de tareas discretizar características continuas —por ejemplo, redondear temperaturas para quitar los decimales, agrupar el gasto de cada cliente en rangos de 0 a 100 €, de 100 € a 1.000 €, etcétera— y transformar datos, como aplicar funciones matemáticas de logaritmos, raíces cuadradas o incluso funciones más complejas, multiplicando un atributo por otro, etcétera. 


			El paso final de esta fase es la normalización de los datos, que consiste en transformar estos para que todos caigan en el rango deseado, por ejemplo, entre 0 y 1. La normalización se realiza mediante una suma y una multiplicación. Sumamos (o restamos, según proceda) la cantidad deseada para llevar el inicio del rango al número deseado y, después multiplicamos (o dividimos) para que el rango llegue al valor máximo deseado. Veamos un ejemplo práctico: deseamos transformar las notas de estudiantes de un sistema de evaluación de 1 a 5 al tradicional de 0 a 10. Es decir, un 1 en el primer sistema es un 0 en el tradicional, y un 5 es un 10. Por lo tanto, al dato en el sistema 1-5 habrá que restarle 1 (para que el primer dato de la serie, 1, pase a ser 0) y multiplicar el resultado por 10/4 (o lo que es lo mismo, por 2,5), para que un 5 se transforme en un 10: (5-1) × 2,5 = 10. Así, un 2 se transformará en un 2,5: (2-1) × 2,5 = 2,5. Y un 3 en un 5: (3-1) × 2,5 = 5. 


			Normalizar es muy importante porque algunos algoritmos de ML solo funcionan con datos de un tipo concreto, por ejemplo, números positivos o números que van de 0 a 1. 


			 


			Exploración y selección de modelos 


			 


			Durante esta fase normalmente se hacen pruebas de ensayo y error con un número amplio de modelos para comprobar cuál ofrece mejor rendimiento en menos tiempo o con un conjunto menor de muestras de entrenamiento. Para ello, si el conjunto de muestras de entrenamiento inicial es demasiado grande —lo que resultará muy positivo para obtener un mejor rendimiento—, durante esta fase se selecciona un subconjunto aleatorio de muestras. Puesto que el objetivo de esta fase es seleccionar el modelo que aparentemente se comporta mejor y no conseguir configurarlo con la máxima precisión, resultará mucho más rápido utilizar menos muestras y, a cambio, poder probar numerosos modelos y configuraciones posibles sobre esas muestras. 


			Para realizar la prueba de modelos es aconsejable automatizar el siguiente flujo de trabajo todo lo posible: 


			 


			1. Entrenar muchos modelos de diferente naturaleza como, por ejemplo, regresión lineal, SVM, bosques aleatorios, ANN con distintas arquitecturas, etcétera. 

			2. Medir y comparar su rendimiento según las métricas establecidas. 

			3. Para cada modelo, utilizar validación cruzada N-veces y calcular la media y la varianza. Esto se hace corriendo nuevas instancias del modelo desde cero con varios subconjuntos de muestras distintas, para ver si converge hacia una configuración concreta y cómo de consistente son sus resultados. 

			4. Analizar las variables más significativas para cada algoritmo. 

			5. Analizar los tipos de errores que cometen los modelos y ver si existe alguna técnica para evitar o minimizar estos errores. 

			6. Realizar una ronda rápida de selección y configuración de modelos y funciones según los resultados obtenidos. 

			7. Hacer una o dos iteraciones más de los pasos anteriores. 


			 


			El resultado de este proceso puede ser un modelo claramente ganador o dos o tres que ofrezcan los mejores resultados, con un rendimiento similar. Si ocurriera esto último, es recomendable proseguir las siguientes etapas del diseño del sistema con estos dos o tres modelos en paralelo, para elegir finalmente el mejor o, simplemente, para que el sistema final calcule la media de los resultados ofrecidos por ellos. 


			 


			Ajuste y combinación de modelos 


			 


			Durante este paso se debe utilizar todo el conjunto de muestras disponibles para entrenar el modelo o los modelos finalistas. Aquí también es muy importante automatizar todo lo que sea posible, sobre todo porque se comenzará a trabajar con conjuntos de muestras muy grandes y complicados de manejar manualmente. 


			Lo primero que hay que hacer es ajustar los hiperparámetros mediante las técnicas ya vistas en capítulos anteriores. Una recomendación general es que, a menos que haya muy pocos valores posibles para los hiperparámetros por explorar, es preferible la búsqueda aleatoria a la búsqueda en cuadrícula. 


			Tal como se ha mencionado en el paso anterior, si hay dos o más modelos que han presentado muy buenos resultados en la exploración de modelos, una buena técnica es combinarlos para que la salida final del sistema de IA sea la media de todos ellos. A esta técnica se la denomina «ensemble» en la literatura científica. 


			Cuando se tenga el modelo totalmente definido en cuanto a hiperparámetros, habrá que realizar el proceso de entrenamiento completo y medir su rendimiento para estimar el error de generalización. A partir de aquí, se debe dar por finalizada la etapa de entrenamiento y configuración del sistema, para evitar el sobreajuste a las muestras utilizadas. 


			 


			Presentación de resultados 


			 


			Aunque, en este punto, pueda parecer que ya está todo el trabajo hecho, no es así. Se debe documentar todo lo que se ha hecho, preferiblemente añadiendo una presentación en la que no debería faltar la descripción del «as is», el objetivo «to be» y cómo de cerca ha conseguido quedarse el sistema de IA de ese objetivo, es decir, su rendimiento. 


			Es muy recomendable anotar qué puntos críticos o descubrimientos interesantes han surgido por el camino, así como los resultados preliminares de todas las pruebas y modelos que se han tenido en cuenta. 


			Como conclusión, se debe incorporar al informe qué supuestos ha sido necesario considerar y qué posibles limitaciones tiene el sistema propuesto. 


			Por último, en esta etapa es muy importante ilustrar bien los mensajes, ya sea mediante gráficas bien trabajadas, que expresen los mensajes que se desean transmitir de manera eficaz, o mediante tablas y textos visualmente atractivos y fáciles de comprender y recordar. 


			 


			Puesta en marcha, supervisión y mantenimiento 


			 


			El último paso de cualquier proyecto de IA es preparar la solución para la puesta en producción. Para ello debe implementarse en un sistema fiable y con la capacidad necesaria, conectarla a las entradas de datos de producción, realizar algunas pruebas unitarias con tales datos para comprobar que todo funciona y, en general, seguir todos los protocolos establecidos por la organización para la puesta en producción de nuevos sistemas y servicios. 


			Es importante añadir una herramienta o scripts de monitorización del sistema, que verifiquen que el rendimiento es el deseado en todo momento. Normalmente estos sistemas de monitorización lanzan pruebas a intervalos regulares y activan una alerta cuando el rendimiento cae por debajo de un umbral establecido previamente. Aquí es importante observar que algunos sistemas tienden a «pudrirse» con el tiempo. Esto significa que, debido a que los datos que recibe el sistema en producción pueden estar sesgados de manera sistemática hacia un determinado tipo de muestras, el sistema puede evolucionar hasta «desaprender» qué hacer con muestras de otros tipos. Por ejemplo, supongamos un sistema de recomendación de productos en una tienda online. Si casi todos los clientes que visitan la tienda son de bajo poder adquisitivo, el sistema podría «desaprender» qué conviene recomendar a los clientes de alto poder adquisitivo. Como casi todos los clientes que visitan la tienda son de bajo poder adquisitivo, el monitor de rendimiento no genera ninguna alerta, pues las recomendaciones que da el sistema son correctas. Sin embargo, la empresa podría estar perdiendo una gran fuente de ingresos porque el sistema recomienda productos de poco valor a los pocos clientes de alto poder adquisitivo que visitan la web. 


			Para solucionar esta cuestión puede optarse por utilizar muestras sintéticas con la distribución deseada para monitorizar el sistema periódicamente o que una persona realice esta monitorización desde un punto de vista crítico y experto. En ambos casos, se trata de evitar el ejemplo anterior, donde el sistema se «acostumbra» a no recibir muestras de clientes con alto poder adquisitivo. 


			En otras ocasiones, la degradación de un sistema de IA puede no ser provocada por muestras sesgadas, sino porque las muestras provengan de un sensor defectuoso o cuyo protocolo de comunicaciones ha quedado obsoleto. Simplemente, si el sensor envía los datos en un formato distinto al esperado, el sistema de IA se comportará de manera previsiblemente incorrecta, pues interpretará esos datos erróneamente. Para ello se suele implementar la monitorización no solo de las salidas del sistema de IA sino también de sus entradas. 


			Por último, una buena práctica que utilizan actualmente muchos sistemas de IA consiste en reiniciar el sistema cada cierto tiempo, al igual que hacemos con los ordenadores para evitar que pierdan rendimiento. Esto se hace volviendo a entrenar el sistema de cero cada cierto tiempo y sustituyendo el sistema en producción por esa nueva versión recién entrenada, para evitar sesgos y posible degradación debida a la propia inercia de las muestras reales. Este proceso, normalmente, también se automatiza y se realiza automáticamente cada ciertas semanas o meses sin intervención humana. 


			
	 

	 	
	 
   


			Capítulo 18 


			Herramientas de desarrollo 


			 


			Hardware utilizado en inteligencia artificial 


			 


			El algoritmo que realiza todos los cálculos y procesamiento de un sistema de IA va instalado en el hardware. Tradicionalmente se utilizaban los microprocesadores de los ordenadores (CPU), que son capaces de realizar operaciones matemáticas y lógicas de todo tipo a gran velocidad (actualmente en el orden de los GHz, es decir, miles de millones de operaciones por segundo). Sin embargo, con el auge de las tarjetas gráficas (GPU) para representar imágenes y vídeos en alta definición, estas han ganado el protagonismo. 


			¿Por qué? ¿Qué tiene que ver una ANN con un chip para vídeos HD o 4K? La realidad es que muchísimo. Ambas cuestiones necesitan procesar muchísimos datos (8,3 millones de píxeles por fotograma, 30 o 60 fotogramas por segundo, en el caso de un vídeo en 4K; un número enorme de neuronas de entrada más otras tantas neuronas en las capas internas, en el caso de las ANN), con la salvedad de que solo se necesitan operaciones matemáticas o lógicas sencillísimas (sumar la intensidad de cada color del píxel, multiplicar por el nivel de transparencia para hacer la imagen translúcida, etcétera. O, de manera equivalente, multiplicar los valores de las entradas de una neurona por los pesos de cada conexión y sumar los resultados para dar la salida). 


			La gran ventaja de las GPU es que, mientras una CPU suele tener 4, 8 o 16 núcleos capaces de realizar operaciones muy complejas (cada núcleo es capaz de realizar una operación matemática o lógica en un momento dado y de manera independiente con los demás), una GPU suele tener 32, 64, 128 o más núcleos capaces de hacer solo sumas, restas, multiplicaciones sencillas y poco más. Sin embargo, realizar 128 operaciones en paralelo es mucho más rápido que 16 para favorecer el rendimiento de una ANN. Como en las ANN con estas operaciones es suficiente, cuantos más núcleos trabajen en paralelo, más capacidad de procesamiento tendrá la red; por tanto, más potente y compleja, y a un precio y consumo energético menor. 


			Como evolución posterior, se han desarrollado chips especializados en implementar módulos o funciones específicas de las ANN. Por ejemplo, un caso muy extendido es la implementación en hardware de redes convolucionales (CNN), que generalmente involucran procesos de convolución, agrupación, normalización, activación y una capa completamente conectada. Estos chips se denominan NPU (del inglés, «neural processing unit») y en los últimos años han proporcionado resultados bastante superiores al resto de las soluciones hardware. Dos ejemplos conocidos son los chips Kirin y los chips Bionic de Apple, estos últimos implementados en iPhones y iPads. Estos chips tienen tanta potencia que permiten procesar mediante ANN vídeo para transmisiones en directo, identificación biométrica casi instantánea y renderizado 3D en juegos y aplicaciones para el Metaverso. 


			La siguiente generación de tecnologías para IA tiene todas las papeletas de abandonar el mundo de los semiconductores para adoptar soluciones ópticas. Ya existen soluciones basadas en el funcionamiento de la fibra óptica para comunicaciones orientadas a implementar CPU donde el código binario es registrado mediante fotones (luz) en vez de electrones. Esta tecnología presenta una ventaja que puede transformar para siempre la capacidad de los ordenadores tal como los conocemos hoy en día. ¿Por qué? La clave es un principio físico: mientras los semiconductores se basan en la corriente eléctrica, es decir, mover electrones a través de un material o sustrato, la computación fotónica se basa en mover fotones, es decir, luz que, a diferencia de los electrones, no tiene masa y, por lo tanto, no sufre los fenómenos físicos de la inercia, rozamiento, etcétera. En definitiva, mediante la luz es posible hacer funcionar ordenadores con una fracción infinitamente menor de energía que con la electricidad. Esto implica poder multiplicar su capacidad por 100.000 o un millón de veces, pues, en consecuencia, estos ordenadores fotónicos apenas se calientan, al no consumir energía. Esta innovación se encuentra actualmente en fase experimental, pero llegará de repente, en muy pocos años. Imaginemos que, mediante esta tecnología, el mayor ordenador del mundo, que actualmente ocupa el equivalente a un estadio de fútbol y necesita una central hidroeléctrica en exclusiva para suministrarle toda la energía que necesita, pueda caber en la carcasa de un ordenador doméstico. O, más gráfico aún, pensemos que un teléfono móvil fotónico tendrá más potencia que el ordenador más potente de España. 


			Lógicamente, esto multiplicará la capacidad para implementar ANN ultracomplejas, capaces de procesar datos en tiempo real y de adaptarse a cualquier problema en cuestión de minutos. Se habrá abierto la puerta, pues, a una evolución cognitiva a un ritmo sin precedentes. Analizaremos las consecuencias que esto puede traer en un capítulo posterior. 


			Otra cuestión relativa al hardware que no se debe obviar es la capacidad de las redes de comunicaciones. Puesto que gran parte de un proyecto de IA consiste en el tratamiento de grandes repositorios de datos y la disponibilidad de estos datos puede estar condicionada a que existan buenas comunicaciones entre el lugar donde se encuentra el repositorio y el que aloja la solución de IA, las redes de telecomunicaciones tienen un papel fundamental. Se necesitan anchos de banda elevados para transferir repositorios en poco tiempo, y en el caso de sistemas que alimentan datos en tiempo real, como los utilizados en soluciones IoT (siglas del inglés Internet of Things o «internet de las cosas»), que recogen información de sensores dispersos geográficamente de manera continua, mantener baja la latencia —es decir, el tiempo que tarda un nuevo dato en estar disponible en el otro extremo de la comunicación desde que es generado por el sensor— es fundamental. 


			 


			Edge AI 


			 


			Debido a los problemas de elevada latencia cuando los datos se encuentran físicamente lejos de los sistemas que implementan las ANN, surgió un concepto adaptado del «edge computing» (o «computación en el borde», literalmente en inglés), consistente en ubicar pequeñas CPU con capacidad limitada, pero muy económicas y fáciles de mantener, muy cerca de las fuentes de datos. El «edge AI» puede traducirse entonces como «IA en el borde» y consiste, por lo tanto, en colocar pequeños procesadores especializados en ejecutar algoritmos de ML o ANN muy cerca de las fuentes de datos. 


			¿Por qué es esto un problema y no se coloca simplemente la ANN completa cerca de los datos? La respuesta requiere conocer otro concepto: la computación en la nube. Para aprovechar economías de escala, grandes fabricantes han desarrollado capacidades de procesamiento ofrecidas como «CPU virtuales» a través de internet. Estas infraestructuras son típicamente ofrecidas por proveedores como Google, Microsoft, Amazon y muchas otras empresas y, lógicamente, ubican sus centros en lugares concretos, normalmente tan lejanos que a menudo están hasta fuera del país. Si una organización no puede almacenar los datos en esas mismas ubicaciones, sino que los datos vienen de sensores o bases de datos ubicados a miles de kilómetros de los centros de estos proveedores, la latencia puede ser descomunal, haciendo que las ANN se comporten muy lentamente, a pesar de que tengan CPU, GPU o NPU muy potentes. Simplemente, los datos no llegan al ritmo al que pueden procesarlos y se quedan casi todo el tiempo «esperando» más datos. 


			La ventaja del edge AI es que gran parte de la carga computacional de la ANN se traslada cerca de los datos y así solo es necesario enviar a una distancia lejana los resultados, que ocupan bastante menos volumen y, por lo tanto, pueden ser enviados muy rápidamente. Mediante esta configuración es posible mejorar hasta unas tres veces el rendimiento de un sistema de AI. 


			Por último, otra técnica para reducir las necesidades de cómputo de una ANN y, consecuentemente, mejorar su rendimiento es lo que se denomina «compresión profunda». Dentro de esta técnica se incluyen algunas prácticas ya vistas, como la poda neuronal, consistente en eliminar las conexiones de neuronas que en un momento dado del entrenamiento quedan con pesos cero o próximos a cero. Con esta técnica es posible aligerar generalmente una ANN para que requiera aproximadamente la mitad de los cálculos que con la arquitectura original, es decir, acelerar su rendimiento al doble. 


			 


			Marcos de trabajo para desarrollar inteligencia artificial 


			 


			Denominados «frameworks» en inglés, los marcos de trabajo son programas que ayudan al programador a desarrollar una ANN, reutilizando software ya desarrollado por el proveedor del marco de trabajo o por terceros. Estas piezas de software que pueden ser reutilizadas se denominan «bibliotecas». De esta manera, el programador puede conseguir desarrollar una red compleja mucho más rápidamente, combinando estos «bloques» de software sin necesidad de escribirlos uno por uno. Es más, muchos de estos marcos de trabajo ofrecen entornos de trabajo visuales —algo parecido al diseño con PowerPoint o a montar un puzle—, lo que facilita también el mantenimiento de la solución, la comprobación de errores y futuras mejoras, así como replicar y adaptar bloques simplemente «copiando y pegándolos» o «arrastrándolos», etcétera. 


			Hay marcos de trabajo muy famosos para ANN que utilizan DL, como TensorFlow de Google, PyTorch, Keras o Microsoft Cognitive Toolkit. En realidad, hay muchísimos marcos de trabajo para desarrollar ANN y, a los anteriores, hay que sumar otros como dmlc mxnet, Caffe, Chainer, H2O.ai, Theano, Torch, BigDL y DL4J. Sin embargo, poco a poco, la industria se va consolidando y algunos han quedado solo para fines educativos o de laboratorio, mientras otros están cayendo progresivamente en el olvido, puesto que ofrecen menos funcionalidad o tienen una interfaz de usuario poco amigable. En general, al igual que ocurre en todos los sectores y soluciones comerciales, conforme más desarrolladores utilizan un marco de trabajo concreto, más bibliotecas se construyen para él por otros desarrolladores y empresas, y esto hace un efecto imán frente a los demás. Así, es frecuente en el mundo del software  encontrarse con que, de un abanico de cientos de soluciones durante los momentos emergentes iniciales, tras cuatro o cinco años solamente quedan tres o cuatro ganadores que, además, suelen coincidir —por mérito propio o porque son adquiridas— con los gigantes tecnológicos del momento, como Microsoft, Google, o Amazon. 


			 


			Concatenación de ANN y sistemas de ML en una solución de inteligencia artificial 


			 


			En el tratamiento de datos dentro de un sistema de IA, especialmente en ML, es muy frecuente utilizar el concepto de «pipeline» («tubería», en inglés) para referirnos a una secuencia de componentes o elementos para el procesamiento de los datos del sistema. Habitualmente, en un pipeline, cada componente se ejecuta de manera asíncrona, es decir, procesa los datos tan pronto los encuentra disponibles a su entrada y los ofrece a la salida del componente en cuanto el procesamiento ha finalizado. A partir de ese momento, el siguiente componente encontrará los datos en ese lugar de salida —que será para él su entrada— y procederá a procesarlos. Así, cada componente trabaja de manera autónoma, sin coordinarse con los demás salvo por el hecho de que cada uno comparte la ubicación de sus datos de entrada con la de los de salida del componente anterior y la ubicación de sus datos de salida con la de los de entrada del siguiente componente. 


			Esta forma de trabajar, ensamblando componentes para formar un pipeline, permite que haya distintos grupos o profesionales desarrollando, manteniendo y perfeccionando cada componente y que cada uno pueda ser proporcionado, incluso, por un proveedor diferente, aportando máxima flexibilidad y transparencia al proceso, que queda representado mediante el denominado «diagrama de flujo». Además, si un componente dejara de funcionar, el sistema de ML podría continuar funcionando a partir de él en numerosos casos y solamente dejaría de continuar su entrenamiento o perfeccionamiento. Esto es así porque los algoritmos de ML, una vez entrenados pueden funcionar correctamente con esa configuración, con independencia de que las funciones y componentes para el entrenamiento se desactiven. Sin embargo, precisamente por este mismo motivo, los componentes de un pipeline en ML deben estar continuamente monitorizados, pues podría no detectarse que un componente ha dejado de funcionar, o está funcionando incorrectamente durante un periodo. 


			
	 

	 	
	 
   


			Capítulo 19 


			Retos de la inteligencia artificial Ajuste y sesgo 


			 


			Los sistemas de IA presentan un reto técnico bastante importante, derivado de su alta dependencia de las muestras utilizadas para el entrenamiento. Al igual que los animales o las personas, los sistemas que utilizan aprendizaje —es decir, todos los sistemas de ML y DL, incluidas las ANN— configurarán sus razonamientos y capacidad para discriminar, clasificar o predecir en función de los datos observados durante la fase de entrenamiento. En algunos sistemas, entre los que debemos incluirnos también las personas, este entrenamiento es continuo, lo que implica una derivada aún más peligrosa: la posibilidad de que los sistemas tiendan a desaprender lo que aprendieron durante un primer entrenamiento bien cuidado y tiendan a presentar sesgos hacia determinadas cuestiones, debido a que comienzan a recibir muestras poco representativas de lo que están analizando. 


			Veámoslo con un ejemplo muy sencillo: imaginemos una ANN programada para determinar si el currículo de un ingeniero es adecuado para un determinado puesto de trabajo. Este tipo de sistemas se utilizan en la actualidad durante las primeras fases de selección de personal, para reducir la cantidad de perfiles evaluados por los profesionales de recursos humanos, utilizando IA en vez de los clásicos criterios utilizados en el pasado, como tener más o menos edad, tener un nivel alto de inglés, o haber estudiado en tal o cual universidad. La IA permite hacer correlaciones más complejas para mejorar la calidad de este proceso eliminatorio inicial. Supongamos que la ANN ha sido entrenada con miles de currículos representativos de todo el espectro de la sociedad, incluidos candidatos extranjeros, con edades distintas, formación en distintos temas, etcétera. Supongamos también que, confiando en que sea una buena medida para ir adaptando la capacidad de la ANN a las nuevas generaciones y necesidades laborales, optamos por implementar para su entrenamiento un algoritmo con aprendizaje continuo, esto es, que la ANN sigue aprendiendo con las nuevas muestras —currículos— de los candidatos que va evaluando. Como en la rama de la ingeniería suele haber una presencia bastante menor de mujeres que de hombres —frecuentemente incluso por debajo del 20 %—, la ANN podría evolucionar su aprendizaje con el tiempo a favorecer a los hombres frente a las mujeres, provocando un sesgo de género infundado, simplemente por el hecho de que, al recibir muchas más muestras de hombres que de mujeres, adquiere más precisión o destreza para identificar a los mejores, no así cuando recibe un currículo de una mujer. 


			Veamos a continuación qué retos pueden presentarse en relación con las muestras utilizadas para el entrenamiento de los sistemas de IA y cómo podemos superarlos. 


			 


			Cantidad insuficiente de muestras 


			 


			Los animales, incluidos los humanos, disponemos de un sistema cognitivo capaz de aprender con un conjunto bastante reducido de muestras. Si a un niño pequeño se le muestra y se le señala una mesa diciendo la palabra «mesa» en dos o tres ocasiones, probablemente será capaz de reconocer ya todas las mesas, sin importar su tamaño, color, materiales, formas o número de patas. Los sistemas de ML y DL no han llegado aún a este punto de complejidad, probablemente por no disponer de una ANN prediseñada para las tareas en cuestión, como se presupone que está cada una de las áreas del cerebro animal desde el nacimiento. 


			En ML se necesita un conjunto bastante numeroso de muestras para que la mayoría de los algoritmos consigan un rendimiento adecuado. Incluso para problemas muy sencillos, normalmente se necesitan miles de muestras, y para problemas complejos como el reconocimiento de imágenes o de voz es posible que se necesiten millones de muestras, salvo que se parta de un sistema preentrenado, como el motor GPT ya visto. 


			Cuando no se dispone de muestras suficientes, el entrenamiento del sistema resultará insuficiente y, por lo tanto, con poca precisión o rendimiento a la hora de clasificar o predecir. Para ello, se puede optar por generar muestras sintéticas a partir del conjunto de muestras disponible. Esto consiste en, dadas las características o atributos que van a ser utilizados como entradas para la ANN, generar nuevas muestras artificialmente, variando cada uno de esos atributos según una distribución normal o gaussiana. Este principio produce muestras que, a pesar de ser sintéticas, podrían pasar por muestras reales, ya que la naturaleza también suele seguir la distribución normal en las características de cada individuo u objeto como, por ejemplo, la altura, la forma de las hojas de los árboles, el color de los ojos o el pelo, etcétera. 


			No obstante, hay que tener cuidado al generar muestras sintéticas, ya que estas deberían ser generadas utilizando una base de muestras reales que representen el espectro más o menos completo de posibilidades para las características utilizadas por la ANN. Si las muestras reales no cubren todas las posibilidades, es bastante probable que las muestras sintéticas tampoco lo hagan, ya que son ligeras variaciones de las muestras reales. Esto provocará que el sistema sea entrenado solo para un conjunto limitado de valores de las características, lo que implicará cierto sesgo en el análisis y, por ende, las respuestas. 


			 


			Muestras de entrenamiento no representativas 


			 


			Para poder generalizar bien, es fundamental que las muestras de entrenamiento cubran todo el espectro de posibilidades que se pueda esperar de muestras futuras. Si las muestras utilizadas durante el entrenamiento no cubren todo el espectro posible, se estará entrenando el modelo de tal forma que muy probablemente no hará predicciones correctas cuando reciba muestras muy diferentes a las utilizadas durante el entrenamiento. 


			Es fundamental utilizar un conjunto de entrenamiento que sea representativo de los casos que se desea que el modelo generalice. Esto suele ser más difícil de lo que pueda parecer a priori. Por una parte, si el conjunto de datos de muestra no está lo suficientemente poblado y se pretende cubrir todos los casos, se producirá lo que se denomina «ruido de muestreo», es decir, no todas las muestras utilizadas tienen por qué ser las más representativas de su caso, y, al haber solo una o muy pocas de cada caso, el modelo estará sujeto al factor del azar. Por otra parte, incluso cuando se disponga de un conjunto de muestras muy grande, estas pueden ser no representativas si el método de muestreo utilizado para obtenerlas es defectuoso, por ejemplo, por haber incluido muchas más de unos tipos que de otros. A esto se le llama «sesgo de muestreo» y también producirá un modelo con rendimiento pobre, en general. 


			 


			Muestras de mala calidad 


			 


			Lógicamente, si las muestras de entrenamiento están llenas de errores, valores atípicos o ruido por haber sido obtenidas a través de mediciones de mala calidad, al sistema le resultará más difícil detectar los patrones subyacentes, por lo que es menos probable que el modelo funcione de una manera precisa. Una técnica altamente recomendada consiste en dedicar tiempo suficiente a «limpiar» las muestras de entrenamiento. Esta es una labor realizada habitualmente por los científicos de datos y consiste en revisar si los valores de las muestras tienen sentido —por ejemplo, si encontramos en la edad de una persona el valor 1.527 años, no tendrá sentido a menos que creamos en la existencia de personas inmortales—, si hay valores en blanco, repetidos, en formatos incorrectos, etcétera. 


			En resumen, se pueden seguir algunas pautas como las siguientes: 


			 


			• Si algunas muestras son claramente atípicas, puede ser útil simplemente descartarlas o intentar corregir los errores manualmente.


			• Si a algunas muestras les faltan algunas características —los valores de esas características están en blanco por algún motivo—, se debe decidir si se desea ignorar esta característica por completo en el modelo, ignorar estas muestras, completar los valores faltantes —por ejemplo, con la media— o entrenar un modelo con esa característica y otro modelo sin ella, para comprobar si influye mucho o poco en el resultado. 


			 


			Características irrelevantes 


			 


			En muchas ocasiones, se desconoce cuánto influye una característica para que un modelo de IA sea capaz de predecir o clasificar con precisión. Por este motivo, ya que, como hemos visto, estos modelos tienen la capacidad de entrenarse automáticamente casi con cualquier cosa que le facilitemos como entradas, la tendencia habitual es incluir cuantas más características, mejor. Sin embargo, también se ha visto que los modelos, especialmente los de DL, exigen una capacidad computacional elevada y que esta crece conforme lo hace el número de neuronas y, por ende, de características. Por este motivo, un sistema de DL solo será capaz de aprender eficazmente y ofrecer resultados aceptables en un corto periodo de tiempo si las muestras de entrenamiento contienen suficientes características relevantes y no demasiadas irrelevantes. 


			Una parte fundamental del éxito de un proyecto de IA depende de elegir muy bien el conjunto de características que utilizar para entrenar el modelo. Este proceso se denomina «ingeniería de características» e implica: 


			 


			• Selección de características: seleccionar las características más útiles para entrenar el modelo entre las existentes. Este paso se puede hacer probando pequeños ciclos de preentrenamiento con varios subconjuntos de características y observando cuáles se acercan más al resultado deseado —cuáles consiguen más precisión— en ese corto ciclo de pocas iteraciones.


			• Extracción de características: combinar algunas características existentes para producir otras más útiles. Como ya se ha visto en capítulos anteriores, aquí la reducción dimensional puede ayudar bastante.


			• Creación de nuevas características: para ello se recurre a nuevos datos de las muestras. 


			 


			Sobreajuste a las muestras de entrenamiento 


			 


			El sobreajuste es el fenómeno que ocurre con los modelos de IA cuando el entrenamiento produce unos resultados muy buenos sobre las muestras de entrenamiento, pero no válidos para generalizar a otras muestras. Suele producirse o por falta de muestras suficientes para el entrenamiento o por haber ejecutado demasiadas iteraciones sobre el conjunto de muestras que el sistema aprende «tan bien» esas muestras que «se olvida» de generalizar. 


			Este concepto es muy fácil de entender, en realidad, ya que nuestro cerebro tiende a aprender —y a olvidar— muy rápidamente, lo que favorece que la mayoría de nosotros tengamos tendencia a tener nuestra mente «sobreajustada». Por ejemplo, si compramos un coche de una marca y lo tenemos que llevar cada dos por tres al taller, tenderemos a generalizar la idea de que «los coches de tal marca son muy malos»... ¡Con una sola muestra! Por otro lado, cuando conducimos solamente un coche a diario durante años, tenderemos a cometer errores al maniobrar, cambiar de marcha, hacer un adelantamiento o encender las luces o el limpiaparabrisas en otros coches. ¡Nos hemos entrenado demasiado para conducir nuestro coche! 


			Los modelos complejos, como las ANN que utilizan DL, pueden detectar patrones sutiles en los datos, superando la capacidad humana, pero si el conjunto de entrenamiento es de mala calidad o demasiado pequeño, es bastante probable que el modelo detecte patrones que, en realidad, no son más que defectos del modelo o «huecos» donde faltan muestras suficientes para «completar el puzle». En consecuencia, estos patrones no servirán para generalizar correctamente ante nuevas muestras. 


			Restringir un modelo para hacerlo más simple y reducir el riesgo de sobreajuste se llama «regularización». Es una tarea bastante complicada, pues, como ya se ha visto, los modelos más complejos de DL tienen mucha mayor capacidad para detectar patrones complejos y resolver problemas de clasificación o predicción difíciles. Si los simplificáramos demasiado —por ejemplo, eliminando capas internas de neuronas—, correríamos el riesgo de que produzca resultados de peor calidad. Sin embargo, si el modelo es demasiado complejo para el problema que se pretende resolver, tendrá tendencia a sobreajustarse a las muestras y será necesario regularizarlo. ¿Y cómo se sabe si un modelo o arquitectura de una ANN son demasiado complejos o no para un determinado problema? La respuesta, en estos momentos, es la aproximación que se denomina «heurística», es decir, ensayo y error, experiencia y cualquier cuestión artesanal que sirva para dar en la diana lo antes posible. En definitiva, no existe una «regla de oro». 


			Lo que sí se debe tener en cuenta a la hora de mejorar el sobreajuste es que la regularización puede hacerse reduciendo capas o neuronas en una ANN y también especificando un hiperparámetro que limite de alguna manera los valores que pueden tomar determinados pesos en las neuronas, o el factor de aprendizaje para una determinada capa. Es decir, se establece a priori un «freno» para que la ANN aprenda con mayor lentitud o dificultad, de manera que no tienda a «desaprender» demasiado rápido lo que ya había aprendido cuando le llega una muestra más. 


			 


			Subajuste a las muestras de entrenamiento 


			 


			Como se puede imaginar, el subajuste es lo opuesto al sobreajuste: ocurre cuando un modelo es demasiado simple para ser capaz de aprender la estructura subyacente de las muestras. Por ejemplo, un modelo de regresión lineal o un perceptrón simple pueden resultar insuficientes para realizar determinadas tareas de clasificación. Simplemente, el modelo es incapaz de adaptarse a una realidad compleja que relaciona las características, porque es demasiado sencillo, matemáticamente hablando. 


			Esto se suele detectar porque la precisión del modelo es siempre baja y, a pesar de que se siga entrenando con nuevas muestras, esta no mejora. Las principales opciones para solucionar este problema son: 


			 


			• Seleccionar un modelo más potente, con más parámetros.


			• Proporcionar mejores características de las muestras al algoritmo de aprendizaje (ingeniería de características).


			• Reducir las restricciones del modelo, si se establecieron algunas (por ejemplo, reducir el hiperparámetro de regularización). 


			
	 

	 	
	 
   


			Capítulo 20 


			Riesgos de la inteligencia artificial Inteligencia artificial confiable 


			 


			No es nuevo que la IA está abriendo puertas hacia lo desconocido, debido a la gran potencia que ofrecen las soluciones de DL, que están superando en capacidad de razonamiento y comprensión de problemas a los humanos en múltiples campos. Por este motivo, existe una actividad tanto científica como regulatoria intensiva en identificar y mitigar los riesgos que la IA pueda ocasionar, por una parte, y en proponer normas que garanticen el uso correcto y bajo control de las tecnologías de IA. 


			Uno de los riesgos más frecuentes identificados en las soluciones de IA es el sesgo. Ya se ha visto el concepto de sesgo desde el punto de vista técnico en el funcionamiento de las ANN que, utilizado correctamente a través de las «neuronas de sesgo» ya comentadas, ayuda a que una red mejore su rendimiento. Sin embargo, al hablar del sesgo como riesgo nos estamos refiriendo a la posibilidad que tienen las ANN de producir resultados —predicciones o clasificaciones— con una tendencia concreta, debido a que ha sido entrenada con muestras que no son representativas equitativamente de todo el espectro posible. 


			Un caso curioso lo observamos con la traducción automática. Por ejemplo, si utilizamos Google Translator para traducir del inglés «the nurse talked to the doctor», debido al entrenamiento recibido mediante millones de textos traducidos, la respuesta del motor era «la enfermera habló con el doctor». Esto es porque, aunque ninguno de estos sustantivos tiene género en inglés, la ANN los ha visto mayormente asociados a un género. Aunque los ingenieros de Google han corregido «manualmente» esta traducción automática y ahora el resultado arroja dos opciones para la frase: «la enfermera habló con la doctora» y «el enfermero habló con el doctor», la realidad es que se trata de una capa superpuesta a la salida y la ANN sigue produciendo sesgo. Si probamos una frase poco habitual, como «my nurse is a man», el resultado sigue siendo sesgado en género: «mi enfermera es un hombre», al igual que si escribimos «my judge is a woman» obtenemos «mi juez es una mujer». 


			El sesgo de las ANN es una cuestión preocupante y mediática cuando afecta al género, a determinados grupos étnicos e incluso a algunas cuestiones políticas o religiosas. Pero hay que ser consciente de que, además de provocarnos rabia o sensación de injusticia, el sesgo se puede producir en datos de otra naturaleza, que pueden estar condicionando la vida o la muerte si, por ejemplo, una ANN es la responsable de conducir un automóvil, pilotar un avión, o realizar una operación quirúrgica. Por lo tanto, además de que resultados sesgados puedan tener efectos negativos en la imagen de las organizaciones que explotan los sistemas de IA correspondientes —en algunos casos, implicando incluso pérdidas financieras y multas—, es importante buscar por todos los medios que las soluciones de IA tengan el mínimo sesgo posible para evitar problemas de mayor calado, como pérdidas humanas o daños materiales importantes, conforme van siendo implementadas en servicios más críticos. 


			De hecho, debido a estos casos de sesgo como resultado del entrenamiento de la IA, algunos órganos reguladores como la Comisión Europea están proponiendo medidas concretas sobre qué se puede o no hacer al desarrollar y utilizar aplicaciones de IA. 


			Sin embargo, los riesgos asociados a la IA no se limitan a obtener resultados sesgados. Surgen problemas de opacidad, falta de transparencia, falta de determinación de responsabilidades, problemas de seguridad e incluso daños potenciales al medioambiente. En general, para que la IA sea confiable, es decir, libre de riesgos severos, se le exige que cumpla cinco principios: equidad, «explicabilidad», responsabilidad, privacidad y aceptación. En detalle: 


			 


			• Equidad: la equidad tiene que ver directamente con el sesgo y garantiza que no haya discriminación o favoritismo hacia un individuo o una clase o categoría basados en características inherentes o adquiridas que sean irrelevantes en el contexto de la toma de decisiones de la ANN. El mayor reto para conseguir la equidad en los sistemas de IA es que, frecuentemente, los conjuntos de muestras están sesgados, ya sea por cuestiones históricas, porque hay ausencia de muestras de algunos tipos o porque sea más difícil económica o materialmente acceder a determinados tipos de muestras.


			• Explicabilidad: significa que el funcionamiento de los sistemas de IA pueda ser explicado a un ser humano, es decir, que exista una lógica clara sobre lo que el sistema hace para obtener sus resultados. Es lo opuesto al denominado «problema de la caja negra», que consiste en caracterizar un sistema solo observando lo que entra en él y lo que sale de él, sin preocuparnos de lo que pasa dentro. Esta aproximación, muy frecuentemente utilizada en todos los ámbitos de la ingeniería e incluso de la vida real —como usuarios, nos interesa sintonizar las cadenas de televisión y que la tele tenga una imagen nítida y un sonido de alta fidelidad, pero no cómo está todo ello implementado internamente en el televisor—, genera cierta incertidumbre y miedo cuando hablamos de la IA, quizás por su desconocido potencial. En la literatura científica se utilizan los términos «explicabilidad» e «interpretabilidad» indistintamente, aunque la realidad es que definir los límites de este principio comienza a ser algo complicado, conforme aumenta la «inteligencia» de los sistemas de IA por encima de la humana. Sería como haber exigido que ninguna máquina pudiera tener más fuerza que un animal durante los inicios de la revolución industrial.


			• Responsabilidad: la delimitación de responsabilidades es una cuestión compleja en los sistemas de IA, debido a la propia complejidad de su funcionamiento. Determinar qué es responsabilidad del usuario, del técnico que realiza el entrenamiento del sistema, de quien propone utilizar una arquitectura de ANN o algoritmos de ML/DL, determinar quién tiene la propiedad del sistema o produce o recolecta las muestras para el entrenamiento es una tarea bastante difícil de ejecutar. Sobre todo, cuando los sistemas de IA se basan en modelos preentrenados por terceros (como el caso de GPT), donde todo se diluye en jurisdicciones de terceros países, acuerdos de servicio vagos y complicados de entender y otras cuestiones prácticas, que hacen perder la pista de quién es responsable de cada cuestión concreta sobre el funcionamiento del sistema.


			• Privacidad: la privacidad garantiza que los datos confidenciales compartidos por un individuo o recopilados por un sistema de IA estén protegidos conforme a las premisas de la legislación aplicable en cada caso. En los sistemas de IA es una cuestión bastante delicada también, ya que en multitud de ocasiones es necesario entrenar los sistemas con muestras reales y podría darse el caso —como ya ha ocurrido— de que un sistema de IA trasladara a la salida datos personales de usuarios utilizados como entradas durante el entrenamiento, estando esto fuera del control de cualquier persona que opera la IA.


			• Aceptación: la aceptación de un sistema de IA es la voluntad del usuario de utilizar el sistema de acuerdo con los términos del servicio. Normalmente, la aceptación implica el conocimiento por parte del usuario del cumplimiento del resto de los principios, junto a otros términos contractuales —aceptación explícita—, aunque también entra dentro de este principio que el usuario encuentre utilidad y atractivo en utilizar el servicio —aceptación implícita—, es decir, que le resulte útil para las tareas en cuestión, fácil de utilizar, amigable, respetuoso, etcétera. 


			 


			Una derivada de estos principios es que se está comenzando a obligar a las organizaciones que desarrollan sistemas de IA a que estos sean «transparentes» durante todo el proceso, desde la recopilación de muestras hasta la generación de resultados. Este punto genera un sinfín de roces y controversias, como se verá en el siguiente capítulo, especialmente dedicado a este asunto, por su gran calado. 


			La realidad es que, dada la propia naturaleza de la IA, que copia la forma en la que funciona nuestra mente, es posible que algunos métodos satisfagan más de uno de estos requisitos, pero puede resultar complicado cumplirlos todos, mucho más si no se está dispuesto a sacrificar el rendimiento del sistema. 


			Sin embargo, no debemos pensar que las medidas para garantizar una IA confiable son solo para evitar abusos de sus creadores, cuestiones racistas, machistas o similares. En soluciones de IA destinadas a interactuar con clientes o ciudadanos —tipo chatbots—, no haber tenido en cuenta estos principios ha generado frustración y quejas por parte de los usuarios, perjudicando la imagen percibida de la marca o institución. Es necesario determinar qué grado de cumplimiento tiene de cada principio una solución de IA y cuánto es necesario incrementar o disminuir cada uno de ellos conforme a los objetivos que se persiguen y las exigencias normativas aplicables. Casi siempre, aumentar el grado de cumplimiento implica sacrificar la precisión o rendimiento del modelo hasta, en ocasiones, volverlo inservible. Por eso existe la necesidad de un mecanismo de compensación que permita priorizar diferentes requisitos de confiabilidad o precisión en función de las necesidades de la aplicación. Algunas aplicaciones de IA pueden requerir maximizar los requisitos de confiabilidad a costa de una determinada restricción en la precisión, mientras que otras pueden requerir maximizar la precisión a partir de unos mínimos requisitos de confiabilidad dados. 


			En todo caso, después de diseñar e implementar el sistema de IA, es crucial probar y validar en qué grado satisface todos los requisitos definidos para los principios de confiabilidad. 


			 


			Técnicas para probar la inteligencia artificial confiable 


			 


			Las pruebas de cumplimiento de los principios de confiabilidad desempeñan un papel vital en el éxito y sostenibilidad de los sistemas de IA. En la literatura científica se describen diferentes enfoques para verificar y validar los sistemas de IA, teniendo en cuenta que las aplicaciones pueden tener necesidades distintas. 


			Lo primero que hay que tener en cuenta es que los sistemas de IA contienen componentes tanto deterministas como no deterministas. Ambos componentes necesitan ser evaluados para la verificación y validación de la confiabilidad del sistema. 


			Los componentes deterministas son aquellos cuyo comportamiento se conoce plenamente y se puede predecir con certeza. Estos componentes se pueden verificar utilizando los enfoques tradicionales de pruebas de software. Sin embargo, para los componentes no deterministas, las técnicas convencionales no se pueden utilizar porque no existe un estándar claro disponible para especificar sus requisitos, es decir, no es posible predecir con exactitud qué esperar ante unas entradas o situación dadas. Este escenario se conoce como «problema del oráculo» y hace referencia a cuando no existe un mecanismo preciso para verificar que el sistema esté funcionando correctamente. En estos casos se necesita la participación de expertos y la validación manual para verificar que la salida generada por el sistema es la presumiblemente correcta. 


			Para resolver esta situación, se han propuesto diferentes enfoques y métodos, como los que describen Kaur et al. en su artículo «Trustworthy Artificial Intelligence: A Review», publicado en ACM Computing Surveys en 2022: 


			 


			• Pruebas metamórficas: este método realiza la verificación del sistema probando la relación entrada-salida en múltiples iteraciones del sistema. Se basa en el principio de que si no se conoce con exactitud la salida esperada para una entrada, es posible probar el sistema con varias entradas parecidas y observar si las salidas son también parecidas. De esta forma es posible interpolar las salidas —calculando la media, por ejemplo— para predecir cuál debería ser la salida esperada para la entrada en cuestión. Veamos un sencillo ejemplo en la siguiente tabla: 


			 




  
    	
    	Entrada 

    	Salida obtenida 

  

  
    	Entrada de prueba 

    	43 

    	327 (En este momento no podemos saber si es correcta o no) 

  

  
    	Probamos entradas parecidas... 

  

  
    	Prueba 1

    	42

    	332 

  

  
    	Prueba 2

    	44

    	320 

  

  
    	Prueba 3

    	41

    	346 

  

  
    	Prueba 4

    	45

    	316 

  

  
    	Calculamos la media de las salidas... 

  

  
    	(332 + 320 + 346 + 316) / 4 = 328,5 

  

  
    	La salida del sistema se desvía 1,5 del valor esperado, que es el 0,045% (1,5/327). Como este valor es muy pequeño, consideramos el funcionamiento correcto. 

  




			 


			• Paneles de expertos: los paneles de expertos se pueden utilizar cuando los métodos de prueba tradicionales no son posibles. Esta técnica puede resultar útil cuando el sistema de IA está diseñado para ayudar o reemplazar a los expertos y, generalmente, hacen tareas cuyo resultado no es numérico, sino cualitativo, por ejemplo, clasificación en grupos o etiquetado de muestras. Básicamente, consiste en reunir a un grupo de expertos y obtener de ellos el consenso sobre qué salidas deberían ser las correctas para las entradas con las que se va a evaluar el sistema. Así, el panel independiente de expertos es responsable de proporcionar posibles diagnósticos y recomendaciones para los resultados del sistema de IA. El problema de este método es cómo resolver los posibles desacuerdos entre distintos expertos.


			• Benchmarking: el benchmarking o evaluación comparativa es una técnica que utiliza conjuntos de muestras cuidadosamente seleccionadas, generalmente disponibles públicamente, para probar, medir y comparar el rendimiento de un sistema de IA con otros. Se comparan las salidas que ofrece el sistema bajo pruebas con las ofrecidas por sistemas que ya han sido sometidos al benchmarking previamente para determinar cuánto se desvían sus salidas del promedio de las de los demás. El benchmarking no solamente arroja el dato del nivel de precisión o cumplimiento del sistema bajo estudio, sino que también permite establecer un ranking o escalafón de este parámetro frente a otros sistemas previamente sometidos al mismo benchmarking. Existen puntos de referencia (conjuntos de muestras para pruebas) desarrollados por organizaciones neutrales para la prueba de sistemas de IA relacionados con la computación científica de alto rendimiento, reconocimiento de objetos en imágenes, reconocimiento de rostros, etcétera. Sin embargo, las aplicaciones de los sistemas de IA son tan diversas que resulta complicado desarrollar puntos de referencia para todos los casos.


			• Pruebas de campo: la técnica de pruebas de campo se utiliza para probar el rendimiento y la durabilidad del sistema en un entorno operativo real. Es una técnica valiosa porque muestra cómo interactuarán los usuarios reales con el sistema de IA. Este método de prueba se utiliza cuando el entorno de prueba es completamente diferente del entorno existente. Las pruebas de campo también son una forma eficaz de comprobar la aceptabilidad del sistema de IA por parte de usuarios reales. Un ejemplo ilustrativo del uso de esta técnica es la prueba de vehículos de conducción autónoma en determinadas ciudades, como San Francisco, Londres o Madrid.


			• Pruebas en un entorno simulado: las pruebas en un entorno simulado son necesarias cuando el sistema de IA está diseñado para realizar acciones físicas en entornos de difícil acceso o acciones destructivas muy costosas. Por ejemplo, en sistemas de IA que irán embarcados en una misión a Marte o sistemas de IA que van a analizar la efectividad de un explosivo para volar una cantera. En ambos casos, las pruebas de campo son imposibles o tan costosas que no se pueden repetir muchas veces. En las pruebas en entornos simulados se utiliza un entorno virtual controlado para evaluar el rendimiento del sistema en diferentes condiciones o escenarios, pudiendo repetirse cuantas pruebas sean necesarias sin más limitación que el tiempo empleado.


			• Comparación con la inteligencia humana: este tipo de prueba se utiliza para evaluar sistemas de IA diseñados para realizar tareas tradicionalmente realizadas por personas o que necesitan habilidades cognitivas humanas. Los usuarios, reguladores o formuladores de políticas del sistema de IA suelen realizar estas pruebas para evaluar el rendimiento de tales sistemas. Este tipo de prueba es útil cuando las decisiones tomadas por el sistema de IA se comparan con las de un profesional experto en ese campo. Si el sistema funciona igual o mejor que el experto, esto probablemente generará confianza del usuario hacia el sistema. En estas pruebas, se utilizan muestras de datos cuidadosamente diseñadas para comparar las decisiones de las personas y los sistemas de IA. 


			 


			Para terminar, conviene recordar que todos estos métodos sirven para verificar el rendimiento y cumplimiento de confiabilidad de los sistemas de IA desde un punto de vista más o menos rígido y unívoco (a una entrada, una respuesta). Sin embargo, como ya se ha visto, muchos sistemas de IA son probabilísticos o, peor aún, basados en inferencias dinámicas que van cambiando —en los sistemas de aprendizaje continuo—, lo que resulta en la no reproducibilidad de los experimentos. Esto dificulta en gran medida probar todos los aspectos de estos sistemas utilizando las prácticas existentes. Por tanto, aún es necesario desarrollar más estándares para la verificación y validación de los sistemas de IA y, sobre todo, descubrir cómo hacer esta labor de manera práctica y eficaz. 


			 


			Regulación de la IA confiable 


			 


			En materia de regulación de la IA, la Unión Europea está tratando de llevar la delantera y, ya en 2018, propuso sus «Guías éticas para una IA confiable», donde identificaba cuatro principios éticos compuestos por siete requisitos esenciales. El primer principio es el respeto al control humano, garantizando que el sistema de IA complemente a las personas sin reemplazarlas. El segundo es la prevención de daños, que exige garantizar que la IA funcione según lo previsto y no cause ningún daño al sistema o a la sociedad. El tercer principio es el de equidad, orientado a garantizar que todos los grupos sociales reciben el mismo trato sin discriminación. Por último, el principio de explicabilidad garantiza que el sistema de IA sea transparente e interpretable por personas. Los siete requisitos asociados a estos cuatro principios éticos se describen a continuación: 


			 


			• Agencia humana y supervisión: los sistemas de IA deben complementar y empoderar a las personas sin reemplazarlas. La autonomía concedida a los sistemas de IA debería basarse en el nivel de riesgo y posible impacto de decisiones incorrectas sobre los usuarios y la sociedad en general. Este requisito garantiza que las personas participen en el proceso de toma de decisiones y que este nivel de participación se base en el riesgo y el factor de impacto social inherente a la solución de IA propuesta.


			• Robustez técnica y seguridad: los sistemas de IA deben ser técnicamente sólidos y funcionar según lo esperado. Esto implica que, si algo sale mal, el sistema debería ser capaz de recuperarse del fallo sin causar daño a nadie. Además, debería ser lo suficientemente robusto para hacer frente a errores en cualquier etapa del ciclo de vida de la IA. Este requisito también garantiza que el sistema de IA es resistente a ataques externos y que sus resultados son reproducibles.


			• Privacidad y gobierno de datos: los sistemas de IA deben proteger los datos de los usuarios y respetar la regulación sobre materia de protección de datos durante su uso en cada paso de su ciclo de vida, incluido el Reglamento General de Protección de Datos. Este requisito garantiza que los datos confidenciales compartidos por los usuarios y recopilados por el sistema de IA estén protegidos.


			• Transparencia: la transparencia de un sistema de IA se refiere a la necesidad de explicar, interpretar y reproducir sus decisiones. Garantiza que todos los actores que utilizan o se ven afectados por el sistema entienden claramente cómo funciona, su rendimiento y sus limitaciones.


			• Diversidad, no discriminación y justicia: los sistemas de IA deben tratar a todos los sectores de la sociedad de manera justa, sin discriminar por factores como los socioeconómicos, de raza, género, religión, convicciones políticas, etcétera. No deberían causar ninguna discriminación directa o indirecta a ningún grupo de la sociedad y, además, deben estar disponibles y ser accesibles para todos los sectores de la sociedad, sin discriminación alguna.


			• Bienestar social y ambiental: los sistemas de IA no deben causar ningún daño a la sociedad o al medioambiente durante su diseño, desarrollo y uso.


			• Responsabilidad: debe existir un mecanismo que permita justificar las decisiones de los sistemas de IA. Este requisito trata de garantizar que existe una asignación de responsabilidades sobre todas las decisiones correctas e incorrectas tomadas por el sistema de IA. También exige que el sistema sea auditado periódicamente, para evitar cualquier daño causado y exigir las responsabilidades oportunas a tiempo. 


			
	 

	 	
	 
   


			Capítulo 21 


			Control de la inteligencia artificial Inteligencia artificial transparente y explicable 


			 


			La inteligencia artificial está ocupando una buena parte de los organismos responsables de la regulación y la producción de estándares, principalmente porque ha abierto un nuevo campo en el tratamiento avanzado de los datos y la toma automatizada de decisiones. Organizaciones como la ISO, el NIST, la DARPA americana y la Unión Europea (UE) han aprobado normas y procedimientos para ayudar a que la IA desarrollada por organizaciones públicas y privadas sea confiable. Es más, yendo un poco más allá de los principios descritos en el capítulo anterior, la tendencia es promover una IA explicable o también denominada «transparente». 


			La IA transparente hace referencia al control de lo que sucede en un sistema de IA en las distintas fases de su diseño y funcionamiento: 


			 


			• Fase de recopilación, protección y preprocesamiento de las muestras: se preocupa de hacer que los datos sean fidedignos y diversos y que se encuentren protegidos.


			• Fase de modelado del sistema de IA: exigiendo que el modelo utilizado sea explicable e interpretable desde un punto de vista lógico o racional.


			• Fase de implementación y supervisión del sistema de IA: utiliza técnicas de auditoría y pruebas para garantizar que el sistema es confiable y determinar la responsabilidad de cada actor participante en su operación y utilización. 


			 


			La Unión Europea ha destacado expresamente la importancia de la participación humana en todas estas fases para hacer que la IA sea confiable. Algunos autores también han propuesto el concepto de «inteligencia colaborativa», consistente en utilizar personas y máquinas de manera coordinada para la toma de decisiones. El objetivo común de todos estos métodos es garantizar que los sistemas de IA se comportan según lo previsto, sin causar daños a los usuarios ni a la sociedad, lo que redundará en una mayor confianza en los sistemas. 


			La tendencia a exigir que los sistemas de IA sean explicables o transparentes no solo se debe al miedo de los gobiernos a que puedan causar un daño a la sociedad o a convertirse en una amenaza para la seguridad de los países. También nace de la propia desconfianza de los usuarios. No solamente se produce desconfianza cuando un sistema de IA falla como, por ejemplo, cuando un coche autónomo de Tesla ha sufrido algún accidente mortal por un fallo en el software de navegación autónoma del vehículo. También encontramos una baja aceptación de determinadas soluciones de IA en el campo de la medicina sencillamente por la naturaleza no interpretable de estos sistemas, lo que disminuía su confianza y aceptación entre los médicos. 


			En ocasiones, una misma solución de IA puede ser más o menos aceptable según su nivel de explicabilidad y el uso que se le dé. Por ejemplo, un software de reconocimiento facial capaz de identificar personas a través de imágenes puede ser aceptable para un uso personal, etiquetando amigos y familiares en las fotos de nuestro teléfono móvil, aunque desconozcamos por completo cómo se hace e incluso muestre algunos fallos, pero será inaceptable para identificar y detener a personas buscadas en los controles de los aeropuertos por la policía, si no cumple ciertas garantías de confiabilidad y transparencia. Es decir, los requisitos de explicabilidad y transparencia de los sistemas de IA debe depender del tipo de consecuencias y daños potenciales sobre las personas y la sociedad. 


			Para ello, es fundamental la participación humana en todo el proceso de verificación de la confiabilidad de una solución de IA y de la determinación de su nivel de transparencia. 


			 


			Participación humana en la validación de soluciones de inteligencia artificial 


			 


			La nueva era de la IA avanza hacia lo que se denomina «pensamiento colaborativo», donde se combina la capacidad cognitiva de las personas y la excepcional potencia informática de las máquinas. En el pensamiento colaborativo, los sistemas de IA se desarrollan para empoderar a las personas sin reemplazarlas ni amenazarlas. Un buen ejemplo de pensamiento colaborativo se encuentra en el campo de la bioinformática, más concretamente en la capacidad que se ha alcanzado para predecir la estructura de nuevas proteínas, tanto para mejorar los alimentos como para producir medicamentos, combinando la experiencia y conocimientos de la comunidad científica con la capacidad computacional de los sistemas de IA. Gracias a ello, en muy poco tiempo hemos pasado de tardar años a tardar pocos días para generar nuevas proteínas para determinados fines. 


			En todo caso, las personas deben estar presentes para desarrollar algoritmos eficientes, establecer límites de rendimiento, señalar y corregir errores generados por el sistema de IA, anular decisiones equivocadas y mejorar el rendimiento, proporcionando retroalimentación continua. En un libro blanco publicado por la Comisión Europea en 2020, un grupo de investigadores propusieron un marco de participación humana en el ciclo de vida de la IA, que ofrece tres niveles diferentes de participación, según los requisitos de la aplicación y el riesgo asociado: 


			 


			• Aplicaciones de alto riesgo, como aplicaciones médicas, donde los sistemas de IA solo deben usarse para ayudar en las decisiones humanas.


			• Nivel medio, que se aplica a aplicaciones como la clasificación de currículos y requiere la implementación inmediata de decisiones. En este tipo de aplicaciones, los expertos deberían ser capaces de ver y anular las decisiones de la IA, llegado el caso.


			• Bajo nivel: los expertos pueden supervisar el funcionamiento del sistema de IA y determinar si este comienza a presentar un comportamiento incorrecto, aunque el grado de autonomía del sistema de IA sea casi total. 


			 


			En sus «Guías éticas para una IA confiable», la Unión Europea definió la participación humana para contribuir a una IA confiable en tres fases: 


			 


			• «Humano antes del bucle» («human before the loop»): se ocupa de los métodos que se aplican a la fase de diseño de una solución de IA. En estos métodos, las personas participan en la planificación, el diseño y la creación de expectativas y requisitos para el sistema de IA. En esta fase, desarrolladores, formuladores de políticas, expertos en el dominio y usuarios participan en el establecimiento de expectativas y requisitos para el sistema de IA.


			• «Humano en el bucle» («human in the loop»): se ocupa del desarrollo efectivo del sistema de IA. Las personas participan en la recopilación de datos, desarrollo de modelos, pruebas e implementación del sistema de IA. En esta fase, los científicos de datos y desarrolladores son responsables de la recopilación, el preprocesamiento, el desarrollo y la evaluación del modelo de IA. Los formuladores de políticas y los reguladores pueden participar a través de mecanismos de auditoría. Por último, los expertos y usuarios del dominio participan en el despliegue adecuado del sistema de IA.


			• «Humano sobre el bucle» («human over the loop»): se ocupa de los mecanismos de supervisión que los desarrolladores utilizan para la supervisión y evaluación del desempeño del sistema. Los usuarios y expertos en el dominio aportan comentarios y pueden anular las decisiones del sistema de IA si fuera necesario. Finalmente, los formuladores de políticas formulan políticas acerca del funcionamiento de los sistemas de IA. 


			 


			De acuerdo con esta lógica de interacción entre personas relacionadas con la planificación, desarrollo y puesta en producción de los sistemas de IA, la norma ISO 24028:2020, titulada «Information Technology-Artificial Intelligence-Overview of Trustworthiness in Artificial Intelligence», propone definir ciertos puntos de control en el ciclo de vida de la IA para evaluar su confiabilidad, tal como se muestran en la figura 5.2: 
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			Figura 5.2. Participación humana y puntos de control en el ciclo de vida de una solución de IA. 


			 


			• Punto de control 1: comprueba si se cumplen todos los requisitos de planificación. Este punto involucra a «humanos antes del bucle», que pueden evaluar las expectativas y requisitos del sistema de IA.


			• Punto de control 2: se utiliza para verificar si se realizó la recopilación y el procesamiento de datos adecuados para garantizar que estos sean diversos e imparciales. Este punto involucra intervención humana, donde diferentes actores pueden evaluar la cantidad y calidad de los datos y su idoneidad para el proceso en cuestión.


			• Punto de control 3: garantiza que se utilizan el algoritmo de modelado y la función objetivo correctos. Aquí, las personas participan activamente en la evaluación del modelo y en la verificación de si utiliza los atributos apropiados para los resultados que se pretende que ofrezca el sistema.


			• Punto de control 4: verifica si se han realizado las pruebas y validaciones adecuadas para el sistema de IA. Este punto garantiza que el sistema se prueba adecuadamente y cumple con los requisitos establecidos inicialmente para la aplicación en cuestión. 


			 


			Explicabilidad de la IA 


			 


			Conforme las soluciones de IA se extienden a más servicios y evolucionan, se vuelven más complejas. El problema de la explicabilidad, como se ha visto, está estrechamente ligado a la confiabilidad de los sistemas de IA. Teniendo en cuenta que muchos sistemas de IA están comenzando a impactar directamente en nuestro día a día y en decisiones de gran calado, cada vez se exige más, tanto por parte de los expertos en cada materia como por parte de los usuarios, una explicación sobre cómo un sistema de IA completo ha llegado a una conclusión —predicción o clasificación— concreta. Sin embargo, los modelos más recientes están llegando a tal punto de complejidad que ser capaces de explicarlos comienza a ser un verdadero reto. En definitiva, los sistemas de IA empiezan a ser cada vez más una «caja negra», opaca, donde se desconoce qué está sucediendo dentro realmente. Por eso, cuando se buscan explicaciones sobre cómo está realizando las inferencias un sistema de IA, se habla de conseguir una IA transparente. 


			Si los usuarios de un sistema de IA entienden claramente las razones que conducen a un resultado particular y los casos en los que este sistema no funcionará, tienden a confiar más en las decisiones. La explicabilidad no solo contribuye a aumentar la confianza de los usuarios en un sistema de IA. También ayuda a garantizar que las decisiones tomadas por el sistema sean correctas, a detectar vulnerabilidades, corregir errores y formular mejores políticas que rijan el uso del sistema. 


			No obstante, cada una de estas cuestiones exige niveles de explicabilidad diferentes: no es lo mismo que un ingeniero de IA sea capaz de entender cómo funciona un sistema de IA, que hacer ver a un usuario final no ducho en este tipo de soluciones cómo el sistema está llegando a los resultados ofrecidos. Así, las explicaciones deben adaptarse a los diferentes niveles de experiencia y cualificación de los actores que interactúan de uno u otro modo con el sistema de IA. 


			En particular, la explicabilidad abarca tres cuestiones fundamentales: 


			 


			• cómo ha llegado el sistema de IA a una decisión concreta,


			• en qué datos de entrenamiento se ha basado para obtener los resultados y


			• qué métricas ha utilizado para determinar la validez de esos resultados. 


			 


			Una respuesta satisfactoria a estas tres preguntas determinará que el sistema de IA sea transparente. Veamos a continuación qué tipos de explicaciones —desde un punto de vista técnico— pueden contribuir a ello. 


			Una forma de clasificar las explicaciones es en cuanto a su interpretabilidad. Se dice que un modelo tiene interpretabilidad global cuando es posible explicar en términos generales cómo obtiene sus predicciones o resultados. Por el contrario, tendrá interpretabilidad local cuando solo seamos capaces de interpretar cada resultado obtenido basándose en las muestras proporcionadas. Aunque lo ideal sería que los modelos tuvieran interpretabilidad global —es decir, que su lógica pueda ser descrita mediante leyes o reglas generales—, esto es imposible en muchos casos, especialmente en los más complejos y, por lo general, debemos conformarnos con conseguir modelos con interpretabilidad local. 


			El profesor británico Chris Reed, en su artículo «How should we regulate artificial intelligence?» de 2018, propone otra forma de clasificar las explicaciones, basada en cuándo se proporcionan estas. Las divide en explicaciones ex-ante y ex-post. Las explicaciones ex-ante son aquellas sobre el uso, el funcionamiento y las características del sistema de IA que se facilitan antes de la puesta en producción del sistema, con el propósito de generar confianza inicial. Estas explicaciones aseguran que el sistema esté bien diseñado, probado y validado. Las explicaciones ex-post se dan para explicar las características y circunstancias que han conducido a una decisión particular, con el sistema ya en producción. 


			Todas estas diferentes explicaciones tienen un objetivo común: proporcionar interpretabilidad y aportar transparencia a los modelos de IA, sobre todo a los más complejos, para incrementar la confianza de los usuarios. 


			 


			Métodos para la explicabilidad de la IA 


			 


			En la literatura científica se han propuesto bastantes métodos para conseguir que los sistemas de IA sean transparentes y explicables. Se describen a continuación los recogidos en el magnífico estudio realizado por Kaur et al., publicado en el ya citado artículo «Trustworthy Artificial Intelligence: A Review» en 2022, clasificados según la participación de «humano antes del bucle», «en el bucle» y «sobre el bucle» vistas anteriormente. 


			 


			• Explicaciones con «humano antes del bucle»: persiguen explorar y comprender los conjuntos de muestras antes de desarrollar el modelo de IA en cuestión (explicaciones ex-ante). Una técnica muy útil es la visualización gráfica de los datos para comprender mejor la distribución de sus atributos o características. Otra técnica es la estandarización o normalización, donde se modifican los rangos y magnitudes de los datos para entender mejor su dispersión y variabilidad a lo largo de las muestras. También se puede utilizar el etiquetado de datos, en el que cada valor del atributo de una muestra se etiqueta según su valor o propiedades cualitativas. Otro enfoque que puede aportar bastante claridad a cómo van a ser utilizados los datos consiste en la creación de una hoja de datos que contenga toda la información relacionada con el proceso de recopilación, características y uso recomendado de los datos.


			• Explicaciones con «humano en el bucle»: se trata de construir un sistema de IA del que se sea capaz de dar explicaciones sobre las decisiones que toma. Esta aproximación funciona bien solo con los modelos más sencillos, como árboles de decisión, modelos lineales y sistemas expertos. En ocasiones, es posible aproximar modelos más complejos mediante este tipo de esquemas, ya sea mediante árboles, conjuntos de reglas —sistemas expertos— o aproximaciones lineales. De todas ellas, la aproximación de un sistema complejo mediante un árbol de decisión tiene la ventaja de ser bastante gráfica. El problema con esta técnica es que solo se puede utilizar cuando la complejidad del sistema de IA en cuestión y la dimensionalidad de las características están dentro de un rango comprensible para las personas. En casos más complejos, incluso la representación gráfica o mediante reglas se vuelve también incomprensible.


			• Explicaciones con «humano sobre el bucle»: estas técnicas asumen que el sistema de IA es una caja negra, es decir, resulta tan complejo que no es posible «meterse dentro» para entenderlo. Se observan entonces solamente sus entradas y sus salidas y, a partir de ellas, se genera lo que se denomina un modelo «proxi». Este modelo proxi es un intento de dar cuantas más explicaciones lógicas posibles a lo que hace el modelo, incluso generando suposiciones que no tienen por qué ser ciertas. Podríamos decir que un ejemplo de modelo proxi es el conjunto de reglas que hace la astrología para predecir el futuro mediante la posición de los astros: los antiguos observaban el cielo y trataban de establecer correlaciones entre la posición de las estrellas y planetas y fenómenos como plagas, inundaciones, malas cosechas, tormentas, guerras, etcétera. No tenían idea alguna de cómo estaban relacionadas, pero establecían un «modelo proxi». Así, aunque la mayoría de las veces no existía correlación entre los fenómenos y el cielo, en otras, como en las crecidas del Nilo que regaban las huertas del antiguo Egipto, estaban directamente relacionadas con el primer momento del año en el que la estrella Sirio aparecía por el horizonte justo antes del amanecer (orto heliaco, en términos astronómicos, o la fiesta del «peret sopdet» para los antiguos egipcios). Estas técnicas de «humano sobre el bucle» pueden seguir cuatro enfoques: explicabilidad de la importancia de características, explicabilidad basada en ejemplos, explicabilidad basada en reglas y explicabilidad basada en visualización, que se detallan a continuación. 


			 


			Dada la cantidad de enfoques para la explicabilidad basada en «humano sobre el bucle», se listan aparte a continuación: 


			 


			• Explicabilidad de importancia de características: estos métodos proporcionan explicabilidad mediante asignaciones de valores de importancia a las características o variables de entrada. Estos valores reflejan qué características han tenido un papel más relevante en la determinación del resultado (salida de la ANN). Un método frecuente para determinar estos valores es realizar el denominado «análisis de sensibilidad o de Monte Carlo», consistente en variar levemente el valor de una sola característica y comprobar si la salida varía mucho o poco. De esta forma, se puede dar un valor de importancia mayor a aquellas entradas o características que producen más variaciones en las salidas.


			• Explicabilidad basada en ejemplos: estos métodos proporcionan explicaciones e interpretaciones mediante la selección de algunas muestras que se consideran representativas del conjunto de datos de entrada y el seguimiento de sus resultados correspondientes, mediante una aproximación al modelo más sencilla que sí sea comprensible. Es decir, puesto que se considera imposible tratar de explicar el sistema original al detalle, se eligen muestras representativas de todo el espectro y se trata de «inventar» o «descubrir» un sistema simple —y comprensible— que proporcione las mismas salidas que el original. Sería como una versión de «prototipo simplificado» del sistema —una versión para dummies—, para que nuestra mente pueda comprender cómo funciona más o menos el sistema complejo original.


			• Explicabilidad basada en reglas: estos métodos se basan en tratar de extraer información del modelo y generalmente se aplican a las ANN. Para ello, existen técnicas como «romper» la ANN en trozos y observar qué ocurre en las salidas de cada trozo o analizar las salidas en determinadas capas ocultas de la red, como vimos en las ANN de reconocimiento de objetos en imágenes, se comprueba que en las primeras capas ocultas la red reconoce líneas, círculos, etcétera, en las siguientes reconoce caras, coches, etcétera, y en las más profundas puede reconocer de qué persona o modelo de coche se trata, por ejemplo. Aunque realmente este enfoque no es puramente «sobre el bucle», sino que se entra en la caja negra para ver «qué está pasando dentro», se suele incluir en esta categoría porque seguimos sin tratar de identificar una lógica para explicar el modelo y solamente observamos entradas y salidas aunque, en este caso, sean dentro de la propia ANN.


			• Explicabilidad basada en visualización: estas técnicas añaden explicabilidad mediante la representación gráfica del funcionamiento interno de sistemas de IA opacos. Por ejemplo, se pueden generar gráficos ilustrando la importancia de características y cómo afectan al rendimiento del sistema. Aunque estas técnicas comienzan a tener más limitaciones conforme los sistemas se vuelven más complejos, siempre ayuda disponer de algún mecanismo que aporte una representación visual del funcionamiento de una caja negra. 


			 


			Para concluir este capítulo, conviene resaltar que todos estos métodos para conseguir una IA transparente suelen estar muy orientados a que el personal cualificado, ya sean ingenieros, desarrolladores o expertos en la materia, comprendan cómo están funcionando los sistemas de IA. Sin embargo, muchas veces resulta extremadamente complicado que el sistema sea comprensible para el usuario final y, con frecuencia, este aspecto es bastante olvidado y camuflado simplemente con acciones de marketing, efecto red para atraer a grandes comunidades de usuarios rápidamente y otras prácticas que hacen que la explicabilidad quede al margen. Además, la lentitud de los organismos reguladores para obligar a cumplir estas cuestiones de una manera efectiva provoca una brecha oscura, de la que surgen todos los miedos y las noticias alarmantes. 


			Por otro lado, tampoco está del todo claro que convenga garantizar una IA transparente, ya que muchos de estos sistemas constituyen gran parte de la ventaja competitiva de las empresas que los explotan y dar demasiada información acerca de cómo funcionan puede suponer un serio riesgo de ser copiados. A este hecho se suma que el mecanismo de protección pública de invenciones, lo que se denominan «patentes de utilidad», no son capaces de proteger eficazmente los modelos de IA, pues, por una parte, como hemos visto, son difíciles de explicar hasta el nivel de detalle que una patente exige y, por otra, como también hemos visto, la funcionalidad y rendimiento de los sistemas de IA dependen en un porcentaje amplio del proceso y muestras de entrenamiento, que no son cuestiones patentables. 


			Tenemos, por tanto, una cuestión abierta que seguramente tardará varios años en madurar y, por consiguiente, irá evolucionando a un ritmo elevado de un momento a otro, con mayores o menores injerencias de todos los actores interesados. 


			
	 

	 	
	 
   


			Sexta parte 


			Inteligencia artificial en la empresa y la sociedad 


			 


			La parte anterior concluye el estudio de las cuestiones técnicas de la IA y, en esta parte, se abordan las cuestiones prácticas para utilizar la IA. Los primeros tres capítulos se centran en la aplicación de la IA para la mejora de los procesos en la empresa, los puntos clave para su adopción y qué cuestiones es necesario tener en cuenta en torno a la IA para obtener el máximo beneficio de ella. 


			Para concluir, los dos últimos capítulos cubren dos cuestiones del máximo interés sobre la IA: cómo se deben abordar la ética y la regulación de la IA con la información de la que disponemos actualmente y qué nos depara el futuro en materia de IA. 


			
	 

	 	
	 
   


			Capítulo 22 


			Beneficios de la inteligencia artificial para la empresa 


			 


			El objetivo principal de la IA aplicada al entorno empresarial es mejorar la eficiencia operativa de las organizaciones, ya sea aumentando el volumen de ventas, minimizando el coste, automatizando procesos, ahorrando tiempo o facilitando mejores decisiones gracias al procesamiento de datos avanzado. La IA ya está implementándose en numerosas organizaciones, tanto grandes corporaciones como pymes y administraciones públicas. Existen soluciones de IA no solo para mejorar la efectividad de campañas de marketing o motores de recomendación en entornos de comercio electrónico para incrementar las ventas. También se aplica la IA en la industria, para mejorar la eficiencia y rapidez de las plantas automatizadas de robots industriales, responsables de fabricar vehículos, piezas o alimentos, por ejemplo. También se utiliza la IA para descubrir y diseñar nuevos medicamentos, productos químicos e incluso alimentos. La IA alcanza asimismo al sector financiero, tanto para detectar fraude en el uso de tarjetas de crédito o evaluar el riesgo de un cliente al solicitar un préstamo como para ayudar a la hacienda pública a detectar posibles fraudes fiscales. En el ámbito de los medios de comunicación, la IA se está utilizando para automatizar la elaboración de noticias a partir de fuentes, crear ilustraciones y secuencias de vídeo, detectar noticias falsas, etcétera. En definitiva, la IA, al igual que la inteligencia humana, tiene cabida prácticamente en todas las tareas que se realizan en la sociedad. 


			Sin embargo, no todos están aprovechando la IA por igual. Varios estudios elaborados recientemente muestran que el desconocimiento y la falta de experiencia en el uso de la IA, el coste y tiempo necesarios para acometer este tipo de proyectos, una infraestructura difícil de integrarse con la IA y la falta de recursos humanos y materiales en la empresa son los principales retos para la adopción de la IA. Y, lógicamente, por su propia naturaleza, estos retos son mayores para las pymes. 


			Aunque, como se ha indicado, la IA puede ser una ventaja estratégica en muchos campos, como el comercio electrónico, las operaciones, las finanzas, etcétera, su aplicación al marketing, a través de soluciones comerciales sencillas que incorporan técnicas de IA, puede ser el punto de arranque en el uso de la IA para muchas pymes. Estas soluciones permiten a los responsables de la toma de decisiones comprender mejor el comportamiento de compra de sus clientes, ayudándoles a formular mejores estrategias y así adquirir más clientes y retener a los existentes. 


			Para comprender cómo la IA puede ayudar no solo en este campo, sino en muchos otros dentro de las organizaciones, se puede seguir la clasificación descrita en [26]. Sus autores clasifican los impactos de la IA en dos niveles: a nivel de proceso (primer orden) y a nivel de toda la empresa (segundo orden). Veamos cuáles son estos a continuación. 


			 


			Beneficios de primer orden 


			 


			Los beneficios de primer orden obtenidos por el uso de la IA son aquellos que impactan a nivel de proceso dentro de las organizaciones. Se pueden identificar tres tipos de beneficios en este ámbito: mejora de la eficiencia de los procesos, generación de conocimiento y transformación de los procesos de negocio. 


			En todos ellos, las organizaciones emplean los denominados «indicadores claves de rendimiento» o KPI, por las siglas de «key performance indicators», en inglés. Estos KPI son variables o métricas utilizadas para medir cómo evoluciona la eficiencia, eficacia, capacidad, productividad, calidad, rentabilidad, etcétera, de los procesos dentro de la empresa. Un KPI, por ejemplo, puede ser el número de nuevos clientes conseguidos cada mes. Otro puede ser el coste medio de fabricar un producto en cada momento. Otro, cuántos empleados han dejado la organización en el trimestre. En definitiva, todo aquello que se pueda medir a lo largo del tiempo y que sirva para monitorizar cómo evoluciona el rendimiento de un proceso dentro de la empresa. 


			En relación con la mejora de la eficiencia de los procesos, la IA permite automatizar tareas, sustituyendo parte del trabajo humano por una máquina. De esta manera, las organizaciones pueden liberar tiempo dedicado por algunos empleados a tareas de poco valor y permitirles centrarse en otras actividades que aporten más valor a la organización o a ellos mismos en su desarrollo personal. Esto se trasladará en una mejora de la productividad por empleado, pues normalmente una IA bien entrenada para una tarea puede realizarla muchísimo más rápidamente que un empleado, sin necesidad de descansos, turnos, o vacaciones. Además, puede ir perfeccionando el resultado de la tarea constantemente, aumentando aún más la productividad, al disminuir el número de errores. Esto es particularmente interesante en las industrias manufactureras y las operaciones de la cadena de suministro, pero no exclusivamente aplicable a este tipo de procesos. La IA puede reducir el tiempo necesario para completar algunos procesos comerciales clave, incluyendo el rellenado y procesamiento de formularios de contacto o de órdenes de compra, la selección óptima de opciones de un producto para un cliente, el seguimiento comercial de posibles clientes interesados, e incluso la priorización de comandas en la cocina de un restaurante. 


			En cuanto a la generación de conocimiento, ya se ha visto que uno de los principales beneficios de la IA es que puede identificar patrones ocultos para las personas en grandes volúmenes de datos. El descubrimiento de esta información previamente desconocida ayudará a tomar decisiones más efectivas. Según el profesor de la Universidad de Colonia, Ulrich Lichtenthaler, «incluso si dos empresas tienen acceso al mismo conocimiento interno y externo, pueden alcanzar posiciones competitivas diferentes si una empresa tiene una inteligencia superior que permite conocimientos específicos como base para movimientos competitivos específicos de los que carece la otra empresa». La IA puede ser un gran diferenciador en este sentido. 


			Vemos, por tanto, que la IA no solo ayuda a aumentar la inteligencia de los responsables de la toma de decisiones en la organización, sino que también les ayuda a procesar rápidamente las cantidades ingentes de datos que se producen continuamente cada vez más tanto dentro como fuera de la misma —lo que se conoce como big data— y que son frecuentemente de altísimo valor si son procesadas a tiempo. Una tarea que comienza a ser materialmente imposible para las personas, pero que los ordenadores pueden hacer a gran velocidad. Esto conduce a pensar que la IA permite una toma de decisiones mejor y más rápida, es decir, las organizaciones que utilizan la IA para generar conocimiento están mejor posicionadas para detectar y responder rápidamente a las dinámicas del mercado. 


			Por último, en lo que respecta a la transformación de los procesos de negocio, las capacidades de la IA para llegar a conclusiones y predecir el mejor escenario ante cuestiones muy complejas permite rediseñar procesos de negocio con la intención de cambiar radicalmente la forma en que se ejecutan en la actualidad. La IA aporta un nuevo conjunto de habilidades y capacidades para que dirección, empleados e IA colaboren en el trabajo, transformando los procesos y el propio organigrama de la empresa. Por ejemplo, gracias a la rapidez para detectar patrones de consumo en los clientes de un establecimiento, se puede enfocar a la fuerza de ventas para que posicione determinados productos a determinados clientes u horas del día. También es posible que los ingenieros en una cadena de producción se centren en la programación de nuevos métodos de producción y piezas que fabricar, ya que el ajuste fino para mejorar la calidad de fabricación puede ser realizado por una IA. 


			 


			Beneficios de segundo orden 


			 


			En cuanto a los beneficios de la IA a nivel corporativo, es decir, los que impactan a toda la empresa en su conjunto, podemos clasificarlos en cuatro grupos: mejoras operativas, mejoras financieras, mejoras frente al mercado y mejoras de la sostenibilidad. 


			Las mejoras operativas son aquellas que contribuyen al desarrollo de nuevos productos o servicios o la mejora de la calidad de los existentes. Gracias a la capacidad de la IA para procesar enormes cantidades de datos e identificar patrones o tendencias, es posible utilizar un sistema de IA para encontrar oportunidades de negocio en forma de huecos en el mercado. Por ejemplo, al descubrir cambios en las preferencias de los clientes, una empresa puede encontrar oportunidades para entrar en un mercado con segmentos de clientes rentables que aún estén sin explotar. Otra forma de utilizar la IA para mejorar productos o servicios es precisamente añadir a estas funcionalidades basadas en IA. Por ejemplo, se puede mejorar el servicio al cliente con aplicaciones como sistemas de recomendación, chatbots o agentes que vayan guiando al usuario a lo largo de su experiencia de compra, ofreciéndole combinaciones de productos, configuraciones, colores, etcétera. Además, los sistemas de recomendación basados en IA no solo pueden ayudar a los clientes, sino también a los propios desarrolladores de productos, ya sea proporcionando ideas acordes a las preferencias de los clientes o simplemente ayudándolos a mejorar la creatividad de los diseños. 


			Por otra parte, la IA también puede mejorar la calidad de los productos y servicios ya existentes. Por ejemplo, la empresa Spotify, que ofrece música en directo a través de su app, ha incorporado una mejora sobre las listas de canciones que crean los usuarios, consistente en sugerir algunas canciones más buscadas por su sistema de IA, teniendo en cuenta las canciones que ya ha incluido el usuario en la lista y lo que han escuchado otros usuarios con listas parecidas. En definitiva, la incorporación de técnicas de IA sobre productos y servicios está multiplicando las posibilidades de personalización de tales productos y servicios que de otra forma sería imposible. 


			En lo que respecta a las mejoras financieras de la empresa, la IA puede contribuir tanto al aumento de los ingresos como a la reducción de los costes, tal y como ya se ha indicado. Sin embargo, hasta el momento se han realizado pocos estudios que traten de forma cuantitativa el impacto de la IA sobre parámetros concretos del rendimiento financiero de las empresas, como el retorno de la inversión (ROI, por sus siglas en inglés), el margen o el beneficio bruto, por citar algunos. Sin embargo, cada vez es más frecuente encontrar soluciones de analítica financiera que incorporan algoritmos de IA en sus predicciones e identificación de patrones de comportamiento de las ratios financieras de la empresa, para ayudar a proporcionar a los directivos más herramientas orientadas a la toma de decisiones basadas en datos, lo que en inglés se denomina comúnmente «data-driven company», literalmente «empresa guiada por datos». 


			Cuando se aplica la IA para conseguir mejoras frente al mercado, el pilar central es utilizar sistemas de IA para segmentar a los clientes en función de sus necesidades y preferencias para dirigirse a cada segmento con estrategias de marketing diferentes y personalizadas. La IA puede mejorar la segmentación de clientes procesando y aprendiendo de los datos existentes de los clientes y también de resultados de estudios sobre el conjunto de la población, ofreciendo sistemas preentrenados. Esta capacidad permite una segmentación más precisa que las técnicas tradicionales, basadas en parámetros socioeconómicos, de edad, geográficos, etcétera, porque las empresas pueden clasificar a los clientes con más granularidad, es decir, formando grupos, subconjuntos e incluso la posibilidad de ofrecer marketing «uno a uno», personalizando la experiencia al máximo. 


			Además, la IA no solo mejora la eficacia y precisión del marketing al dirigirse a los clientes adecuados con la estrategia adecuada. Como beneficio singular, a medida que cambia el comportamiento de los clientes, las sugerencias de segmentación que ofrece un sistema de IA se adaptan, manteniéndose en todo momento adaptadas a la realidad del mercado y las tendencias. 


			Otro ámbito donde la IA aporta grandes beneficios es en el grado de satisfacción del cliente, su lealtad con la marca y las políticas de retención de clientes. Mediante la IA, las empresas pueden aprender más sobre el comportamiento de sus clientes y utilizar esta comprensión para prevenir experiencias negativas. Esto se puede materializar de forma simple programando ofertas que traten de mitigar una experiencia negativa, pero también de manera más avanzada, por ejemplo, brindando servicios personalizados o premium para tratar de cubrir las expectativas del cliente. Por ejemplo, hay clientes que funcionan muy bien con los sistemas de autoservicio donde toda la interacción está automatizada por parte de la empresa, pero otros prefieren un trato personal y una interacción con un experto que los guíe en su proceso de compra. La IA es capaz de detectar en qué punto un cliente está experimentando dificultades o insatisfacción durante el proceso automatizado y cambiarlo al grupo de clientes a los que atender personalmente. 


			El ejemplo anterior pone de manifiesto un caso en el que la IA puede producir un impacto negativo en la empresa, que es la utilización indiscriminada de chatbots impulsados por IA. Aunque estos chatbots aportan inmediatez frente al uso del correo electrónico o la incomodidad de mantenerse en espera al teléfono, algunos clientes pueden encontrar la experiencia frustrante e ineficaz, sobre todo cuando se abusa de ellos con el único objetivo de reducir costes y minimizar la atención al cliente. Aunque la IA puede utilizarse, en los términos indicados, para mejorar la satisfacción del cliente, con más frecuencia de la esperable, hay directivos que creen que la IA será su salvación para evitar tratar con los clientes o para cubrir su incompetencia en la gestión de sus relaciones con estos. Y la IA, por ahora, no tiene unas destrezas tan avanzadas. 


			Por último, en relación con las mejoras de la sostenibilidad, la IA puede ayudar a que las empresas realicen sus negocios centrándose al mismo tiempo en cuestiones medioambientales y sociales. La IA puede utilizarse, por ejemplo, para minimizar el consumo energético, la contaminación y los residuos. Esto se consigue gracias a su capacidad de predecir patrones y comportamientos, adaptando el consumo energético a los hábitos esperados, por ejemplo, adecuando la climatización de unos grandes almacenes en función del número de personas esperadas en cada hora o día de la semana, de si es periodo de rebajas y de la temperatura y humedad exteriores. También se puede utilizar la IA para realizar mantenimiento predictivo en fábricas, consistente en utilizar una ANN cuyas entradas son medidas del rendimiento de cada máquina y su salida indica si se debería sustituir alguna pieza antes de que falle. 


			¿Cómo ayuda esto a la sostenibilidad? Aunque pueda parecer que, con esta medida, se van a sustituir más piezas de lo necesario, la realidad es que, en los procesos de manufactura, una parada inesperada de la planta es un auténtico desastre: hay que pagar a técnicos cualificados cuya hora de trabajo en intervenciones de urgencia es muy cara. Además, suelen tener que desplazarse desde lugares remotos, en ocasiones desde un país lejano. Si la planta es de alimentación o productos perecederos, el tiempo que esté parada, seguramente habrá que tirar gran parte de las materias primas que quedaron a medio elaborar. Tanto si lo es como si no, la parada inesperada de la máquina puede poner en riesgo el suministro de productos terminados, provocar roturas de stock, con traslados y operaciones extraordinarias que, además, producirán pérdidas y posibles sanciones a la empresa, si se trata de grandes entregas sujetas a contratos marco con clientes importantes. Por último, es bastante común que, cuando falla una pieza en una máquina industrial, se produzcan otros fallos en cadena, por ejemplo, se rompe una correa de distribución y el motor que la movía se sobrecalienta por girar en vacío y se quema, o del latigazo que produce la ruptura de la correa se desprende un tubo o un cable cercano, o se atasca en un engranaje y es necesario desmontar todo el engranaje para extraerla, etcétera. En definitiva, el mantenimiento predictivo no solo ahorra costes para la empresa; también reduce residuos y desplazamientos en medidas considerables. 


			Otro punto en el que la IA puede ayudar a la sostenibilidad es en la potenciación de la economía circular, consistente en reciclar y reutilizar materiales. Estas dos cuestiones han sido tradicionalmente muy complejas de implementar. Sin embargo, la IA es excelente identificando objetos y patrones, lo que le permite clasificarlos con gran precisión y rapidez. De esta manera, es posible detectar materiales y objetos que pueden ser reciclados y también optimizar servicios que explotan redes de intercambio de productos de segunda mano. De esta manera, una empresa puede definir qué productos necesita y en qué estado de conservación y obtener, a modo de motor de recomendación, de qué otras empresas puede obtenerlos al mejor precio. 


			Para concluir, otro punto donde la IA puede aportar sostenibilidad es mejorando la seguridad y las condiciones laborales de los empleados expuestos a graves riesgos. Por ejemplo, es posible utilizar robots movidos por IA en determinados procesos de fabricación a altas temperaturas o con gases tóxicos, o en la limpieza de fachadas de edificios, en la construcción, o en las tareas de rescate en alta montaña o tras desastres naturales. También, como se ha visto, la IA puede hacerse cargo de las tareas más rutinarias y desmotivadoras de muchos empleados, permitiéndoles centrarse en otras donde aporten más valor y puedan sentirse más motivados y valorados por la empresa. 


			 


			Ejemplos de beneficios de la IA para la empresa 


			 


			A modo de resumen de todo lo anterior, se describen a continuación algunos beneficios significativos de la IA para la mayoría de las empresas: 


			 


			• Apoyo en la toma de decisiones: la toma de decisiones es una de las funciones clave de la dirección de cualquier organización. Cada vez se generan más datos a más velocidad y resulta imposible procesarlos manualmente. La IA permite analizar estas cantidades ingentes de datos de manera rápida para extraer información relevante para la toma de decisiones.


			• Mejora de las relaciones con los clientes: más allá de los chatbots, que pueden aportar beneficios cuando se utilizan de manera adecuada, la IA ayuda a las empresas a comprender mejor las necesidades de los clientes, su comportamiento de compra y resolver consultas e incidencias de manera eficaz.


			• Mejora de los recursos humanos: la IA ayuda en los procesos de selección, identificando previamente los mejores candidatos para cada puesto. También ayuda a planificar la formación personalizada para cada empleado según sus habilidades, formación y experiencia y el nivel requerido para su puesto. Dentro del área de recursos humanos, es también importante destacar el papel de la IA para ayudar a determinar los objetivos comerciales o de rendimiento de los empleados, la gestión de bonificaciones y beneficios y evitar sesgos, subjetividad y discriminación.


			• Optimización del inventario: la IA permite rastrear y administrar el inventario de manera eficaz y eficiente, prediciendo las necesidades de adquisición de materiales, ayudando en los planes de producción y almacenamiento y, consecuentemente, reduciendo el stock de seguridad al mínimo, sin romper la cadena de suministro.


			• Mejora de la ciberseguridad: por último, la ciberseguridad es una de las preocupaciones crecientes de las personas y organizaciones en todo el mundo. La IA ya se encuentra presente en la mayoría de las soluciones de ciberseguridad para proteger los datos y combatir las amenazas, detectando comportamientos extraños y posibles riesgos de seguridad. Mientras los ciberatacantes utilizan también IA para identificar patrones y predecir situaciones de vulnerabilidad para las organizaciones, los proveedores de soluciones de ciberseguridad la aplican para lo contrario: detectar patrones típicos de ataques o situaciones de vulnerabilidad que deban ser evitadas o protegidas. 


			 


			Como se puede intuir fácilmente, todas estas cuestiones son aún más necesarias en empresas pequeñas y medianas que, por definición, cuentan con menos recursos para acometer estas tareas que las grandes. Sin embargo, todas las empresas pueden beneficiarse de la IA, teniendo las grandes empresas normalmente más recursos para adquirir o desarrollar soluciones de IA que las pymes. Esto implica que la IA no será un disruptor del mercado, que vaya a cambiar el statu quo del panorama empresarial, sino un catalizador que acelerará las dinámicas y, por lo tanto, dejará fuera del terreno de juego a todas aquellas empresas que no incorporen IA en sus procesos. Algo parecido a lo que supuso la llegada de la electricidad, el ordenador y, más recientemente, internet. 


			
	 

	 	
	 
   


			Capítulo 23 


			Habilitadores y barreras para su adopción 


			 


			En el campo de la IA es difícil separar los habilitadores y barreras para su adopción. Esto es así porque los motivos subyacentes tras algunas barreras han pasado a convertirse en facilitadores. Dentro de la IA se enmarca un conjunto de tecnologías y prácticas disruptivas y, por lo tanto, esto no debe extrañar. Por ejemplo, ya se ha visto que una de las limitaciones clásicas para el desarrollo masivo de las ANN —núcleo clave del éxito de la IA en la actualidad— fue la elevada carga computacional que conllevan. Con el paso del tiempo, los ordenadores se han vuelto cientos de miles de veces más potentes y esta cuestión ha dejado de ser una barrera para convertirse en un habilitador, pues en la actualidad resulta muchísimo más económico implementar una solución de IA para realizar una tarea que hacerla manualmente. 


			Este capítulo se organiza siguiendo esta dualidad barrera-habilitador de las distintas cuestiones asociadas con la IA, para que sirva además de métrica sobre el estado de madurez en el que nos encontramos y qué podemos esperar en futuros desarrollos. 


			 


			La cuestión tecnológica 


			 


			La infraestructura tecnológica o hardware que sirve de apoyo físico para ejecutar los algoritmos de IA e implementar las ANN es un requisito indispensable. Sin ella, la IA no dejaría de ser una mera teoría con algunas pruebas de laboratorio, como lo ha sido durante más de medio siglo. Ya se ha visto que los algoritmos de IA se basan en modelos matemáticos complejos que utilizan datos masivos para ser entrenados. Por lo tanto, la infraestructura necesaria suele requerir una elevada capacidad computacional, no solo para ejecutar los miles de millones de operaciones matemáticas y lógicas necesarias, sino también para almacenar y mover los datos de entrenamiento en los discos duros y memorias de los sistemas a gran velocidad. Y esto no ha sido posible hasta hace bastante poco tiempo. 


			Otro aspecto que ha limitado bastante el desarrollo de la IA es la incapacidad de disponer de sistemas escalables. Esto quiere decir que sean capaces de crecer de manera rápida y sencilla, conforme crezcan las necesidades. Ya se ha visto que una particularidad de la IA es que cuantos más datos procesa, mejores resultados proporciona y más complejas pueden ser las arquitecturas de las ANN que incorpora. Por eso, la falta de escalabilidad de los antiguos sistemas, donde los algoritmos debían desarrollarse desde cero y ser entrenados con aprendizaje supervisado y etiquetado manual de muestras, ha dado paso a los modernos sistemas preentrenados, donde incluso el proceso de entrenamiento se automatiza y unas ANN entrenan a otras. Esto, por supuesto, exige una capacidad computacional sin precedentes y es algo que también se está solucionando de manera más eficaz cada día, con chips específicos para ANN y algoritmos optimizados para aprovechar al máximo sus capacidades. Además, los gigantes tecnológicos han hecho una apuesta total por la IA y ofrecen soluciones en la nube que aportan una escalabilidad prácticamente infinita para cualquier usuario o empresa que desee utilizar sus infraestructuras base o motores de IA. 


			A esto se le suma el desarrollo de técnicas para utilizar la computación paralela, es decir, ejecutar los cálculos de un sistema de IA en varios ordenadores a la vez, de manera coordinada, de tal forma que, juntos, ofrezcan la misma potencia que un superordenador. Así, herramientas como Hadoop o Spark permiten que cualquier iniciativa de IA que requiera una potencia computacional desorbitada pueda contar con un superordenador «virtual» formado por un grupo de ordenadores convencionales, mucho más asequibles económicamente. 


			En definitiva, disponer del hardware más potente, adaptado a los cálculos que necesitan las ANN —sencillos pero masivos, como ya se ha visto— y asequible económicamente es uno de los facilitadores más importantes para el despliegue masivo de la IA. Si comparásemos las soluciones de IA con el mundo de la cocina, los algoritmos serían las recetas de cocina, el hardware serían las sartenes y cacerolas y los datos serían los ingredientes. Hasta hace muy pocos años teníamos muchas recetas de cocina, pero muy pocos ingredientes y utensilios muy pequeños, caros y simples. Cuando hemos sido capaces de fabricar mejores cacerolas y sartenes, también hemos podido cocinar mejor, utilizando recetas más complejas. Y no hablemos cuando alcancemos el nivel de un robot de cocina, donde utensilios y recetas —hardware  y algoritmos— están perfectamente integrados... Pero ¿qué pasa con los ingredientes, es decir, los datos? 


			 


			La necesidad de datos 


			 


			Ya se ha visto que el núcleo de la IA son los datos. Mientras una ANN puede tener una u otra arquitectura más o menos parecidas entre ellas, su rendimiento dependerá casi en su totalidad de los datos con los que es entrenada. También se ha visto que las ANN necesitan conjuntos muy grandes de datos para aprender, muchísimos más que las personas. Por eso, un facilitador esencial de la adopción de la IA, tanto en una organización como en la sociedad en general, son los datos disponibles, por ejemplo, procedentes de sensores, bases de datos, redes sociales o páginas web. Aquí tiene un papel fundamental el big data, que se suele caracterizar en la bibliografía por lo que se denomina «las tres uves»: volumen, variedad y velocidad. Por su naturaleza, estos datos son poco prácticos para las personas, incapaces de manejar manualmente tal cantidad de datos en poco tiempo, pero ideales para la IA. Un reto habitual en el pasado y más frecuente de lo que cabría esperar en la actualidad es la falta de datos de entrenamiento suficientes para los sistemas de IA. 


			Esta falta de datos, que tradicionalmente se debía a que el mundo no estaba digitalizado, ha ido superándose con los años y, en el presente, casi todo se encuentra ya en soporte digital y, por lo tanto, tratable por los sistemas de IA. Se habla incluso de una segunda vuelta de tuerca en la revolución de la IA, cuando se desarrollen los mundos virtuales y las personas —y máquinas— pasemos gran parte de nuestra vida diaria en el Metaverso. En un entorno donde todo —el 100%— es digital, la IA podría aprender a hacer prácticamente cualquier tarea en poco tiempo. Mientras tanto, existen iniciativas para construir los denominados «gemelos digitales» de máquinas, edificios, ciudades o incluso el fondo marino, réplicas digitales de objetos o entornos físicos, con el objeto de que sea posible utilizar sistemas de IA para mejorarlos de alguna forma. 


			Sin embargo, otra cuestión relacionada con la falta de datos para entrenar los sistemas de IA en la actualidad está relacionada con la disponibilidad y la calidad de esos datos. Mientras algunas organizaciones custodian con celo los datos generados en sus procesos de negocio, como las preferencias de sus clientes, los parámetros de fabricación de sus productos, etcétera, constituyendo esos datos una parte importante de su ventaja competitiva al utilizarlos para entrenar sus sistemas de IA, otras se dedican a envenenar los repositorios de datos, es decir, alterarlos o introducir datos incorrectos a propósito, con el fin de confundir el entrenamiento de un sistema de IA o provocar sesgos no deseados. Como ya se ha visto, la calidad de los datos es crucial para proporcionar predicciones confiables y existe un dicho en inglés que, traducido, reza «basura entra, basura sale» en relación con el entrenamiento de los sistemas de IA. 


			Aunque el envenenamiento de datos es un fenómeno que se va extendiendo poco a poco conforme aumenta el mercado de la IA, es una cuestión altamente preocupante. En ocasiones, se produce de manera inintencionada, simplemente porque hay sensores o sistemas que proporcionan datos erróneos por un fallo en su algoritmo o en su hardware. En otras, son la consecuencia de un ciberataque en toda regla. Por estos motivos puede afectar tanto a repositorios de datos públicos como privados de determinadas organizaciones. 


			La calidad de los datos no solo depende de si han sido o no envenenados. Los problemas más comunes relacionados con la calidad de los datos consisten en datos incompletos, formatos incompatibles, etiquetado incorrecto de muestras y ruido, es decir, errores normales producidos al obtener el dato por la propia fiabilidad del sensor o fuente. 


			La realidad es que reconocer estos problemas de calidad puede resultar todo un reto. Por lo tanto, los científicos de datos y los expertos en la materia para la que se vaya a aplicar el sistema de IA deben colaborar estrechamente para identificar posibles problemas de calidad de los datos y mecanismos automatizados de monitorización y alerta sobre los niveles de calidad. 


			Esto es especialmente relevante cuando el sistema puede producir un sesgo legal o socialmente inaceptable, así como cuando el sistema de IA en cuestión va a realizar tareas críticas que pueden tener resultados fatales. 


			Como se ve, la creciente disponibilidad de datos masivos es un facilitador para la adopción de soluciones de IA, pero, a su vez, puede suponer una barrera si no se consigue garantizar la suficiente calidad en los propios datos. 


			 


			Disponibilidad de recursos 


			 


			Al igual que con otras innovaciones, la adopción de la IA necesita suficientes recursos humanos y económicos. Dada su naturaleza disruptiva y su estado de madurez emergente, es complicado determinar con exactitud la cantidad de recursos y el presupuesto necesario para acometer un proyecto de IA dentro de una organización. En relación con los recursos humanos, los roles tampoco están completamente definidos, pues las tecnologías y soluciones son tan cambiantes como las propias aplicaciones y necesidades que cubren. Es frecuente encontrar que los propios técnicos y empleados aprendan mientras trabajan en el desarrollo de las soluciones de IA para la empresa. No obstante, la implementación de un buen proyecto de IA depende en gran medida de las habilidades de los recursos humanos empleados. Así, se necesitan empleados con habilidades técnicas, como los conocimientos para bibliotecas de algoritmos de IA como TensorFlow, PyTorch o Keras y motores preentrenados, como GPT, Bard y Gemini. También se necesitan expertos en el proceso de negocio donde vaya a estar involucrada la solución de IA, que comprendan las tareas, los flujos de trabajo y la lógica del proceso. Esto implica evaluar la disponibilidad interna de experiencia para garantizar que los empleados técnicos, así como el personal directivo, sepan no solo cómo utilizar estas nuevas herramientas y tecnologías, sino también a qué funciones van a ir destinadas. 


			Por lo tanto, el factor económico y la disponibilidad o no de buenos profesionales constituyen barreras o facilitadores para el desarrollo de la IA, según la situación en la que se encuentre la organización. 


			 


			Apoyo de la alta dirección 


			 


			Uno de los principales habilitadores —o barreras— para la adopción de la IA, destacado de forma recurrente en la literatura científica e informes de mercado, es si se cuenta o no con el apoyo firme de la alta dirección. La adopción de la IA tiene un gran calado generalmente dentro de varios departamentos de la organización y es un proceso complicado, en el que se deben afrontar muchos retos, tanto organizativos como tecnológicos. Por ello, es fundamental la involucración activa de los altos directivos en la exploración de tecnologías de IA, el establecimiento de una cultura favorable al cambio y a la adopción de este tipo de soluciones y el apoyo directo y visible a todos los promotores internos de la iniciativa. 


			La alta dirección puede facilitar la adopción de una solución de IA asignando los recursos necesarios y proporcionando el capital y el empoderamiento de los actores clave dentro de la organización. Por el contrario, la pasividad o involucración leve de los altos directivos en este tipo de proyectos puede contribuir al fracaso del proyecto y constituir una barrera para la adopción de la IA. 


			Alineado con el papel de la alta dirección en el apoyo de la implementación de las soluciones de IA en la organización, es necesario que exista una estrategia de IA que describa cómo la organización adoptará e implementará la IA. Las acciones contenidas en esta estrategia deben alinearse con los objetivos existentes de la empresa, proporcionando los procesos, planes y plazos específicos para actualizar estos objetivos. Esto es otro factor clave para facilitar la adopción de la IA en la organización, pues frecuentemente se necesita hacer modificaciones de calado en el organigrama, dinámica de colaboración entre departamentos y las políticas de gobierno del dato (qué datos son relevantes y cómo son tratados dentro de la organización). 


			 


			Cultura innovadora 


			 


			La cultura en una empresa, región o país es una fuerza importante como habilitador o freno de la IA. La IA involucra una serie de tecnologías innovadoras, que posiblemente cambien las dinámicas en que las personas interactúan y los procesos de negocio; e incluso el modelo de negocio de alguna empresa. Por tanto, la comunidad debe ser capaz de responder a este cambio. Ya hemos vivido experiencias negativas en otros campos, como la quema de estaciones de comunicaciones 5G en algunos países europeos, donde las personas se oponen a una innovación por implicar un cambio demasiado grande sobre el statu quo. 


			Para que la IA tenga éxito en una organización o dentro de una comunidad, es necesario identificar a los individuos con pasión y voluntad para explotar ideas nuevas y oportunidades, es decir, personas con cultura innovadora. En una empresa, tener empleados dispuestos a aprender e innovar respaldará la implementación y el uso de aplicaciones de IA. Por lo tanto, las organizaciones con una cultura innovadora están mejor posicionadas para integrar la IA en sus procesos. 


			Por otra parte, la implementación de una solución de IA puede transformar los roles de algunos empleados en la organización. Es posible que sea necesario rediseñar roles y pueden surgir otros nuevos. Por ello, los empleados deben comprender el propósito de la IA, qué papel desempeñará y cómo cambiará su rol y responsabilidades dentro de la organización. Cada vez será más habitual que los empleados trabajen conjuntamente o basen sus decisiones en sistemas de IA, por lo que deben confiar en ellos y comprender cómo operan y obtienen sus resultados. 


			Sin embargo, la interacción entre personas e IA es una cuestión compleja, y generar confianza puede resultar difícil. La IA no experimenta emociones de la misma manera que una persona y tampoco tiene su misma capacidad de empatía. Por este motivo, la falta de confianza en la IA puede ser un inhibidor para su uso, alimentando la resistencia al cambio. 


			 


			Casos de uso y compatibilidad con procesos 


			 


			Otro factor que puede favorecer o frenar el uso de la IA es su idoneidad y adaptación a los procesos de negocio de una organización y los casos de uso que se hayan definido para la tecnología en cuestión. Un mayor ajuste entre la tecnología de IA propuesta y la tarea que hay que resolver se traducirá en mayores niveles de adopción y uso. Para que sea posible evaluar si una solución de IA puede ayudar en un proceso de negocio de una empresa —por ejemplo, para mejorar el seguimiento de clientes potenciales desde el área de ventas— es necesario definir casos de uso concretos de la solución en cuestión, para después evaluar su idoneidad para resolver el problema o tarea. Esto significa definir un problema exacto que la adopción de la IA pretende resolver. Debe describir lo que hará la IA y demostrar cómo sus algoritmos mejorarán la ejecución y los resultados del proceso de negocio sobre el que se vaya a aplicar. Por ejemplo, un caso de uso puede ser realizar el seguimiento de clientes que se han interesado por algún producto, ya sea consultándolo en la web o haciendo preguntas a través de los medios de contacto de la empresa, de manera que la IA consiga interactuar con esa persona para favorecer la venta. 


			En la actualidad, numerosos proveedores y desarrolladores de soluciones de IA están ideando y comunicando nuevos casos de uso de sus soluciones, muchas veces proponiendo soluciones creativas que abordan cuestiones que tradicionalmente se abordaban de manera muy diferente manualmente. Conforme la IA va copando más sectores y empresas, cada vez surgen más casos de uso que, a su vez, favorecen el uso de la IA en nuevos lugares y situaciones, alimentando una espiral de crecimiento acelerado. 


			 


			Presión competitiva 


			 


			Un factor que siempre mueve el mundo es la búsqueda de la competitividad. La presión competitiva se refiere a cómo una empresa se ve amenazada por sus competidores y las medidas que adopta como respuesta. La amenaza de perder una ventaja competitiva actúa como una fuerza que motiva a las empresas a innovar y puede hacer que sean más propensas a adoptar soluciones de IA para mantenerla. 


			Por otra parte, también existe un fuerte impulso por el lado de la demanda. Los clientes que compran bienes y servicios de una empresa buscan satisfacer sus necesidades de la mejor manera posible. La tendencia actual es que los clientes esperan servicios y productos cada vez más personalizados. Esto es un gran impulsor de la IA en las empresas, dada su capacidad para diseñar productos inteligentes y altamente personalizados. 


			 


			Cuestiones éticas y morales 


			 


			Aunque se dedica un capítulo un poco más adelante exclusivamente a las cuestiones éticas y regulatorias de la IA, por su relevancia, es necesario resaltar ambas en la lista de factores habilitadores o inhibidores de la IA. En efecto, los aspectos éticos y morales son esenciales a la hora de adoptar la IA. Los sistemas de IA tienen capacidades similares a las humanas, lo que significa que los límites entre personas y máquinas se vuelven difusos. Es necesario garantizar que las aplicaciones de IA se desarrollen siguiendo principios éticos y no incorporen sesgos ni discriminación. Como ya se ha visto, la IA se fundamenta en el entrenamiento basado en datos, por lo que puede generar resultados potencialmente sesgados y discriminatorios si el conjunto de muestras utilizado está desequilibrado o es discriminatorio. 


			Las organizaciones deben, además, velar por que las soluciones de IA implantadas estén alineadas con sus valores corporativos. Estas cuestiones éticas van más allá del puro diseño o entrenamiento ético de una ANN. Por ejemplo, no es éticamente aceptable para una empresa del sector del lujo que basa su propuesta de valor en la cercanía con el cliente utilizar un chatbot para atender incidencias en pedidos online. 


			Dado que muchas soluciones de IA son desarrolladas por terceros, se están poniendo en marcha estándares y aprobando regulaciones para garantizar que las aplicaciones de IA promulguen comportamientos que sean éticamente aceptables; en ocasiones, incluso más correctos que los humanos. 


			 


			Regulación 


			 


			Las políticas públicas y la regulación a distintos niveles —local, regional, nacional y supranacional— proporcionan directrices que marcan cómo se pueden desarrollar las aplicaciones de IA. Y no necesariamente tienen que ser regulaciones directamente aplicadas al marco de la IA. Por ejemplo, el Reglamento General de Protección de Datos de la Unión Europea establece bastantes limitaciones sobre el uso de datos personales, que impactan directamente sobre qué conjuntos de muestras se pueden utilizar o no para el entrenamiento de ANN. Es necesario anonimizar muchos conjuntos de muestras para cumplir con el reglamento, lo que hace que el uso de algoritmos inteligentes de autoaprendizaje sea más difícil o incluso imposible en algunos casos. Así, se podría llegar a considerar que el reglamento, aunque proporciona protección a los ciudadanos, es una barrera para la adopción de la IA. 


			Otros aspectos legales que pueden representar obstáculos para la adopción de la IA se relacionan con la propiedad intelectual de los algoritmos de IA y los conjuntos de muestras utilizados. Ya se ha comentado que proteger la arquitectura de una ANN mediante una patente no sirve prácticamente de nada, pues se puede entrenar otra arquitectura con algunas diferencias utilizando las mismas muestras para llegar a un rendimiento similar. Y, en general, no existen métodos para proteger los conjuntos de muestras, más allá de la confidencialidad (mantenerlos en secreto). 


			Además de las regulaciones gubernamentales, cada sector puede tener su propio conjunto de requisitos, que pueden afectar a la adopción de la IA. Así, sectores altamente regulados como el de la salud, la alimentación o la energía pueden tener que enfrentarse a retos adicionales al implementar soluciones de IA. 


			
	 

	 	
	 
   


			Capítulo 24 


			Ética y regulación de la inteligencia artificial 


			 


			La utilización ética de la IA es una cuestión muy importante en la actualidad, porque se está generando no solo un nuevo mercado de soluciones con estas tecnologías, sino una transformación de la sociedad, que afecta a la forma en la que interactuamos, qué podemos aportar y esperamos de nuestro entorno —empresas, instituciones, amistades— y hasta cómo percibimos la realidad: comenzamos a prestar atención a posibles noticias falsas, suplantación de personalidad en fotografías, audios y vídeos y deepfakes. 


			Actualmente hay muy poca regulación en materia de ética aplicada a la IA, pero, por el contrario, los gigantes tecnológicos ya han inundado nuestro día a día con aplicaciones de la IA. Google, Meta, Microsoft, Amazon y Apple ya han incorporado la IA en sus asistentes virtuales, servicios de comercio electrónico, sistemas operativos, redes sociales y, podemos decir, gran parte de las cosas que nos rodean en nuestra vida diaria. Todos ellos comenzaron a aplicar sus políticas éticas internas tanto en el desarrollo como en la explotación de sus soluciones de IA, pero resulta bastante opaco acceder a las decisiones o normas que han seguido, incluso para las autoridades gubernamentales. 


			Por supuesto, la ciudadanía desconoce absolutamente tales reglas, a pesar de que puedan tener un gran impacto en la sociedad. Se producen, como vemos, serios problemas en torno a la utilización ética de la IA: 


			 


			• ¿Son suficientemente buenas las normas adoptadas por estas empresas?


			• ¿Son conscientes estas empresas del posible impacto social que pueden tener sus soluciones de IA? Y si lo son, ¿aceptan algún tipo de responsabilidad? ¿Ante quién?


			• ¿Está protegida la ciudadanía cuando incluso desconoce cuáles son los riesgos y los mecanismos para vulnerar sus garantías? 


			 


			Para echar más leña al fuego, a estas preguntas, cuyas respuestas pueden resultar más o menos obvias, se le suma que la IA se ha convertido ya en un fenómeno de masas —se ha democratizado, se suele decir— y ya no son los grandes proveedores tecnológicos quienes representan la mayor amenaza, sino las decenas de miles de nuevos servicios ofrecidos por pequeñas empresas, emprendedores e incluso personas a título individual que simplemente desarrollan soluciones bajo sus propios principios, sin un marco ético común. Pensemos que muchos asesinos y ladrones justifican sus acciones de alguna manera, es decir, estas entran dentro de sus marcos éticos personales. 


			Así pues, considerando la capacidad de influir y transformar la sociedad de la IA y el crecimiento exponencial que está experimentando, los gobiernos están altamente preocupados por regular tanto el desarrollo como el uso de algoritmos y datos relacionados con la IA. No se trata de frenar la innovación, sino de establecer un pacto social sobre lo que es aceptable y lo que no lo es en esta materia. De la misma forma que existen otros para evitar la explotación infantil, garantizar los derechos humanos, limitar el uso de las armas nucleares, favorecer el comercio internacional y un sinfín de cuestiones que conforman lo que llamamos sociedad, más allá de una simple manada de varios miles de millones de homínidos poblando el planeta. 


			Sin embargo, para poder regular el marco ético en el que debe moverse la IA es necesario comprender sus riesgos y beneficios, qué impactos sociales puede producir y cómo podría ser la evolución de estas cuestiones en el futuro. A primera vista, parece plausible pensar que, dado el rápido y exponencial crecimiento de las capacidades de estos sistemas, cualquier impacto de estos con implicaciones éticas puede verse multiplicado por mucho con el paso del tiempo. Por ejemplo, en la actualidad ya se dispone de drones militares capaces de bombardear objetivos específicos con gran precisión, sin ningún tipo de pilotaje remoto: una aplicación de IA recibe las coordenadas de latitud y longitud y se encarga de que el artefacto llegue solo a su destino y suelte la bomba en el lugar exacto. El desarrollo de este tipo de soluciones debería, obviamente, regularse, pero ¿qué ocurriría si se desarrollara un sistema de IA capaz de dirigir remotamente un enjambre de miles de estos drones para que, de manera coordinada, destruyeran todas las infraestructuras críticas de un país? ¿Realmente pensamos que ese sistema va a tardar mucho tiempo en desarrollarse? Es posible que esta verdadera arma de destrucción masiva ya se haya desarrollado en el más estricto secreto militar. Sin embargo, ¿no deberíamos tener una normativa internacional para limitar su posesión, al igual que ocurre con las armas nucleares? 


			Como vemos, existe una urgente necesidad de desarrollar un marco regulatorio para la IA antes de que sea demasiado tarde. Para ello, es necesaria la estrecha colaboración de la mayoría de los Estados, las grandes corporaciones tecnológicas y los institutos de estándares y normas técnicas. Si faltan estas piezas clave en este tablero de ajedrez, la partida estará perdida. Si discutimos durante demasiado tiempo cuál debe ser el primer movimiento, la partida estará perdida. Si nos entretenemos en debatir públicamente por qué o por qué no se debería hacer tal o cual movimiento, la partida estará perdida. Quizás, si, en el otro lado, es la IA la que maneja las fichas negras, la partida esté ya irremediablemente perdida... 


			Pongámonos en el mejor de los escenarios posibles y veamos a continuación qué se debe tener en cuenta para establecer un marco de trabajo ético en torno a la IA, según las contribuciones más recientes de la comunidad científica. 


			 


			Tipos de escenarios de conflictos éticos de la inteligencia artificial 


			 


			En 2022 se publicó un estudio que analizaba las situaciones en las que podían darse conflictos éticos al utilizar soluciones de IA. La figura 6.1 muestra cuántos conflictos se registraron en la muestra para las distintas aplicaciones identificadas, ordenados de mayor a menor: 
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			Figura 6.1. Incidentes éticos relacionados con la IA por aplicaciones. 


			 


			Atendiendo a los tipos de problemas éticos que podrían ocurrir en cada una de estas aplicaciones, se identificaron los mostrados en la figura 6.2. Hay que destacar que una misma aplicación de IA puede presentar más de un problema ético. Por ejemplo, una aplicación de traducción de textos puede ocasionar problemas de discriminación racial y de género. 
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			Figura 6.2. Problemas éticos clasificados por tipo. 


			 


			Desde que en 2022 se realizó este estudio, el número de conflictos reportados ha crecido de forma significativa, principalmente por la popularización de las soluciones de IA y la incorporación masiva de funcionalidades de IA a múltiples aplicaciones de negocio, además de por el mayor conocimiento y recelo de los empleados, ciudadanos y compañías por las posibles consecuencias del uso no ético de la IA. 


			 


			Objetivos de un marco ético para la IA 


			 


			La ética se vincula generalmente a la máxima latina «primum non nocere» («lo primero es no hacer daño»). Así, el objetivo principal de establecer un marco ético exigido a todos los avances de IA tanto desarrollados como utilizados en una determinada jurisdicción es crear mecanismos que faciliten el despliegue de la IA en beneficio de la sociedad, limitando su impacto negativo. Este marco regulatorio debe ser también capaz de evaluar y medir los impactos y riesgos asociados a la IA y, además, cubrir las cuestiones donde haya desacuerdo o incertidumbre, de cara a situaciones no contempladas inicialmente. 


			Estos objetivos no son sencillos, y para alcanzar el primer acuerdo regulatorio sobre IA, el famoso reglamento europeo de IA («AI Act», en inglés), se ha necesitado una cantidad innumerable de reuniones, debates, estudios y negociaciones entre todos los actores principales y los representantes políticos de todos los Estados miembros, durante varios años. 


			Esto es así porque se plantean muchas preguntas para decidir sobre la ética de la IA, por ejemplo, cómo gestionar los derechos de autor de los algoritmos de IA, de los contenidos producidos por tales algoritmos basados en contenidos que ya tenían derechos de autor, o qué potencial tiene la IA para provocar discriminación social, problemas de privacidad e incluso conflictos sociales, delitos o guerras. 


			Un punto especialmente sensible, que ha recogido en detalle el reglamento europeo de IA, es limitar el uso de esta para engañar a las personas y para obtener o inducir datos personales sensibles, como cuestiones de salud, creencias religiosas o políticas, etcétera, a partir de otros datos no sensibles que puedan estar disponibles. 


			También, el marco regulatorio de la ética para la IA debe considerar que hay ámbitos o sectores donde existe menos riesgo que en otros y, por lo tanto, no se deberían limitar ciertos usos o aplicaciones en ellos. Sin embargo, el desconocimiento —o más bien la ignorancia sobre el funcionamiento y capacidades de la IA y el desconcierto de quienes deben tomar las grandes decisiones en este ámbito— tiende a provocar sobrerregulación, lo que no solo frena la innovación en las jurisdicciones afectadas, en favor de otros países o regiones menos proteccionistas, sino que provoca la incomprensión de los actores en esos sectores y fomenta la búsqueda de soluciones alternativas que pueden rozar la ilegalidad o, directamente, incumplir la ley. 


			Otro punto muy importante que cubre la regulación europea de IA y que debe tenerse siempre presente en cualquier marco ético para la IA es cómo se gestiona —o se limita— la producción de información falsa y engañosa generada por algunas soluciones de IA. Conocemos por las noticias bastantes casos curiosos donde Chat GPT y otros motores de IA generativa han «reinventado» la realidad, ya sea creando acontecimientos históricos inexistentes, asociando vidas paralelas a personajes famosos, produciendo tratados científicos o análisis de una regulación completamente falsos, etcétera. Ahora que ya conocemos cómo funcionan las ANN y cómo siempre ofrecen una salida extrapolando a partir de la información que le fue suministrada durante el entrenamiento, sabemos que esto no solo es posible, sino bastante probable en determinadas cuestiones, como los ejemplos citados. Es fundamental que los usuarios sepan si las respuestas de una solución de IA son información o ayudas para encontrar la información; por ejemplo, hay algoritmos que realizan búsquedas inteligentes en numerosos repositorios de información y se limitan a ofrecer un listado de fuentes donde consultar la información solicitada. 


			Además de todo lo anterior, un marco ético para la IA debe tener en cuenta qué principios éticos deberían seguir los investigadores y desarrolladores de soluciones de IA, así como las organizaciones que las explotan comercialmente o las ofrecen en abierto. También, si se deben permitir sistemas de IA que incorporen principios morales de ciertos colectivos, es decir, cuestiones religiosas, políticas o creencias respetadas por un grupo significativo de personas, que deseen disponer de un sistema de IA que les ayude en determinadas cuestiones, pero que sea afín a su forma de vivir y entender la sociedad. 


			En realidad, un marco ético para la IA debería contener casi tantas cuestiones como toda la regulación existente, ya que, en cierta forma, la IA comienza a sustituir a las personas en una u otra cuestión de casi cualquier tarea. Por ejemplo, ¿se deben establecer responsabilidades por daño moral, más allá del puramente material o económico, de un sistema de IA? ¿A quién? Supongamos que, en un futuro que puede ser bastante próximo, un sistema de IA determina que eres un delincuente y así lo comunica a las autoridades o, simplemente, lo difunde en internet. ¿A quién habría que reclamar? Ya sabemos, por las redes sociales y otras aplicaciones, que los proveedores de estas soluciones están en todas partes, pero, en realidad, no están en ninguna. Si alguien piensa que esto es algo remoto, debe saber que investigadores de la Universidad de Chicago ya desarrollaron en 2022 un algoritmo que predice delitos una semana antes de que ocurran con un 90% de precisión. Podemos tener por seguro que cuando la precisión supere el 98%, alguien decidirá implantarlo oficialmente. 


			Por último, la transparencia y explicabilidad de las soluciones de IA tiene un papel crucial en la ética de la IA. Muchos incidentes ocurren debido a la opacidad del funcionamiento de los algoritmos. Con bastante frecuencia, dada la naturaleza de las ANN, los desarrolladores y profesionales involucrados en el desarrollo y puesta en funcionamiento de una solución de IA son incapaces de explicar la lógica que existe detrás de un algoritmo. En consecuencia, sus resultados y rendimiento no son predecibles ni están garantizados, lo que da lugar a incidentes éticos. 


			 


			Principio de imparcialidad y sesgo 


			 


			El principio de imparcialidad garantiza que los sistemas de IA estén libres de prejuicios y discriminación. En los últimos años, existe multitud de ejemplos que han sacado a la luz hechos donde algunos sistemas de IA, incluso de gigantes tecnológicos, han demostrado ser parciales, porque no están diseñados, desarrollados, implementados o supervisados adecuadamente. 


			El principio de imparcialidad va ligado a las cuestiones éticas, ya que debe seguir los principios éticos establecidos para evitar posibles daños. Por ejemplo, un caso típico de falta de imparcialidad son los sistemas de IA sesgados en alguna cuestión, como la discriminación —positiva o negativa— de determinadas razas o nacionalidades en tareas donde este factor es absolutamente irrelevante, sesgo de género en tareas de selección de personal, sesgo por nivel socioeconómico, etcétera. Existe un caso llamativo donde una solución de IA utilizada para detectar el maltrato infantil en familias tendía a penalizar a las familias más pobres o de una raza en particular. 


			La literatura científica distingue dos niveles de imparcialidad deseables: individual y de grupo. La imparcialidad individual se consigue cuando personas similares obtienen predicciones o resultados similares de un sistema de IA. La equidad grupal garantiza que todos los grupos de la sociedad sean tratados por igual, sin discriminación. 


			Para conseguir la imparcialidad de los sistemas de IA, primero es necesario comprender de dónde puede proceder el sesgo en estos sistemas. Se puede introducir sesgo en cualquier fase del ciclo de vida de la IA. Puede ser aportado por los diseñadores del sistema si el equipo de desarrollo no es lo suficientemente diverso, por los propios datos de entrenamiento o algoritmos, e incluso por los usuarios del sistema, en la fase de implementación. El sesgo se puede agrupar en tres tipos: 


			 


			• Sesgo de datos: la primera razón por la que se produce sesgo es porque los datos con los que se entrena el sistema de IA están sesgados. Esto sucede cuando los datos no representan una imagen fiel y completa de la realidad que se quiere analizar. Se distinguen dos subcategorías: sesgo de representación y sesgo social. El de representación se produce porque las muestras elegidas para el entrenamiento no representan a todos los segmentos de la población por igual. El sesgo social ocurre cuando los datos representan correctamente a la sociedad, pero esta está sesgada. Por ejemplo, un sistema de IA puede concluir que los hombres son más adecuados para trabajos de ingeniería y las mujeres para tareas domésticas porque ya existe esta distribución social en las muestras, si han sido seleccionadas al azar. Un caso particular del sesgo de representación es cuando se eligen las muestras de entrenamiento sobre una población distinta a aquella sobre la que se va a aplicar el sistema. Por ejemplo, se entrena un sistema de recomendación de música para toda la población utilizando solamente una base de muestras de jóvenes menores de veinte años. Por último, conviene destacar de nuevo aquí el fenómeno del envenenamiento de los datos donde, intencionada o accidentalmente, se modifican los valores correctos de las muestras de entrenamiento, haciendo que el sistema llegue a conclusiones incorrectas.


			• Sesgo del modelo: la segunda razón por la que se puede producir sesgo es porque el propio algoritmo lo introduce. El sesgo del modelo puede ocurrir debido a una función objetivo incorrecta, o a la selección de variables de entrada que no capturan la lógica fundamental de la predicción o clasificación que se desea realizar. Por ejemplo, se ha descrito en la literatura científica un sistema de IA para predecir la necesidad de tratamiento médico en función del grado de dolencia de los pacientes en Estados Unidos que estaba sesgado favorablemente hacia los pacientes de raza blanca más sanos, frente a los pacientes de raza negra enfermos, porque el sistema tomaba como variables para la predicción el nivel de cobertura del seguro médico del paciente. Es decir, concluía que era más importante tratar a una persona de raza blanca más sana porque tendían a tener seguros médicos que les permitían cubrir todos los gastos necesarios asociados a cualquier tratamiento. En cambio, tendía a no recomendar tratamiento para las personas de raza negra con enfermedades más graves, porque la tendencia era que muchos no tenían suficiente cobertura para poder cubrir los gastos del tratamiento. Por este motivo, aunque hemos visto que una ANN es capaz de aprender utilizando prácticamente casi cualquier conjunto de entradas, es importante elegirlas bien para evitar sesgos en la salida. Podríamos asimilar este hecho a cómo en la escuela se proporciona la educación en valores, es decir, sobre la base del ideal de sociedad que queremos construir, no sobre la que observamos a nuestro alrededor cada día.


			• Sesgo de evaluación: la tercera razón por la que puede producirse sesgo en un sistema de IA es porque se utilizan métricas incorrectas para evaluar el modelo. Es decir, aunque la ANN sea capaz de clasificar o predecir correctamente sobre una base de muestras de entrenamiento bien elegida, puede ocurrir que quien evalúa el resultado para decidir sobre el rendimiento del sistema tienda a penalizar determinados patrones, «maleando» el sistema. Este sesgo también puede producirse por los propios usuarios del sistema, en los modelos que tienen aprendizaje continuo. Si los usuarios tienden a penalizar determinadas salidas del sistema o a favorecer otras por el propio sesgo social de los usuarios, también terminará maleado. Por ejemplo, imaginemos un sistema de recomendación de productos en una tienda online  donde la mayoría de los usuarios tiende a penalizar los productos procedentes de una región o país concretos, por cuestiones políticas del momento. Con el tiempo, el sistema incorporará un sesgo consistente en no recomendar productos de esa región o país a ningún otro usuario, produciendo una discriminación geográfica no justificada. 


			 


			Para evitar o minimizar el sesgo se pueden aplicar técnicas sobre las muestras, sobre el funcionamiento de la ANN o sobre los resultados arrojados. Así, tenemos modelos para combatir el sesgo denominados «de preprocesamiento», «de procesamiento interno» y «de posprocesamiento», respectivamente. A continuación, se describe cómo funciona cada uno de ellos: 


			 


			• Modelos de preprocesamiento: estos métodos buscan que los datos no representen excesiva o insuficientemente ningún grupo de la muestra. El método más sencillo consiste en observar en el resultado del sistema hacia dónde se produce el sesgo y eliminar un porcentaje de las muestras que se presume que lo producen. Por ejemplo, si se observa sesgo en una ANN para sugerir candidatos adecuados para un puesto de trabajo en favor de los hombres, se puede volver a entrenar el sistema eliminando un 25 % de las muestras de entrenamiento que sean hombres y volver a observar el resultado, para ver si se sigue produciendo sesgo. Este método sirve para alcanzar tanto la imparcialidad individual como la de grupo. Si el sesgo no se puede asociar tan directamente a las variables de entrada —por ejemplo, un sistema de IA de recomendación para operar en Bolsa que tiene un sesgo hacia comprar acciones frente a venderlas—, es necesario idear un mecanismo capaz de modificar las muestras haciendo un análisis multivariable, es decir, identificando qué combinaciones de las variables de entrada son las responsables del sesgo. En ocasiones, la reducción dimensional puede ayudar a reducir el sesgo, aunque algunas veces a costa de pérdida de precisión en el modelo. También existe una técnica con un nombre curioso, llamada «etiquetado de datos radiactivos», que se utiliza para identificar sesgos en ANN que toman imágenes como muestras de entrada. Esta técnica etiqueta las imágenes del conjunto de muestras de entrenamiento con una marca identificable para conseguir trazabilidad si se obtienen resultados sesgados, actuando como una marca de agua que se conserva a la salida y permite saber qué imágenes están produciendo el sesgo. Este método también sirve para certificar si un sistema de IA ha sido entrenado con datos diversos o no, a través del marcado de las muestras de entrenamiento.


			• Modelos de procesamiento interno: estos métodos previenen y mitigan el sesgo modificando los algoritmos del propio sistema de IA. Algunas técnicas consisten en aplicar límites de decisión, es decir, impidiendo al sistema dar ciertos valores a las variables de salida o intermedias de la red. No obstante, estas restricciones limitan la precisión del modelo. Otra técnica consiste en limitar la función de pérdida o coeficiente de aprendizaje según se identifiquen sesgos, de manera que el sistema no siga aprendiendo tanto de las siguientes muestras cuando se detecta que están sesgadas. Otra técnica que se aplica a las ANN es aplicar un mecanismo parecido al aprendizaje de refuerzo, donde se penaliza a la red cuando obtiene un resultado sesgado, forzándola a volver atrás en su configuración y continuar el entrenamiento con otras muestras y pesos. También se utiliza con bastante frecuencia una técnica que consiste en limitar el coeficiente de aprendizaje de las variables de entrada que se consideran sensibles —por ejemplo, el género de una persona—, de tal manera que la red no considere este atributo muy relevante en la predicción o clasificación. O se puede hacer lo contrario: una vez detectado un sesgo, por ejemplo, de género, se entrena el sistema mediante el concepto de «aprendizaje privilegiado», consistente en utilizar solo las variables sensibles para reducir el sesgo.


			• Modelos de posprocesamiento: estos métodos se ocupan de reducir el sesgo aplicando ciertos cambios sobre la salida del sistema de IA. Esto se puede lograr de una manera más o menos manual, por ejemplo, modificando directamente las salidas que se consideran sesgadas, al igual que se hace, por ejemplo, con los mensajes en las redes sociales, cuando se eliminan palabras malsonantes. Es, por ejemplo, lo que hace el traductor de Google en el ejemplo que vimos varios capítulos más atrás al sustituir doctor/ doctora y enfermero/enfermera en determinados textos que el sistema traduce automáticamente de manera sesgada. Otra técnica de posprocesamiento para reducir el sesgo es establecer ciertos umbrales máximos o mínimos para las variables de salida, de manera que no se le permita clasificar al sistema si la salida no alcanza tales umbrales, es decir, si no está «realmente seguro» de que lo está haciendo correctamente. También hay autores en la literatura científica que proponen directamente replicar el sistema de IA y entrenar cada copia con un grupo distinto de muestras, de manera que el sistema proporcione un comportamiento correcto para los grupos que son minoría. Esta aproximación tiene la ventaja de que elimina el sesgo desfavorable que pudiera haber hacia esos grupos, pero, por el contrario, les proporciona un sistema con menor rendimiento solo a ellos, por el simple hecho de que, al ser minoría, existen muchas menos muestras para entrenar su «copia» del sistema con una precisión dada. Esto provoca la contradicción de que podría considerarse que el mayor sesgo contra esta población minoritaria es precisamente haber construido un sistema de IA peor exclusivamente para ellos... 


			 


			Para facilitar el trabajo asociado a la detección y minimización del sesgo, existen algunas herramientas diseñadas ad hoc, que integran muchas de las técnicas comentadas. Un ejemplo es AI Fairness 360 (AIF360), de código abierto, es decir, gratuitamente a disposición de todo el que desee utilizarlo para desarrollar su sistema de IA, en la siguiente URL: 


			https://github.com/Trusted-AI/AIF360 


			Es el resultado de una colaboración multidisciplinar de científicos, orientada principalmente al entorno industrial. Contiene algoritmos de detección, mitigación y explicación de sesgos, listos para ser utilizados de forma interactiva (en la URL anterior se incluye un enlace a una demo online que utiliza los servidores del centro de I+D para IA de IBM). Este conjunto de herramientas es muy útil, ya que proporciona una plataforma para experimentar y comparar diferentes técnicas de detección y limitación del sesgo. 


			Sin embargo, aunque hemos visto que existen bastantes métodos para detectar y minimizar el sesgo, no se podrá conseguir una verdadera imparcialidad en un sistema de IA sin involucrar a todos los actores relevantes durante el diseño y entrenamiento del sistema. Aunque ha habido iniciativas en el pasado para intentar conseguir un marco de trabajo estandarizado o unas recomendaciones de buenas prácticas para lograr este objetivo, como el proyecto OPAL (de «Open Algorithms», en inglés), es difícil alcanzar un consenso. Para empezar, es frecuente encontrar disparidad en lo que significa «imparcialidad» para distintas personas o grupos, dependiendo de factores como su cultura, país, visión particular de la realidad, etcétera. También hay disparidad y una casuística infinita cuando se considera el contexto en el que va a operar un sistema de IA: una variable particular puede considerarse fuente de sesgo en un mismo sistema de IA para ciertas aplicaciones y no serlo para otras. Por último, dada la fase emergente de los sistemas de IA en numerosas aplicaciones y actividades sociales, aún es necesario realizar muchos más estudios y mediciones para poder categorizar el sesgo de una forma racional y científica, más allá de meras consideraciones políticas o interesadas por parte de determinados colectivos o grupos de presión. En definitiva, con la IA, la tecnología ha vuelto a avanzar demasiado rápido y ahora la sociedad debe digerir y adaptar las opciones que nos plantea, de una manera rigurosa y sostenible. Mientras tanto, observaremos sesgos en los sistemas de IA. Algunos serán denunciados activamente; otros serán silenciados interesadamente; y otros, simplemente, pasarán inadvertidos, hasta que alguien levante la mano en algún momento. Este es un campo de la IA, por tanto, en plena ebullición. 


			 


			Delimitación de responsabilidad 


			 


			Una parte de la ética y regulación de los sistemas de IA tiene que establecer un marco de responsabilidades para los casos en los que estos causen algún daño. Aunque la IA pueda presentar comportamientos similares a las personas, estos sistemas no son más que un conjunto de algoritmos sin personalidad jurídica y, por lo tanto, no pueden ser responsables de nada ante la ley. Es fundamental, en consecuencia, determinar quién es el responsable de un daño causado por tales algoritmos. Pero no es una tarea sencilla, dada la complejidad de estos sistemas y, a la vez, su sencillez conceptual, como ya se ha visto. La responsabilidad algorítmica consiste en evaluar los algoritmos en función de varios parámetros y asignar proporcionalmente a cada parte interviniente en el ciclo de vida del sistema las responsabilidades del daño ocasionado. 


			Con la creciente adopción de los sistemas de IA en aplicaciones de alto riesgo, existe la necesidad urgente de adoptar las medidas de responsabilidad oportunas sobre cómo se realiza la toma de decisiones en estos sistemas. Así, regular el diseño, desarrollo e implementación de los modelos algorítmicos de IA se ha vuelto una prioridad para los Estados desarrollados, con el objeto de garantizar que sean seguros y confiables. Sin embargo, la gran pregunta que surge en el campo de la IA es quién es el responsable de los fallos en las decisiones o predicciones de estos sistemas. ¿Los desarrolladores del sistema? ¿Quienes lo entrenan con muestras sesgadas o inadecuadas? ¿Los expertos en el campo de aplicación, que han facilitado modelos y conocimiento impreciso? ¿Los usuarios, que han utilizado mal el sistema? ¿El propietario del servicio que lo explota? ¿El Estado, que permite su uso para ciertas actividades? 


			Es imposible dar respuesta a estas preguntas mientras no exista un marco regulatorio adecuado para asignar responsabilidades y gobernar todo el ciclo de vida de la IA. Medidas como el reglamento de IA de la Unión Europea han sido una de las primeras iniciativas al respecto. Aquí veremos qué métodos y técnicas existen para establecer un esquema de responsabilidades en torno a la IA, clasificados en tres tipos: ex-ante, in-ante y post-ante. 


			 


			• Métodos ex-ante: estos métodos se especifican antes del desarrollo real de los algoritmos y se ocupan principalmente de la fase de planificación y diseño de ellos, lo que ayuda a asignar responsabilidades por las decisiones tomadas por el algoritmo incluso antes de su desarrollo real. También se ocupan de describir claramente a todos los usuarios que puedan ser afectados directa o indirectamente por el sistema. Se establece una lista de quién es responsable de cada aspecto de la decisión, predicción o clasificación del algoritmo, y su nivel de prioridad o importancia en cada paso. El inconveniente de este tipo de aproximaciones es que resulta difícil para personas con diferentes intereses ponerse de acuerdo. Además, es difícil hacer un seguimiento posterior a efectos de responsabilidad, pues los posibles riesgos identificados pueden no ser exhaustivos o determinantes y haberse establecido una lista de responsabilidades vaga e interpretable de múltiples maneras. Otro método consiste en dejar claramente por escrito, al principio, todas las especificaciones de diseño y describir claramente lo que el sistema pretende hacer en diferentes circunstancias. Después, se establece un mecanismo de control basado en auditorías periódicas, que determina si el sistema se está comportando y siendo utilizado según lo inicialmente descrito. Esta verificación periódica del sistema no solo ayudará a establecer responsabilidades ante un fallo, sino que aumentará la confianza del usuario en el sistema.


			• Métodos in-ante: estos métodos tratan de implementar medidas de determinación de responsabilidades durante el ciclo de desarrollo del propio sistema de IA. En esta aproximación es importante considerar el sistema de extremo a extremo. El primer paso es garantizar que las muestras utilizadas para el entrenamiento son diversas y no tienen ningún sesgo. El segundo, es garantizar que se ha elegido un modelo apropiado en función de los requisitos del problema. El último paso es garantizar que se realizan las pruebas adecuadas antes de implementar el sistema. En los métodos in-ante es importante asegurar cierto nivel de transparencia del sistema, dado que es necesario conocer los detalles sobre qué está ocurriendo dentro del sistema para determinar quién es responsable de ello. Sin embargo, exigir transparencia total para poder determinar las responsabilidades con el máximo nivel de detalle puede generar otros problemas bastante graves, de privacidad, pérdida de secretos comerciales y más ciberataques. Incluso podría darse la paradoja de que la transparencia total llevara a menos responsabilidad de los participantes en el diseño del sistema y la prestación del servicio, bajo el auspicio de que «todo está abierto a quien quiera ver qué está ocurriendo» y, por tanto, hacer completamente responsable al usuario de su decisión de utilizar el sistema. Otra aproximación que no necesita la transparencia total es la implementación de auditorías automáticas en cada paso del desarrollo del sistema, con el objeto de realizar un seguimiento de todas las decisiones y evaluaciones tan solo cuando se produzca un incidente que requiera determinar responsabilidades.


			• Métodos post-ante: los métodos post-ante se ocupan de proporcionar medidas para la determinación de responsabilidades después de haberse implementado el modelo. En estos casos, la labor se realiza de modo detectivesco, es decir, recolectando evidencias, muchas veces solicitando una auditoría al sistema. Existe en la literatura científica un sinfín de métodos para realizar estas auditorías de una forma automatizada, con el fin de que puedan hacerse en cortos periodos de tiempo sin añadir demasiados costes a la operación del sistema. Se pueden encontrar distintos tipos de auditoría, que analizan el código, utilizan muestras dummy para ver los resultados que ofrece el sistema —como en las pruebas de seguridad de los coches— y muchas más. Otra aproximación para realizar las auditorías consiste en establecer un marco de colaboración entre todos los actores interesados, especialmente los usuarios del sistema, para que sean estos quienes puedan informar de posibles comportamientos anómalos del sistema, al estilo hoja de reclamaciones o encuesta de satisfacción de cualquier producto o servicio. Existen incluso propuestas que sugieren que las agencias nacionales de IA que están en fase de creación o han sido recientemente creadas en la mayoría de los países tengan la potestad para aprobar o rechazar los sistemas de IA después de realizar las pruebas previas pertinentes para garantizar que sean seguros. 


			 


			Como conclusión, apreciamos la gran dificultad que tienen los sistemas de IA, por tener cierta opacidad debido a su propia naturaleza, para establecer quién debe ser el responsable de un fallo o error en la predicción o clasificación. Algo a lo que se suma la gran variedad de aplicaciones sobre las que se puede aplicar una misma solución o algoritmo de IA. Hasta la propia organización internacional de estándares ISO ha instado a desarrollar políticas dependientes del contexto y de la aplicación. En su estándar ISO 24020:2020 apunta dos aplicaciones de la IA como claros ejemplos: las soluciones de IA en medicina y los sistemas de selección de personal basados en IA. En la IA médica, los usuarios del sistema, generalmente los médicos, pueden ser considerados responsables del daño causado por el sistema porque son expertos en el campo. Por lo tanto, solo deberían utilizar los sistemas de IA como ayuda para la toma de decisiones, pero no para que tomen las decisiones por ellos. Por el contrario, en los sistemas de selección de personal no se debería responsabilizar a los usuarios del sistema por los errores, pues es posible que no sepan por qué se tomó una decisión. Podemos estar o no de acuerdo con esto, pero la realidad es que ya se encuentra plasmado en un estándar ISO. Como vemos, cuando una tecnología como la IA entra en el campo de las decisiones y pensamientos humanos, la polémica está servida. 


			 


			Privacidad 


			 


			El famoso escándalo de Cambridge Analytica, la empresa británica que explotó datos personales cedidos por Facebook sin conocimiento ni consentimiento de los usuarios titulares de esos datos, marcó el referente de lo que no se debe hacer en cuanto a la privacidad. Con independencia de que este escándalo saltara a los medios internacionales porque se trataba de un encargo del equipo de Donald Trump para lanzar una campaña de marketing altamente personalizada en esta red social en busca de votos, la realidad es que esta práctica ha sido y sigue siendo utilizada masivamente por numerosas empresas para otros fines más comerciales que políticos —o no—, jugando al límite con el derecho a la privacidad de los ciudadanos. En la Unión Europea disponemos de un sólido y estricto reglamento de protección de datos y, afortunadamente, los europeos no percibimos esta amenaza tan de cerca. Pero quien haya residido u opere en Estados Unidos, por ejemplo, verá que la situación en este país es muy distinta. 


			En todo caso, ya sabemos que los sistemas de IA analizan una gran cantidad de datos para tomar decisiones y que su precisión y rendimiento dependen de la cantidad de muestras utilizadas durante el entrenamiento. Con bastante frecuencia, estos datos son privados o cuentan con algún nivel regulado de protección. Se hace, por lo tanto, necesario que los sistemas de IA sean capaces de preservar ese nivel de protección cuando traten esos datos, no solo para respetar la ley, sino también para generar más confianza entre los usuarios del sistema. 


			Por otro lado, la proliferación de sistemas de IA está empeorando la situación de la privacidad, pues al multiplicarse la cantidad de sistemas y repositorios de datos necesarios, aumentan los posibles puntos débiles para realizar ciberataques y, además, se pierde la trazabilidad del punto donde se generó el filtrado de datos sensibles, dado que hay muchas copias de los datos en muchos sistemas. 


			Sin embargo, una de las mayores amenazas a la privacidad de los sistemas de IA proviene de su capacidad para analizar datos y producir muestras sintéticas parecidas a las facilitadas durante el entrenamiento, como ya se ha visto. ¿Por qué es esto un problema para la privacidad? Pues porque algunos sistemas de IA son capaces de inducir datos privados de una persona a partir de otros que son públicos, sin haber «visto» jamás esos datos privados. Por ejemplo, puede haber sistemas de IA capaces de determinar la religión, preferencia sexual o ideología política de una persona analizando sus costumbres diarias, la zona donde vive, dónde compra la ropa o la comida, u otro conjunto de variables que pueden tener un nivel de protección mucho menor, simplemente identificando patrones de personas y llegando a la conclusión correcta, sin haber tenido nunca acceso a tales datos de máxima protección o incluso nunca revelados por la persona. 


			Por último, otro tipo de vulneración de la privacidad puede darse cuando un usuario realiza algunas pruebas repetidas sobre un sistema de IA que ha sido entrenado con datos protegidos para que estos aparezcan de una forma más o menos evidente a la salida. Cuando Chat GPT 3.5 comenzó a ofrecerse masivamente, se publicaron algunas noticias relacionadas con esta vulnerabilidad, que permitía acceder, por ejemplo, a datos de los perfiles privados de redes sociales, pues el algoritmo se entrenó con métodos que daban acceso a todos estos perfiles a título confidencial. Sin embargo, un usuario de Chat GPT podía, a través de una serie de órdenes o apuntes («prompts», en inglés) concreta, conseguir que la herramienta revelara algunos de estos datos protegidos. 


			Para preservar la privacidad existen medidas bastante estandarizadas en el tratamiento de datos personales, como la anonimización. Esta consiste en eliminar los identificadores personales y sus asociaciones con los datos de un registro, sustituyéndolos por un código identificativo de la persona. Es decir, la persona Pablo Pérez pasaría a ser identificada por X9384kz2 a partir de ese momento. El sistema podrá disponer de todos los datos no privados de esa persona, pero para él ya solo serán los datos de X9384kz2, nunca de Pablo Pérez. Es importante destacar que los identificadores personales pueden ser de dos tipos: directos e indirectos. Los identificadores directos son aquellos que están directamente vinculados con la identidad de la persona (por ejemplo, su nombre y apellidos o su DNI). Los indirectos pueden identificar a la persona cuando se vinculan con otra información. Por ejemplo, aunque no tenga los datos personales de los empleados de una empresa, si tengo los datos del departamento en el que está un empleado y su antigüedad podría conocer perfectamente de quién se trata. 


			Otra forma de anonimizar datos para preservar la privacidad es la supresión. Como su propio nombre sugiere, se trata de eliminar directamente de los registros las variables que pueden identificar a las personas o que son sensibles. En el caso de los papeles desclasificados por los servicios de inteligencia de un país, es la técnica aplicada cuando añaden manchas negras sobre determinadas partes sensibles de los documentos. También es lo que hace mucha gente cuando tacha o borra la matrícula de su coche al ponerlo en venta por internet. Como se puede deducir, esta técnica tiene el inconveniente de que disminuye la calidad y utilidad de los datos en las muestras. 


			En ocasiones, no se realiza una anonimización total sino parcial, por ejemplo, modificando fechas —eliminando el año de nacimiento, pero conservando el día y el mes, por ejemplo—, conservando solo el formato, por ejemplo, sustituyendo dígitos por X, de tal manera que sabemos que Alfonso tiene ingresos de XX.XXX €/año y María de XXX.XXX €/año, pero no la cifra concreta. 


			Yendo un paso más allá, es posible no anonimizar los datos y aun así seguir preservando la privacidad, mediante un cambio en el modelo del sistema, denominado «aprendizaje federado o colaborativo». Esta técnica consiste en romper el sistema en dos, de forma que una parte recibe una parte de los datos y la otra, el resto. Los datos sensibles se distribuyen para que ninguno de los subsistemas pueda identificar a los individuos aisladamente. Se realiza el entrenamiento y, posteriormente, se combinan los sistemas entrenados para obtener de nuevo el sistema completo, ya entrenado. Una variante de esta técnica es el aprendizaje distribuido, que es básicamente el mismo principio, pero rompiendo el modelo en muchas partes, cada una de ellas instalada generalmente en el teléfono móvil u ordenador de cada usuario, de manera que sus datos personales nunca abandonan su dispositivo. Finalmente, cuando ya se ha entrenado el módulo en cada dispositivo, se transmiten estos modelos para construir el modelo completo en un nodo central, al que nunca tuvo que llegar ningún dato de las muestras de entrenamiento. 


			 


			Gobierno responsable de la IA 


			 


			Si bien la inversión en la infraestructura tecnológica necesaria para la IA puede ser una parte importante en la decisión de utilizar la IA para un proceso de negocio, las organizaciones deben poder gestionar los recursos necesarios y tener prácticas exhaustivas y mecanismos para orquestar y dar seguimiento a los proyectos de inicio a fin. Además, las aplicaciones de IA pasarán por varias etapas de madurez y están sujetas a la mejora y desarrollo continuos. La última parte relativa a la ética de la IA es asegurar un gobierno responsable del proyecto y, posteriormente, del servicio que presta la solución de IA. 


			Diversos estudios en la literatura científica han demostrado que establecer un gobierno responsable para las soluciones de IA en una organización no solo ayuda a optimizar la producción, sino que también permite una mejor adaptación del negocio y la infraestructura informática a los cambios futuros. Sin embargo, el gobierno de la IA plantea un problema adicional a cualquier otro tipo de soluciones, pues tiene efectos e interacciones con personas de formas muy distintas. Esto plantea la necesidad de examinar no solo cómo se desarrollan las aplicaciones de IA para que estén alineadas con principios responsables, sino también anticipar y planificar sus efectos a medida que se integran gradualmente en las actividades cotidianas. Se plantean retos intelectuales consistentes en detectar y adaptarse a las nuevas formas que utilizamos las personas para interactuar con la tecnología. Como colofón de todo lo visto en este capítulo, se puede afirmar que el gobierno responsable de la IA consiste en aplicar todas las cuestiones descritas —principio de imparcialidad, delimitación de responsabilidades y preservación de la privacidad— de manera que el sistema mantenga su utilidad ofreciendo el máximo rendimiento y sea percibido correctamente y aceptado de forma natural por todas las personas que se relacionan de una u otra manera con él. 


			
	 

	 	
	 
   


			Capítulo 25 


			El futuro de la inteligencia artificial 


			 


			Hasta ahora, todos los capítulos de este libro han consistido en un recorrido por los distintos aspectos de la IA, desde sus comienzos a mitad del siglo XX hasta la actualidad. Hemos tenido ocasión de conocer los distintos sistemas de IA y cómo las redes neuronales artificiales (ANN) que implementan aprendizaje profundo (DL) han supuesto un gran salto en la capacidad de estos sistemas, cuyos resultados estamos empezando solo a vislumbrar actualmente. Ya sabemos cómo se implementan los sistemas de IA, qué tipo de ordenadores y capacidades son necesarias, cómo son altamente dependientes de la cantidad de datos o muestras para ser entrenados y así ofrecer su máximo potencial y cómo se hace necesario un marco regulatorio que recoja cuestiones éticas para evitar el abuso de determinados grupos o empresas mediante las enormes capacidades de la IA. 


			En este capítulo atravesaremos el umbral de la realidad y nos adentraremos algunos años hacia el futuro, para pronosticar cómo será nuestra vida cuando convivamos verdaderamente con la IA. Es importante destacar que no se trata de un ejercicio de imaginación y creatividad, sino de un compendio —con algunas aportaciones del autor— de las conclusiones a las que llega la comunidad científica especialista en IA, a través de artículos científicos publicados recientemente. 


			Recomendamos abrocharse el cinturón y agarrarse bien al asiento, porque el viaje puede tener más de un sobresalto. Comenzamos. 


			 


			El dato como centro de la existencia. Gemelos digitales 


			 


			Hasta el momento, los sistemas de IA han sido creados por personas, aunque ya hemos visto algunos casos, como las redes generativas adversarias (GAN), donde se usa una ANN para entrenar a otra. Aun así, el diseño y el propósito de la existencia de todo sistema de IA es, hasta el momento, completamente decidido por las personas. Pero estamos observando algo que hasta ahora no había sucedido nunca en la historia: los sistemas de IA pueden evolucionar a una velocidad mucho más rápida de lo imaginable y desarrollar tal complejidad en estructura, comportamiento y decisiones que las personas comenzamos a ser incapaces de seguir su lógica. ¿Cómo consiguen encontrar una nueva proteína para curar una enfermedad en cuestión de minutos? ¿Cómo pueden detectar un fallo potencial en la mecánica de un avión cuando ni siquiera ha saltado una alarma en el cuadro de mandos? Al igual que en el siglo XIX nos sorprendíamos con la capacidad de un telar mecanizado para producir cientos de metros de tela por hora y en el XX una calculadora era capaz de hacer una raíz cuadrada en menos de un segundo, en el siguiente paso —la IA— nos sorprendemos de que una máquina sea capaz de razonar mejor y mucho más rápido que una persona. 


			Sin embargo, esta potencia aparentemente sin límites tiene, de hecho, una limitación fundamental. Para resultar útil, los sistemas de IA deben compartir un entorno común con las personas, en términos de visión del mundo, la vida y los valores. Y esto tiene un escollo esencial: los sistemas de IA trabajan exclusivamente con datos digitalizados, mientras las personas tenemos cinco sentidos para interactuar directamente con la realidad física. 


			Esta barrera que se interpone para poder explotar todo el potencial de la IA se está intentando superar a marchas forzadas: cada vez se idean y fabrican más sensores para digitalizar el entorno, ya sean meteorológicos, de presencia, cámaras de vídeo, cámaras térmicas, sensores de movimiento o de posición, GPS, etcétera. Además, se aprovechan momentos convulsos como la pandemia de la covid-19 para implantar la digitalización de formularios, procedimientos administrativos, bancarios, médicos, y todo lo imaginable. Se empuja el desarrollo del comercio electrónico para que todas nuestras transacciones queden digitalizadas y nuestro dinero, también. Hasta se digitalizan las relaciones humanas, convirtiendo las redes sociales en herramientas de comunicación más importantes que la comunicación directa interpersonal (el número promedio de personas con las que se interactúa actualmente en redes sociales es superior al de personas físicas). También se han digitalizado las reuniones, a través de las herramientas de videoconferencia, donde ya existen soluciones de IA que «escuchan» todo el tiempo y generan un acta pormenorizada de los puntos tratados, acuerdos y acciones que tomar pocos minutos después de terminada la reunión. Y, por si fuera poco, existe una digitalización oculta de la realidad, que gran parte de la población desconoce. Por ejemplo, los proveedores de suministros de luz, gas, agua y alcantarillado también instalan sensores de telemetría que miden el consumo en tiempo real y hasta el tipo de desechos que circulan por las alcantarillas. Hay una verdadera obsesión por digitalizar. Hasta nuestro pulso cardiaco, nuestros pasos y nuestra respiración es digitalizada continuamente. 


			Esta verdadera cruzada por la digitalización total del mundo se compone de un conjunto de iniciativas. Por ejemplo, en el entorno industrial se denomina «Industria 4.0» y consiste en digitalizar todos los movimientos y estados de las máquinas en una factoría y conectarla a internet. En el mundo cotidiano del ocio y del trabajo tiene vertientes como la «realidad aumentada», donde información digital y física se superponen, ya sea a través de unas gafas, la pantalla de un móvil o proyecciones (como los famosos mappings que decoran virtualmente edificios singulares mediante efectos de luz durante la Navidad). 


			La meta final es conseguir que el metaverso, es decir, una copia virtual y sincronizada de la mayoría de los objetos e interacciones de la realidad física, supere en importancia al mundo físico. Para ello, un concepto fundamental es el de «gemelo digital» —erróneamente utilizado con mucha frecuencia en la actualidad—, consistente en disponer de copias digitales de objetos o procesos físicos que, además, estén sincronizados entre ellos (un cambio o actualización en el gemelo virtual se implementa inmediatamente en el gemelo real y viceversa). 


			Una vez alcanzado este estado de madurez, se podrá utilizar la IA para cualquier actividad, gracias a que la realidad física tendrá un gemelo virtual en el Metaverso, es decir, un conjunto de datos digitales sobre los que poder utilizar sistemas de IA. Además, las salidas del sistema de IA podrán influir sobre el entorno físico, fruto de la sincronización entre gemelos. 


			El siguiente giro que podemos esperar con la proliferación de los gemelos digitales es lo que se denomina «gemelo digital cognitivo» (CDT, por sus siglas en inglés). Este tipo de gemelo es un sistema de IA que copia una parte de nuestra propia mente. ¡Qué locura! Si estudiamos un poco el concepto, quizás no lo es tanto. En un mundo en el que la digitalización va a producir tal cantidad de datos variopintos a una velocidad imposible de seguir para el cerebro humano —el big data—, antes o después nos veremos obligados a tener un sistema de IA que nos ayude a entender ese mundo inundado. ¿Alguien considera una locura irse a vivir a 40 kilómetros del lugar donde trabaja, en una urbanización en mitad de la nada? Muy pocos, actualmente. ¿Por qué? Porque existe un superpoder que multiplica mágicamente la capacidad de nuestras piernas para desplazarnos llamado «coche». El CDT será algo similar para ayudar a nuestra mente a lidiar con la inundación de información y procesos digitales en el futuro. En una era de explosión de datos como la que estamos viviendo, se ha vuelto cada vez más difícil buscar entre los recursos disponibles. Probablemente, la cantidad de verificaciones, información necesaria e interacciones en el mundo digital para abrir una simple cuenta bancaria en el futuro será materialmente imposible para quien quiera hacer cada paso manualmente. Nuestro CDT será algo parecido a nuestro asistente: una vez decidamos abrir la cuenta, comprenderá todos los pasos exigidos y los realizará automáticamente, interactuando con nosotros para lo mínimo necesario. Nuestro CDT «hablará» mucho mejor con los CDT del otro lado (el personal del banco, de la administración pública, de nuestra empresa, o quien haga falta) que una persona «a las bravas», que podría volverse loca en el intento. 


			Mezclando NLP, visión artificial e IA, los CDT pueden estar más cerca de lo que pensamos. De hecho, Google Duplex ya fue un ejemplo a pequeña escala en 2018, capaz de interactuar por teléfono para reservar mesa en un restaurante, preguntar datos a un comercio y otras cuestiones, simplemente a partir de las preferencias del usuario. 


			Otra aplicación de los CDT personales es ayudarnos a aprender y a desarrollar nuestro intelecto. Detectando las carencias cognitivas o las necesidades a las que debemos enfrentarnos, un CDT podrá aprenderlas en cuestión de minutos recolectando datos del universo virtual —Metaverso— para después planificar sesiones con nosotros y enseñarnos de forma personalizada y eficaz, durante las horas que necesitemos. Antes de que alcancemos ese momento, por supuesto, veremos la lectura automática, donde una herramienta como GPT 4 ya comienza a demostrar sus capacidades para resumir un texto largo —un artículo científico o un ensayo— en una lista de ideas clave, o incluso resumir un libro en una o dos páginas, automáticamente. Habrá quienes utilicen estas herramientas para ser más vagos, mientras otros las usarán para adquirir el conocimiento de cientos de libros o artículos en pocos días. O para digerir los miles de publicaciones que se hacen cada día en múltiples idiomas, para estar a la última de alguna cuestión. 


			 


			La inteligencia artificial general 


			 


			Todos los sistemas de IA hasta la fecha pertenecen al grupo de la IA específica o «estrecha» («narrow», en inglés). De ahí que este tipo de IA se denomine ANI («artificial narrow intelligence»). La ANI se caracteriza por estar diseñada para resolver problemas concretos mediante arquitecturas de ANN específicamente elegidas y entrenadas al efecto. Por ejemplo, un sistema capaz de detectar objetos o caras en una imagen, un traductor de idiomas, etcétera. 


			La clave en la ANI es formular correctamente el problema que se desea resolver, elegir bien una arquitectura de red que no sea demasiado sencilla para no poder ajustarse a la complejidad del problema ni demasiado compleja para producir sobreajuste —como ya se vio en capítulos anteriores— y entrenarla con un elevado número de muestras, hasta que alcance el rendimiento deseado. 


			En definitiva, la ANI es un conjunto de herramientas para resolver problemas concretos usando AI. La literatura científica distingue dos estados evolutivos más para la IA: la inteligencia artificial general (AGI) y la superinteligencia artificial (ASI). Esta premisa se basa en la máxima generalmente aceptada de que cuanto más inteligente sea un sistema de IA, mejor. Por lo tanto, conforme se dispone de más recursos computacionales por la propia evolución de las tecnologías de semiconductores y ópticas, como ya se ha visto, y cuantos más conjuntos de datos digitalizados haya para entrenar los sistemas e, incluso, cuantos más sistemas de IA preentrenados haya, más se realimentará el desarrollo de sistemas de IA cada vez más capaces de hacer más cosas, más complejas y más variadas en su naturaleza. 


			En consecuencia, es de esperar un momento en que algunos sistemas de IA sean capaces de responder con decisiones, predicciones o clasificaciones de tal complejidad ante cualquier cuestión, que pasarán a formar parte del siguiente nivel evolutivo, la AGI. Es decir, un sistema de AGI podría sustituir a una persona completamente en un momento dado, no solo a la hora de realizar un razonamiento concreto. Esto no quiere decir que los sistemas AGI sean omnipotentes y mejores que el mejor de los seres humanos, como algunos interpretan. Quiere decir que podremos, por ejemplo, sustituir completamente al piloto de una aeronave durante todo el vuelo y no solo para mantener el rumbo durante la fase de crucero como ocurre actualmente. Para que un sistema sea del tipo AGI deberá ser capaz de realizar despegues y aterrizajes en cualquier condición meteorológica, atender a incidencias, interactuar con las torres de control y la tripulación, etcétera. Quizás no necesite conocer cómo funciona un acelerador de partículas, ni siquiera cómo se construye un avión, pero sí todo lo que se le exige —como persona— a un piloto de aviación comercial, en este ejemplo. 


			A la vista de lo expuesto y de lo que observamos a diario en los medios, no es extraño pensar que nos encontramos próximos a la llegada de la AGI, que muchos confunden con la llegada de la singularidad. 


			 


			La singularidad y superinteligencia artificial 


			 


			La siguiente etapa en la evolución de la IA, según el consenso de la comunidad científica, se corresponde con la llegada de la superinteligencia artificial (ASI, por las siglas de «artificial superintelligence», en inglés). ¿En qué consiste la ASI? Se define como el momento en el que los sistemas de IA sean capaces, de forma completamente autónoma, de crear nuevos sistemas de IA para resolver otras cuestiones diferentes para las que fueron creados. Sería como haber descubierto una nueva forma de vida basada en otros mecanismos distintos a los celulares y el carbono, sobre los que nosotros mismos estamos construidos. Los sistemas de ASI tendrían capacidad reproductora, fuera del control del ser humano. A este punto se le denomina «la singularidad» y se considera un momento crítico para la especie humana, que algunos presumen que se extinguirá, probablemente basándose en la premisa de que, si nuestra especie pudiera ser la responsable de la aniquilación en el pasado de todo rastro de especies con una inteligencia parecida, para tratar de dominar primero el territorio y, posteriormente, todos los rincones del planeta, una nueva forma de inteligencia superior a la humana haría lo mismo con nosotros. Pero, siendo rigurosos, esta afirmación se basa en extrapolar una hipótesis sobre el comportamiento de una sola muestra (el Homo sapiens como especie), por lo que no puede considerarse con base científica alguna. 


			Volviendo al concepto de singularidad, este es generalmente asociado al autor Ray Kurzweil, que publicó en 2005 el libro titulado La singularidad está cerca. En él, la definía como «el momento en el que las máquinas tendrán y podrán fabricar otras máquinas con una inteligencia comparable a la de los seres humanos». Rigurosamente hablando, la singularidad se refiere al momento en que la IA tiene la capacidad de diseñar sistemas AGI, es decir, equivalentes al razonamiento completo de una persona. 


			Una particularidad de la ASI es que, mientras la ANI y la AGI se limitan al nivel algorítmico o software —implementar una ANN en un hardware concreto—, la ASI puede tener la capacidad de reprogramar el firmware1 e incluso diseñar hardware por sí misma, para desarrollar un sistema de IA nuevo. Este es un dominio —diseñar cerebros más potentes— que las personas no podemos alcanzar, más allá de lo que la propia evolución de la especie nos proporciona a lo largo de los cientos de miles de años. En cambio, se espera que la ASI, una vez alcanzado este punto, sea capaz de evolucionar por sí misma, sin intervención humana alguna y a un nivel inimaginable, en cuestión de horas, días o, como mucho, pocos años. 


			Lo que va a ocurrir después de la singularidad es totalmente desconocido. Igual que el horizonte de sucesos de un agujero negro, que es el punto cercano al centro del agujero donde la enorme fuerza de la gravedad hace que hasta lo que va a más velocidad en el universo, la luz, sucumba y vuelva a caer hacia dentro, por eso decimos que son «negros». Pero una cosa sí que podemos saber: la rápida evolución de la IA continuará a un ritmo parecido —si no mayor— tras la singularidad. Por lo tanto, la ASI solo será un poco más inteligente que el ser humano durante un instante breve. Transcurridas unas horas, días o meses, habrá evolucionado y será muchísimo más inteligente. Podemos intuir que el ser humano no supondrá ninguna amenaza para los sistemas ASI y, en consecuencia, podemos argumentar que quizás no exista motivo alguno para el exterminio de la especie humana. Pero esto, nuevamente, son suposiciones que no tienen respaldo científico. 


			En la literatura científica, algunos autores sugieren que la ASI, mediante su capacidad para fabricar hardware, podría idear nuevas formas de vida físicas, ya sean nuevas especies —inteligentes o no— o una nueva cadena de la vida, basada en el silicio en lugar del carbono, como la vida que conocemos. Mientras lo primero, crear nuevas especies, puede tener cierto sentido, con el objetivo de combatir enfermedades, reequilibrar ecosistemas dañados e incluso mantener las «tropelías» del ser humano con el medioambiente y consigo mismo bajo control, lo segundo —desarrollar vida basada en el silicio— es más un argumento de novela que una hipótesis realista, si atendemos a los conocimientos de química orgánica que ya tenemos. 


			 


			En los dominios humanos: creatividad, empatía y emoción 


			 


			Muchos autores defienden que la IA carece de creatividad genuina, y que se necesitan miles o cientos de miles de muestras para producir resultados que tengan algún valor. Es cierto, los sistemas de ANN actuales cuentan con esa limitación, pero también es cierto que, como hemos visto, cada vez se dispone de más y más datos digitalizados para entrenar estos sistemas. En cierta forma, ambos fenómenos se compensan entre sí y el resultado es que la IA denominada generativa ya es capaz actualmente de producir obras en pintura, literatura, música y otras artes, difícilmente identificables como producidas por la IA, incluso por parte de los mayores expertos académicos. 


			No obstante, es importante subrayar que los actuales sistemas de IA se basan en aprendizaje de reglas o patrones a partir de ejemplos o muestras. Son capaces de emular la inteligencia procedimental humana, es decir, aquella que nos permite aprender a conducir un coche, montar en bicicleta, rellenar un crucigrama o resolver un problema de física, por ejemplo. Pero no son capaces de generar innovación disruptiva, lo que coloquialmente se llama «pensar fuera de la caja». El motivo es sencillo: el concepto de innovación disruptiva implica la ruptura de reglas y la creación de otras nuevas, desafiando los principios centrales del pensamiento procedimental y algorítmico, que es la base de los sistemas actuales de IA. Por lo tanto, en el dominio de la verdadera creatividad, la IA todavía no tiene un modelo para evolucionar, más allá de actuar como un mero imitador. Es como un robot que intenta bailar: siempre bailará como un robot, por mucho que perfeccione la técnica. Quizás esos momentos de insensatez, locura y falta de sentido común de las personas ante algunas circunstancias sean una de las claves que nos diferencien por mucho tiempo de las máquinas... Y para bien. 


			Precisamente, también se argumenta que la IA carece de empatía y emociones. Al fin y al cabo, es solamente un software. Pongamos un ejemplo extremo: supongamos que ingresa en un hospital un paciente en estado crítico, tras haber sufrido un accidente grave. El objetivo de todo profesional de la salud, atendiendo al juramento hipocrático, es salvarle la vida. De esta manera, lo entuban, lo someten a diversas operaciones quirúrgicas, le administran algunos medicamentos, le reconstruyen algunas partes del cuerpo con prótesis, etcétera. Pero el paciente, a pesar de ello, empeora y fallece. Supongamos ahora que en ese hospital se dispone de una IA muy avanzada, tanto que es capaz de identificar comportamientos y patrones para tomar decisiones utilizando toda la literatura científica y prácticas desarrolladas en todo el mundo sobre cualquier actividad médica. La IA ha sido entrenada siguiendo también el juramento hipocrático, es decir, salvar la vida a toda costa. Entonces, cuando observa que el equipo de médicos es incapaz de reanimar al paciente, comienza a proporcionar su «conocimiento avanzado»: la probabilidad de que el paciente sobreviva aumenta si, en vez de implantar la prótesis, se le amputa el miembro. También es necesario anular sus pulmones y conectarlo a un respirador artificial. Hay que suministrarle un medicamento que lo dejará ciego y también habrá que extirparle gran parte del aparato digestivo, por lo que ya no podrá alimentarse más que a base de suero fisiológico. Pero sobrevivirá. 


			Seguramente cualquier médico afirmaría que esas condiciones de vida son tan indignas que no ve el sentido de que ese paciente sobreviva. En realidad, atendiendo a su juramento, no tendrá más remedio que salvarle la vida. Pero, en su alma, habría dado lo que fuera por no tener a su lado a la IA «sabelotodo» y haberse «conformado» con las limitaciones humanas de su conocimiento y experiencia. 


			La cuestión es que, a pesar de movernos en un entorno racional, siempre podemos tener dudas en nuestro corazón cuando nos enfrentamos a cuestiones relacionadas con los sentimientos y las emociones. En lo más profundo de nuestro cerebro, la amígdala conecta nuestra intelectualidad con el sistema hormonal, animal, primitivo y completamente irracional, que nos hace comportarnos y tomar decisiones, algunas veces incorrectas pero otras, quizás, más correctas que las de la lógica. Al fin y al cabo, el sistema hormonal nos ha estado guiando durante millones de años, antes de ser humanos, mientras que el cerebro racional lleva solo unos pocos cientos de miles en nuestra cabeza. 


			Sin embargo, surge aquí una pregunta clave: ¿podrá la IA emular las emociones y la empatía humanas? Por supuesto que los sistemas de IA no se rigen por fluidos hormonales en ningún momento, pero reflexionemos. El sistema hormonal no es precisamente el gran baluarte de la evolución de las especies: casi todas las especies del mundo animal lo tienen y tampoco ha evolucionado mucho a lo largo de los milenios; señal de que hace bien lo que hace y que cubre cuestiones más bien básicas de todo ser vivo. Si hemos sido capaces de crear máquinas para emular la fuerza de los caballos o los bueyes, si hemos sido capaces de inventar artefactos que vuelan mucho más alto que los pájaros, si hemos sido capaces de obtener energía de la luz del sol como las plantas, ¿por qué no va a ser posible emular el sistema hormonal? De hecho, ya existen sistemas de IA que emulan emociones y empatía, aunque solo se trate de una simulación para tratar con determinados individuos (niños, personas mayores, personas hospitalizadas, etcétera). 


			 


			Humanos simbiontes y transhumanos 


			 


			Las personas tenemos tendencia a «humanizar» nuestro entorno. No solo tendemos a pensar, por ejemplo, en nuestro perro o gato como un miembro más de la familia. También hay quien piensa que su coche sufre cuando va por un camino empedrado o lleno de socavones. Y también hay quien asocia ciertos comportamientos humanos a su robot de limpieza («está loco», «hoy no tiene un buen día», «parece que me persigue a cada habitación», etcétera). No es un fenómeno extraño y tiene un nombre: el «efecto Eliza». Consiste en asociar comportamientos humanos a las máquinas, de manera inconsciente. Creer que la máquina se comporta como un humano, sin que exista ningún algoritmo de IA detrás. Cuando le hablamos a un ordenador o a un robot para criticarlo o para pedir que se dé prisa (sin utilizar Siri o Alexa), sufrimos del efecto Eliza. Cuando pensamos que nuestro ordenador se ha bloqueado porque está «de lunes», es el efecto Eliza. 


			¿Por qué es importante el efecto Eliza en la IA? En numerosos estudios científicos se han descrito comportamientos con el efecto Eliza entre los individuos participantes. Es decir, algunas personas asociaban a cierta inteligencia del sistema algo que solamente estaba en su propia mente, pero no era real. Tendían incluso a pasar por alto errores del sistema de IA para «creer» que era más inteligente de lo que era en realidad. 


			De cierta forma, mientras rechazamos comportamientos y formas de origen no humanos que tratan de imitar demasiado a los de una persona —lo que se conoce como «valle inquietante»—, tenemos tendencia a sociabilizar con seres y objetos que no son humanos. 


			En la literatura científica se reconoce, por este motivo, la posibilidad de que, en algún momento más o menos próximo, las personas y las máquinas con IA convivamos, es decir, haya una coexistencia armónica entre los seres humanos y la IA. Se trataría de una simbiosis en la que las personas ayudaríamos a las máquinas a desarrollarse aún más y estas nos ayudarían igualmente a nosotros. ¡Un momento! Esto ya ocurre desde hace décadas, o siglos, y nunca hemos llamado «simbiosis» a este fenómeno. La diferencia es que las personas pasaríamos a ser simbiontes de esta relación en el punto en el que reconociéramos a los sistemas de IA como entes autónomos, independientes de nosotros. Técnicamente, esto debería llegar tras la implantación de la AGI —antes, los sistemas de IA no tendrían capacidad para funcionar autónomamente sin humanos— y muy próximo a la llegada de la ASI, para que un sistema de IA fuera considerado como un ente independiente, con la capacidad de desenvolverse en la sociedad o crear una distinta. 


			Antes de eso, ya estamos en una carrera para conseguir otra meta muy distinta: fundirnos con las máquinas. El concepto «cíborg» de la literatura de ciencia ficción —mitad humano, mitad máquina— ilustra bastante bien lo que se persigue: añadir a nuestro cuerpo y nuestra mente artefactos y módulos que añadan más funcionalidad o mejores destrezas en las capacidades humanas. Por ejemplo, más memoria, la capacidad para conocer nuestra posición mentalmente a través de la red de satélites GPS conectada directamente a nuestro cerebro o ser capaz de añadir dos o cuatro brazos más a nuestro cuerpo y manejarlos en armonía con los dos naturales que ya tenemos. 


			Con la ayuda de las interfaces cerebro-máquina, que están actualmente en periodo de investigación con resultados preliminares en fase bastante avanzada, la IA actuará como una especie de expansión digital del sistema nervioso central. En tal contexto, la frontera entre las mentes biológica y artificial se desdibuja. Esto también puede cambiar drásticamente la forma de comunicarnos entre nosotros y de interactuar con las máquinas, directamente mediante telepatía. Ya existen los primeros dispositivos telepáticos entre el personal del ejército de Estados Unidos y la idea es poder insertarlos dentro del cerebro para que nuestras mentes puedan conectarse unas con otras y con internet inalámbricamente... Auténtica telepatía. 


			En este sentido, el concepto de transhumanismo refleja la realidad en la que la especie humana deja de estar compuesta por individuos limitados por su condición física y capacidad intelectual y forman parte de un todo conectado, con sus capacidades físicas aumentadas mediante implantes robóticos, electrónicos o incluso biológicos; podríamos disponer, por ejemplo, de un sistema inmune interno artificial capaz de detectar enfermedades y sintetizar y suministrar al torrente sanguíneo los fármacos oportunos directamente, sin que tengamos que hacer absolutamente nada. También, nuestras capacidades intelectuales se transformarían radicalmente, conectando todas nuestras mentes entre sí y con internet. Realmente esto puede parecer una entelequia en la actualidad, pero, técnicamente, hay bastantes posibilidades de implementar estas cuestiones hasta cierto grado. Quizás todavía queden varias décadas para que esto se haga realidad y puede ser que no vivamos para verlo... O quizás sí: los avances en regeneración celular y genética, impulsados por la IA, podrían prolongar nuestra existencia bastantes años más de los que inicialmente suponemos que viviremos. 


			De cualquier manera, la IA está abriendo muchas puertas; quizás demasiadas. Aunque muchos temen hacia dónde evolucionará y en qué momento llegará la singularidad, quizás ese no es el problema. Quizás, solo quizás, lo más temible sea adónde va a llegar el ser humano en su locura por dominar todo lo que le rodea, rodeado de esta dinámica de evolución acelerada en la que entramos hace ya bastantes décadas y que solo ahora estamos empezando a cuestionar. 


			Pocos son los que se dan cuenta de que la esencia humana, su alma y su conciencia no residen en tener una inteligencia superior o unas capacidades extraordinarias, sino en todo lo contrario: en sus limitaciones. Si en algo nos vamos a distinguir las personas de las máquinas inteligentes es en que somos limitados: necesitamos nuestro tiempo, sufrimos emociones, cansancio, sueño, desánimo. Sentimos curiosidad por cuestiones banales, vivimos por un tiempo limitado y, a menudo, nos da rabia todo ello. Y, sin embargo, eso es precisamente lo que nos hace verdaderamente humanos; la humildad, la conciencia de nuestras capacidades finitas; la grandeza de ser distintos unos de otros por nuestras limitaciones. Una reflexión a la que ya llegaron hace miles de años grandes personas como los maestros del Tao o Jesucristo. 


			Es posible que, para iluminarnos con este descubrimiento, necesitemos la venida de la IA, de la superinteligencia de la ASI, para desterrar definitivamente de nuestra especie la soberbia humana y reconocer nuestro verdadero valor, lo finito, lo limitado, lo genuino; un valor intrínsecamente imposible para la inteligencia ilimitada de la IA y su comprensión instantánea de todo lo inimaginable. La simbiosis perfecta entre personas conscientes de sí y una realidad suprahumana, con todo el conocimiento interconectado en una mente infinita. 
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			AGI (Artificial General Intelligence): Inteligencia Artificial General 


			AI / IA (Artificial Intelligence): Inteligencia Artificial 


			ANE (Apple Neural Engine): Motor Neuronal de Apple 


			ANI (Artificial Narrow Intelligence): Inteligencia Artificial Restringida 


			ANN (Artificial Neural Networks): Redes Neuronales Artificiales 


			API (Application Programming Interface): Interfaz de Programación 


			CNN (Convolutional Neural Network): Redes Neuronales Convolucionales 


			CPU (Central Processing Unit): Unidad Central de Procesamiento 


			DCNN (Deep CNN): Redes Neuronales Convolucionales Profundas 


			DL (Deep Learning): Aprendizaje Profundo 


			DNN: (Deep Neural Network): Red Neuronal Profunda 


			DT (Decision Tree): Árboles de Decisión 


			ENIAC (Electronic Numerical Integrator And Computer): Ordenador e Integrador Numérico Electrónico 


			GAN (Generative Adversarial Networks): Redes Generativas Adversarias 


			GPT (Generative Pre-Trained Transformer); Transformador Generativo Preentrenado 


			GPU (Graphical Processing Unit): Chips para Tarjetas Gráficas / Unidad de Procesamiento Gráfico 


			HCA (Hierarchical Clustering Analysis): Análisis de Agrupaciones Jerárquicas 


			IoT (Internet of Things): Internet de las Cosas 


			IVR (Interactive Voice Response): Sistemas de Reconocimiento de Voz 


			KNN (K-Nearest Neighbours): K-Vecinos Más Cercanos 


			LLM (Large Language Models): Grandes Modelos de Lenguaje 


			LSTM (Long Short-Term Memory): Memoria Larga de Corto Plazo 


			LTU (Lineal Threshold Units): Unidad de Umbral Lineal 


			MAE (Mean Absolute Error): Error Absoluto Medio 


			ML (Machine Learning): Aprendizaje Automático 


			MLP (Multi-Layer Perceptron): Perceptrón Multicapa 


			NER (Name Entity Recognition): Reconocimiento de Conceptos 


			NLP (Natural Language Processing): Procesamiento del Lenguaje Natural 


			NLU (Natural Language Understanding): Comprensión del Lenguaje Natural 


			NPU (Network Processing Unit / Neural Processing Unit): Chips Específicos para Cálculos de ANN 


			POS (Part Of Speech): Partes de una Frase 


			RL (Reinforcement Learning): Aprendizaje Por Refuerzo 


			RMSE (Root Mean Square Error): Error Cuadrático Medio 


			RNN (Recurrent Neural Network): Redes Neuronales Recurrentes 


			SVM (Support Vector Machine): Máquina de Vectores de Soporte 
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Notas
 
			

			1. Existe una confusión generalizada en el uso de estos dos términos: mientras «eficacia» hace referencia a alcanzar el máximo grado de consecución de un objetivo, «eficiencia» indica alcanzar el objetivo de una manera aceptable utilizando el mínimo de recursos posibles. 


			 


			1. Véase la bibliografía al final de este libro. 


			 


			1. Quien haya viajado en este tren sabe que no dispone de conductor. A efectos ilustrativos de este ejemplo, vamos a suponer que el tren es totalmente controlado por un ordenador, sin que haya ningún supervisor humano, aunque actualmente no sea así necesariamente en la realidad. 


			 


			1. Un caso de este tipo podría estar detrás de los trágicos accidentes y la paralización de todos los vuelos del modelo de avión Boeing 737 Neo en todo el mundo desde el 18 de marzo de 2019 hasta el 18 de noviembre de 2020. Se identificó el uso de un sistema experto para compensar el cabeceo que ocasionaba la ubicación más adelantada de los motores de mayor tamaño y más eficientes, que provocaba una activación mortal del timón de cola ante un fallo en uno de los sensores del avión. 


			 


			1. Los sistemas de ML funcionan de forma muy parecida al cerebro: si solo ha «visto» perros y gatos en su vida y le enseñamos, por ejemplo, un tigre, dirá que es un gato. Si le enseñamos una serpiente, probablemente dirá «no sé si es un perro o un gato». 


			 


			1. Como curiosidad, estas conexiones se hacen en un líquido acuoso donde predomina el sodio (gran conductor de la electricidad). Por este motivo, el sodio es bueno para la agilidad mental, porque favorece la corriente eléctrica en nuestro cerebro, mientras que el potasio la entorpece (nos relaja y tranquiliza, y también resta capacidad mental), debido a que es un ion muy similar al sodio y el cuerpo confunde ambos, situando el potasio en el lugar destinado al sodio, pero siendo mucho más grande y pesado y, por tanto, dificultando el paso de la corriente eléctrica. 


			 


			1. Un sistema subamortiguado se produce cuando la señal de salida se vuelve la contraria para compensar la acción resultante de una señal de entrada excesiva. El ejemplo clásico es imaginar que conduces con los ojos vendados y siguiendo solo las indicaciones del copiloto. Si te dice «a la derecha» y giras muy poco, te volverá a decir «más a la derecha», con lo cual normalmente girarás mucho más. Probablemente irá seguido de «¡no tanto! ¡A la izquierda» y así sucederán varios zigzags cada vez mayores hasta que os estrelléis. 


			 


			1. En la teoría de la comunicación se denomina «ruido» a toda variación que desvirtúa el contenido de la información que se transmite. Esta denominación procede del ruido sonoro que aparecía en las primeras comunicaciones telefónicas y, actualmente, se aplica a todos los campos, incluida la información en formato digital. 


			 


			1. Se denomina «firmware» al término intermedio entre hardware y software. El firmware es un pequeño programa (software) que se graba de manera permanente y sin posibilidad de que el usuario acceda a él (que puede ni ser consciente de su existencia) en un hardware para darle cierta capacidad para variar su funcionalidad de fábrica. Por ejemplo, la centralita digital que controla el motor de un coche tiene un firmware que se graba en la fábrica y que solo puede ser modificado por el propio fabricante con un mecanismo preciso. Lo mismo ocurre con el firmware de las smart TV, los routers de acceso a internet, los robots de limpieza, los mandos para las puertas de garaje y multitud de dispositivos electrónicos utilizados en la vida diaria. 
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